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RESUMEN 

El objetivo de este trabajo fue evaluar el desempeño de un Índice de Cobertura de 

Malezas (ICM) derivado de imágenes digitales convencionales de alta resolución 

obtenidas por un drone o UAV (del inglés, Unmanned Aerial Vehícle o vehículo Aéreo 

no Tripulado) sobre la hierba anual Amaranthus hybridus L. (AH), como un primer paso 

hacia la detección automática de la maleza. Para ello, en un lote agrícola, se distribuyeron 

120 estaciones muestrales a las cuales se le realizaron diferentes tratamientos químicos 

con la finalidad de lograr diferentes niveles de infestación de la maleza. Posteriormente, 

sobre las mismas se realizó el conteo de malezas y en el mes de diciembre se registraron 

imágenes a 20 metros de altura utilizando el UAV. Las imágenes obtenidas se procesaron 

utilizando el Índice colorimétrico de extracción de vegetación (del inglés: Colour Index 

of Vegetation Extraction o CIVE) y un agrupamiento por afinidad fuzzy K-means, 

obteniendo un cociente de vegetación por cada estación. Dentro de las estaciones, se 

relevaron el porcentaje de cobertura mediante el software Canopeo, el número de plantas, 

la altura y la materia seca aérea total (MSAT) de AH; y se correlacionaron con el ICM 

obtenido por el UAV. También se evaluó la detección automática de la maleza en lotes 

donde solo AH estaba presente, considerando como positiva a todas las estaciones en las 

que el ICM logró valores mayores a cero.  Se registraron fuertes correlaciones (r, Pearson) 

entre los datos obtenidos mediante el drone y el porcentaje de cobertura obtenido por 

Canopeo (0,97), la MSAT (0,95) y el número de plantas (0,93), y valores más débiles de 

correlación entre el ICM y la altura de AH (0,57). Para la detección automática se logró 

un acierto del 74% con el método directo y del 86% utilizando umbrales mínimos de 

detección (UMD). En base a resultados, se puede concluir que el ICM representa una 

herramienta potencial para diagnosticar biomasa aérea y número de plantas de AH. 

También se puede afirmar que los UMD permiten mejorar la precisión de la detección de 

malezas en superficies con alta densidad de malezas (rodales). 

Palabras clave: DRONE – INDICE DE COBERTURA DE MALEZAS – CIVE - YUYO 

COLORADO - UMBRALES DE DETECCIÓN. 
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ABSTRACT 

The objective of this work was to evaluate the performance of a Weed Coverage 

Index (WCI) derived from high-resolution conventional digital images obtained by a 

drone or UAV (Unmanned Aerial Vehicle) on Amaranthus hybridus L (AH), as a first 

step towards automatic weed detection. In order to accomplish this, 120 stations were 

distributed in an agricultural field. Different chemical treatments were carried out in these 

stations in order to achieve different levels of weed infestation. Subsequently, weed 

counts were carried out in December through images which were recorded at a 20-m 

height using the UAV. The images were processed using the colorimetric Index of 

vegetation extraction (CIVE) and a fuzzy K-means affinity grouping, obtaining a 

vegetation ratio for each station. Associations between the number of plants, the height 

and the total aerial dry matter (ADM) of AH in stations and the percentage of coverage 

surveyed by the software Canopeo and the WCI obtained by the UAV were defined. 

Automatic detection of weeds in plots where only AH was present was also evaluated, 

considering as positive all stations in which the WCI achieved values greater than zero. 

Strong correlations were recorded between the data obtained through the drone and the 

percentage of coverage obtained by Canopeo (0.97), the ADM (0.95) and the number of 

plants (0.93); weaker correlation values were obtained between WCI and the height of 

AH (0.57). The automatic detection accuracy was 74 %, when using minimum detection 

thresholds (MDT), method performance improved to 86% accuracy. Based on these 

results, it can be concluded that the WCI represents a potential tool for diagnosing aerial 

biomass and the number of AH plants. It can also be claimed that MDTs allow the 

improvement of accuracy for weed detection on fields with high weed density (patches). 

Keywords: UAV- GREEN INDEX – CIVE – AMARANTHUS SP. – DETECTION 

THRESHOLD. 
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1. INTRODUCCIÓN 

PROBLEMÁTICA REGIONAL 

En los sistemas de producción agrícola de la región centro de la provincia de Córdoba, 

Argentina, es una práctica común la utilización de barbechos químicos invernales para 

controlar las malezas, ya que estas últimas interfieren con la cosecha del cultivo; reducen 

la eficiencia de los insumos, tales como el fertilizante y el agua de riego; fortalecen la 

acción perjudicial de otros organismos y plagas y, finalmente; reducen severamente el 

rendimiento y calidad del cultivo (Labrada, 1996). Muchos cultivos agrícolas requieren 

del uso de herbicidas como una herramienta esencial en el mantenimiento de la calidad y 

la cantidad de la producción. En Argentina, el volumen comercializado de herbicidas entre 

1990 y 2012 aumentó considerablemente y de manera sostenida, alcanzando incrementos 

del orden del 1000% a lo largo del mencionado período (Moltoni & Duro, 2014). Es 

posible afirmar que dicho aumento responde a fenómenos tales como la adopción de la 

siembra directa, ya que durante el período mencionado más de 25 millones de hectáreas 

comenzaron a trabajarse bajo esa modalidad (Moltoni et al., 2013). 

Sin embargo, en sistemas extensivos con controles de malezas poco diversificados 

basados en el empleo masivo de glifosato en grandes extensiones de cultivos resistentes, 

aparecen y se incrementan los casos de resistencia a los herbicidas (Fischer, 2013). A 

modo de ejemplo, en Argentina se puede mencionar el caso de la resistencia de 

Amaranthus hybridus L. (AH), a los inhibidores de la síntesis de acetolactato sintetasa 

(ALS) (Romagnoli et al., 2013), al glifosato (Lloret, 2016) y recientemente a los 

hormonales dicamba y 2,4 D (Ahumada et al, 2016). En Estados Unidos, las malezas 

resistentes al glifosato representan la mayor amenaza a la siembra directa desde su 

adopción y en algunos casos, los agricultores han cambiado sus prácticas de labranza de 

conservación y en algunas situaciones han eliminado esta práctica (Shaw et al., 2013). 

Actualmente hay muchos desarrollos tecnológicos que permiten hacer un uso más 

eficiente de los herbicidas, como lo son el manejo sitio específico (MSE) en el cual la  

maquinaria se equipa con sensores que permiten identificar la áreas del lote que requieren 

aplicación (Al-Gaadi & Ayers, 1999) o la creación de “mapas de prescripción y/o 

recomendación” mediante técnicas de diferente naturaleza, como lo son sensores remotos 
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(Lamb & Brown, 2001) o personas haciendo relevamiento a campo con una PC + software 

+ GPS generando áreas de prescripción, donde posteriormente la maquina deberá aplicar 

el producto deseado (Cid-García et al., 2013). Para llevar a cabo estas prácticas es 

necesario trabajar en el entorno de los Sistemas de Información Geográfica (SIG), ya que 

los mismos permiten cartografiar superficies de manera automática mediante el análisis y 

el procesamiento de imágenes digitales obtenidas de múltiples fuentes. Existen numerosos 

trabajos de cartografía de malezas en época tardía mediante imágenes remotas tomadas 

con aviones tripulados (Torres-Sánchez et al., 2014) o desde satélites, pero presentan 

limitaciones en cuanto a la baja resolución espacial (de Castro, 2013) y a la necesidad de 

contar con condiciones ambientales favorables al momento de obtener las imágenes 

(Torres-Sánchez et al., 2013). 

El potencial de generar mapas de prescripción que permitan minimizar el impacto 

ambiental del uso indiscriminado de herbicidas se remonta a finales del siglo pasado 

(Thompson et al., 1991) y ya en ese entonces se mencionaba la necesidad de trabajar con 

múltiples fuentes de información que permitan al productor tener un panorama 

actualizado de la situación de las malezas en sus lotes (Stafford & Miller, 1993). La 

cuantificación del número o el espacio ocupado por plantas indeseables emergidas de una 

especie en una superficie determinada es fundamental para la toma de decisiones en los 

sistemas productivos, ya que esto permite establecer umbrales de control basados en el 

impacto económico que pueden tener en la producción (Labrada, 2010), por lo cual una 

herramienta que se adapte a este esquema de trabajo tendría un impacto sustancial en el 

proceso de toma de decisiones de los sistemas productivos de la región. Se han registrado 

disminuciones sustanciales en la necesidad de herbicidas aplicados realizando un manejo 

de sitio específico de malezas, con valores comprendidos entre el 65 y el 85 % de ahorro 

en el producto aplicado (Andújar et al., 2013; Gerhards & Christensen, 2003). 

 Otro diagnóstico que presenta un gran potencial en la agricultura de precisión es la 

cuantificación de biomasa de los cultivos, ya que permite realizar ajustes en tiempo real 

en el manejo del cultivo (Tilly et al., 2015). Específicamente, en el caso de las malezas, 

la materia seca aérea o el tamaño de las mismas afecta la eficiencia de los tratamientos 

químicos (Johnson et al., 2007), por lo cual se podría utilizar esta variable para desarrollar 

herramientas que permitan realizar prescripciones variables de agroquímicos en función 

del tamaño de la maleza, logrando una mejora en el control de las mismas. 
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EL USO DE DRONES EN AGRICULTURA 

Actualmente las dificultades relacionadas a la resolución espacial y temporal 

características de las imágenes derivadas de plataformas orbitales (satélites), pueden ser 

superadas utilizando UAVs (del inglés: Unmamed Aerial Vehicle) equipados con sistemas 

de sensores remotos (Zhang et al., 2014). Los UAVs pueden volar a bajas altitudes, lo que 

permite tomar imágenes de mayor resolución espacial, lo que representa un mayor número 

de pixeles por unidad de superficie. Esta mejora de resolución permite observar plantas 

pequeñas aisladas y en parches, que anteriormente no era posible (Pérez et al., 2000; 

Xiang & Tian, 2011). Además, los UAVs pueden suministrar imágenes aún en días 

nublados, con bajo tiempo de preparación del vuelo y a bajo costo de operación, 

convirtiéndolos en una herramienta de fácil adopción para los productores (Zhang & 

Kovacs, 2012).  

Otra ventaja de esta tecnología radica en la resolución temporal, ya que, al no poseer 

el característico tiempo de revisita de las plataformas orbitales, permite obtener imágenes 

en momentos específicos; ya sea del crecimiento del cultivo, como puede ser el período 

crítico, o bien de las malezas, siendo ejemplo de ello el estado de plántula de las mismas 

en los cuales tratamientos químicos incrementan su eficacia.  

En cuanto a la resolución espectral, existe una gran variedad de sensores con los que 

se puede equipar un UAV. Los sistemas de percepción pueden distinguir y diferenciar 

radiación electromagnética de distintas longitudes de onda, esto se representa en el 

número y ancho de las bandas espectrales que posee el sensor. Existen sensores RGB (del 

inglés: Red, Green & Blue), con tres bandas ubicadas dentro del espectro visible (siendo 

R: rojo, G: verde y B: azul); sensores multiespectrales, cuyo número de bandas varía entre 

tres y siete que abarcan unos 100 nm de ancho; e hiperespectrales, que poseen decenas a 

centenas de bandas, cada una de ellas abarcando aproximadamente 5 nm. de ancho en el 

espectro visible (Díaz García-Cervigón, 2015). Las principales ventajas que presentan los 

sensores RGB radican en su menor costo y que en general poseen una mayor resolución 

espacial frente a otros tipos de sensores (Torres-Sánchez et al., 2014).   

Existen múltiples trabajos en identificación de malezas utilizando UAV, mediante 

diversas técnicas y métodos en cultivos de maíz (Zheng et al., 2017), girasol (Peña et al., 

2013), trigo (Peña et al., 2014; Weis & Gerhards, 2008), cebada (Rasmussen et al., 2013), 

entre otros; logrando precisiones de entre un 85 y un 98% de acierto. Esto lo convierte en 



4 

 

una herramienta con gran potencial para realizar un manejo de sitio específico malezas 

que permita mejorar la eficiencia en el manejo y control de las mismas en sistemas 

agrícolas extensivos. 

INDICES DE VEGETACIÓN 

A la información obtenida por los sensores se la suele procesar a fin de resumirla en 

diversos índices de vegetación. Estos son combinaciones aritméticas de las bandas 

espectrales de la imagen que permiten aumentar las diferencias observadas entre los 

distintos tipos de cobertura de suelo (Riomoros Callejo, 2010) haciendo hincapié en el 

comportamiento espectral de la información. Dentro del procesamiento de imágenes 

RGB, los índices más utilizados son el ExG (Woebbecke et al., 1995), el Índice 

colorimétrico de extracción de vegetación (del inglés: Colour Index of Vegetation 

Extraction o CIVE) (Kataoka et al., 2003), VEG (Hague et al., 2006), entre otros, y 

combinaciones de los mismos como lo es el caso del índice COM (Guijarro et al., 2011), 

que combina ExG, ExGR, CIVE y VEG. En estudios preliminares realizados en el Campo 

Escuela de la FCA-UNC (trabajo sin publicar), Soler y colaboradores obtuvieron una 

mejor performance del índice CIVE frente a ExG, en la discriminación de malezas a partir 

de imágenes de un UAV sobre AH. Las principales ventajas de este índice fueron la 

simpleza del cálculo y un menor requerimiento computacional que ExG, ya que no fue 

necesario normalizar las bandas RGB. 

Es importante mencionar que otro proceso fundamental en el análisis de las imágenes 

es el agrupamiento o “clustering” de datos. En esta instancia, los valores principales 

obtenidos como resultados de la aplicación de los índices de vegetación, son agrupados y 

clasificados en categorías. De los estudios realizados en agricultura, el método fuzzy k-

means obtuvo resultados satisfactorios al ser comparado con otros (Córdoba et al., 2016; 

Ortega et al., 2002; Pérez et al., 2000). Un ejemplo de aplicación práctica del uso de 

índices de vegetación es la aplicación desarrollada en el entorno de Matlab, por la 

Universidad Estatal de Oklahoma, denominada “Canopeo” (Patrignani & Ochsner, 2015). 

Por medio de esta herramienta es posible obtener el porcentaje de cobertura de áreas con 

vegetación utilizando índices RGB, con una precisión cercana al 90% (Soler et al., 2017) 

con una alta velocidad de procesamiento y utilizando cualquier dispositivo móvil que 

cuente con una cámara digital.  
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1.1. HIPÓTESIS DE TRABAJO 

Los índices de vegetación derivados de imágenes RGB obtenidas por un UAV 

permiten determinar con alta precisión el grado de infestación de la maleza Amarantus 

hybridus L, siendo su eficiencia similar a los diagnósticos mediante conteo de plantas a 

nivel de terreno. 

 

1.2. OBJETIVOS 

1.3. OBJETIVO GENERAL 

• Desarrollar herramientas de bajo costo y fácil adopción que permitan 

eficientizar y facilitar la detección y cuantificación remota de especies 

malezas en situaciones de barbecho invernal. 

1.4. OBJETIVOS ESPECÍFICOS 

• Evaluar la precisión de la detección de plantas de AH mediante un Índice de 

Cobertura de Malezas (ICM) derivado de imágenes digitales convencionales 

obtenidas por un UAV. 

• Comparar la eficiencia del ICM con los registros obtenidos a nivel de terreno 

con la aplicación Canopeo. 

•  Analizar la relación entre el ICM y las variables: materia seca aérea, número 

de plantas y altura de la maleza, en búsqueda de un método de cuantificación 

de malezas rápido, preciso y no destructivo. 

2. MATERIALES Y MÉTODOS 

2.1. DESCRIPCIÓN GENERAL DEL ENSAYO 

El trabajo se llevó a cabo durante los meses de mayo y diciembre de 2016, en el 

Campo Escuela de la Facultad de Ciencias Agropecuarias de la Universidad Nacional de 

Córdoba (FCA-UNC), ubicado en Camino a Capilla de los Remedios km 15,5 (LAT: 

31°29’02” S, LON: 64°00`04” W). El establecimiento posee suelos Haplustoles énticos, 

franco limosos, con capacidad de uso III y un índice de productividad 68 (Lloret, 2016). 
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Dentro del establecimiento se seleccionó una fracción del lote N° 19 (Figura 1) que poseía 

una abundante población de Amaranthus hibridus L. (AH), resistente a glifosato. La 

caracterización de la especie y la verificación de su resistencia al herbicida fue realizada 

por personal del herbario Agronomía Córdoba (ACOR) de la FCA-UNC, técnicos de la 

cátedra de Ecotoxicología de la misma institución y personal del INTA (Lloret, 2016). 

 

Figura 1. Ubicación del ensayo. A: Lote 19; B: Edificio Central del Campo Escuela; E: ingreso desde 

autopista Córdoba-Rosario. 

Con el objetivo de controlar malezas invernales en el mes de mayo se realizó un 

barbecho químico en la totalidad del lote 19. El tratamiento químico estuvo compuesto 

por los herbicidas formulados como concentrado soluble (SL) y/o gránulo dispersable 

(WG) dependiendo el producto. El detalle de los productos y la dosis de los mismos, 

expresada en gramos o centímetros cúbicos de producto comercial por hectárea, se detalla 

a continuación: metsulfurón metil (WG 6 gr PC/ha) + dicamba (SL 300 cc PC/ha) + 

glifosato (WG 2 kg PC/ha). Posterior al mismo se sembró trigo como cultivo de cobertura, 

el cual se secó químicamente en madurez fisiológica a mediados de septiembre, utilizando 

una dosis de dos litros de glifosato por hectárea.  

En el mes de octubre, se realizaron nuevas aplicaciones de agroquímicos con la 

finalidad de lograr diferentes grados de infestación de AH al momento de la implantación 

del cultivo estival. Para ello, se distribuyeron un total de 40 parcelas (de 4 x 10 metros) a 

las que se les aplicaron de manera aleatoria los siguientes tratamientos: A1 (atrazina WG 

2 kg PC/ha, aplicada el 15/10), AF (atrazina WG 2 kg PC/ha + flumioxazim SL 150 cc 

PC/ha, aplicado el 15/10), GL (glifosato WG 2 kg PC/ha., aplicado el 15/10), A2 (atrazina 
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WG 2 kg PC/ha, aplicada el 30/10) y TE (testigo sin aplicar), realizando 8 repeticiones de 

cada uno (Figura 2).  

 

Figura 2. Distribución los tratamientos químicos: A1, AF, GL, A2 y TE dentro del experimento. 
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Se ubicaron tres estaciones de muestreo fijas (con una superficie de 0,25 m2) 

dentro de cada una de las parcelas (Figura 3). En dichas estaciones se tomaron registros a 

partir de la emergencia de las primeras plantas de AH. Se eliminaron manualmente otras 

especies, principalmente Borreria verticillata (L.) G. Mey y Sorghum halepense L., en un 

radio de un metro a partir del centro de cada estación para minimizar el efecto de las 

mismas sobre el nacimiento y la emergencia de AH. 

2.2. REGISTRO Y TOMA DE DATOS 

En las unidades de muestreo se midió: el número de plantas de AH por metro 

cuadrado, la altura, la materia seca aérea total (MSAT) y el porcentaje de cobertura 

vegetal de las mismas en las siguientes fechas: 8/11; 15/11; 30/11 y 8/12. Para determinar 

la cobertura se utilizó la aplicación Canopeo, que tomando una imagen vertical de la 

superficie a 0,6 metros de altura sobre la canopia indica de manera directa el porcentaje 

de cobertura vegetal presente. La herramienta funciona seleccionando pixeles que 

cumplan criterios preestablecidos en cuanto a la relación entre los valores R/G, B/G 

(siendo R, G y B los valores captados por el sensor de imagen en la banda roja, verde y 

azul del espectro visible) y Excess Green Index o ExG (Meyer & Neto, 2008; Woebbecke 

et al., 1995). Como resultado se genera una imagen binaria con pixeles blancos, 

correspondientes a regiones de la imagen con vegetación, y negros, donde la clasificación 

determinó que no estaba presente. La aplicación también indica la relación entre los tipos 

Figura 3: Izquierda, efecto de los tratamientos químicos en las parcelas. Derecha: detalle de las unidades de 

muestro. 
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de pixeles de la imagen binaria (área con vegetación frente al área sin vegetación), 

expresada porcentualmente. El equipo utilizado para esta determinación fue un teléfono 

celular Samsung GT-I8190L equipado con una cámara RGB que posee una resolución de 

2048 x 1232 pixeles y 72 ppp, que utilizando la configuración por defecto del programa 

logró una resolución espacial de 0,07 cm/px. A los porcentajes de vegetación obtenidos 

por este método se los expresó como cocientes (dividiéndolos por 100) para poder 

compararlos directamente con el ICM, resultando en un cociente de vegetación de las 

lecturas de Canopeo o bien CV-Canopeo. 

El día 8 de diciembre se realizó el vuelo con el UAV a una altura de 20 metros y 

se registraron las imágenes sobre la totalidad del lote. El drone empleado fue un DJI 

Inspire 1® equipado con una cámara FC 350 (RGB), con una resolución de imágenes de 

4000 x 2225 px y 72 puntos por pulgada (ppp) que determinó una resolución espacial 

media de 1,94 cm/px. El vuelo se realizó en horas de la mañana, entre las 10:30 am y las 

11:30 am, ya que en estos horarios se logra una mejora en los parámetros de las 

determinaciones (Zheng et al., 2017).  

2.3. ANÁLISIS DE IMÁGENES DEL UAV 

Para poder comparar los datos relevados a nivel de terreno con los obtenidos por el 

UAV, se procesaron las imágenes de este último siguiendo los siguientes pasos:  

2.3.1. SEGMENTACIÓN DE IMÁGENES 

Utilizando el software QGIS Essen (versión: 2.14), se georreferenciaron las imágenes 

obtenidas por el UAV mediante una transformación Thin Plate Spline y el método de 

remuestreo del vecino más próximo. Para ello se tomaron como puntos de referencia a los 

centros de las unidades de muestro y los postes que delimitaban las parcelas, los cuales 

ya habían sido geoposicionados al inicio del experimento. 

Posteriormente se unieron las imágenes utilizando la herramienta de combinación de 

capas del programa, construyendo un mosaico con los fotogramas captados cenitalmente 

en las imágenes. Utilizando una capa de corte se extrajeron las áreas correspondientes a 

las parcelas del ensayo eliminando las borduras de cada parcela (Figura 4). 
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Figura 4. Muestra de una imagen registrada por el UAV a 20 metros de altura, con las áreas circundantes al 

perímetro de cada lote enmascaradas. En círculos rojos se especifican las estaciones de muestreo. 

2.3.2. PROCESAMIENTO Y ALGEBRA 

Se extrajeron los valores digitales de las bandas RGB de cada estación de muestreo y 

se calculó el índice de vegetación CIVE (Kataoka et al. 2003), utilizando la calculadora 

ráster del programa: 

𝐶𝐼𝑉𝐸 = 0,44 𝑅𝑟 − 0,88 𝑅𝑔 + 0,385 𝑅𝑏 + 18,78745 

Siendo: Rr, Rg y Rb los valores del nivel digital de cada pixel del sensor en las bandas 

rojo, verde y azul, respectivamente. 

2.3.3. CLASIFICACIÓN 

A la imagen correspondiente al índice CIVE se le realizó un clustering (o 

agrupamiento por afinidad) mediante el método Kmeans. Para ello se utilizó geoalgoritmo 

“K-Means clustering for grids” de la caja de herramientas de Saga Gis (integrado dentro 

del programa QGIS). Los parámetros asociados al algoritmo fueron definidos de la 

siguiente manera: Se crearon 2 agrupamientos por el método combinado de Hill Climbing 

(Rubin, 1967) y Distancia Media Interactiva (Forgy, 1965). De esta forma se obtuvo una 

imagen ráster binaria (con valores de 0 y 1). 
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Se reclasificó la imagen de manera tal que los valores 1 correspondieran a las zonas 

con vegetación y los valores 0 a la ausencia de la misma, ya que se encontraban invertidos 

con respecto a la imagen original (el valor 1 se encontraba asignado a la ausencia de 

vegetación y el cero a la presencia). 

2.3.4. CÁLCULO DEL ICM 

A la imagen ráster resultante de la clasificación se le realizó una consulta estadística 

de zona, utilizando una capa vectorial que contenía las áreas de las estaciones de muestreo 

para determinar las regiones de la imagen a consultar. Esta estadística permitió conocer 

la media de los valores de la imagen ráster en las regiones de interés (o estaciones de 

muestreo), asumiendo valores de 0 (cuando no existieron pixeles clasificados como 

vegetación) hasta un máximo de 1 (cuando todos los pixeles coincidentes con el área de 

estudio poseían el valor 1). La expresión para el cálculo del ICM (Índice de Cobertura de 

Malezas) es la siguiente: 

𝐼𝐶𝑀 =
𝑃𝑥1

𝑃𝑥0 + 𝑃𝑥1 
 

Px1: Número de pixeles con valores iguales a 1 

Px0: Número de pixeles con valores iguales a 0 

En la Figura 5 se muestran de forma esquematizada los pasos del Análisis de Datos 

hasta el cálculo del ICM. 

2.4. ANALISIS DE RESULTADOS 

Los datos fueron analizados en dos etapas: Detección de vegetación y comparación 

de los índices de cobertura (ICM y CV-Canopeo) con las variables MSAT, altura y 

número de plantas de AH.  

Para la detección de vegetación se calificaron a las estaciones en positivas o negativas 

en función de su valor de ICM utilizando un umbral mínimo de detección (UMD), es 

decir, un valor mínimo de ICM a partir del cual se calificó como positiva la estación. A 

los resultados se los comparó con los registros obtenidos a nivel de terreno y se realizó 

una tabla de contingencia. 
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En la segunda parte del análisis se comparó el ICM con los datos de Canopeo, MSAT, 

altura y número de plantas de AH y se analizaron las relaciones entre las variables con el 

software InfoStat (Di Rienzo et al., 2017).  

 

Figura 5. Representación esquemática del procesamiento de imágenes para la estación de muestreo 12 

(E12). Pasos: [1] Segmentación de imágenes; [2] Cálculo del índice de vegetación; [3] Clasificación; [4] 

Obtención del ICM. 
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3. RESULTADOS 

En el muestreo del día 8/12 se registró AH en 31 de las 120 estaciones evaluadas. En 

las aplicaciones que incluyeron herbicidas preemergentes (A1, A2 y Af) se registró un 

menor número de plantas comparado con los tratamientos Gl y Te, que no presentaron 

diferencias entre sí. Con respecto a la altura y la MSAT de la maleza, Gl y Te tuvieron un 

comportamiento similar, diferenciándose de los demás tratamientos (A1, A2 y Af). Es 

importante destacar que el análisis estadístico entre las variables ICM, CV-Canopeo, 

altura, número de plantas y MSAT se realizó solo con los datos del 8/12, día en el que se 

realizó el relevamiento aéreo y los cortes de MSAT. 

Tabla 1: Evolución de los valores promedio del número de plantas y altura, y promedio de la materia 

seca aérea total de Amaranthus hibridus L resultante de los tratamientos químicos primaverales. Medias 

con una letra común no son significativamente diferentes (DGC, p>0,05), medias sin letras corresponden a 

modelos no considerados por poseer p-valores superiores al nivel de significancia elegido (α=0,05). 

 

El día 8/12 se encontró una gran variabilidad en las medidas efectuadas en AH. En el 

caso de la materia seca aérea total (MSAT), los pesos medios obtenidos fueron de 3,39 g, 

hallándose valores de 0 hasta 83,68 g por estación. Con respecto a la altura de las plantas, 

la media poblacional fue de 11,51 cm, hallándose valores mínimos 2,5 cm y máximos de 

28 cm. Esta variabilidad queda evidenciada en la Figura 5, que compara la altura media 

alcanzada por AH en diferentes estaciones en función del número de plantas presentes en 

las mismas.  

 

8-nov

N° Plantas

(pl/m2)

N° Plantas

(pl/m2)

Altura 

(cm)

N° Plantas

(pl/m2)

Altura 

(cm)

N° Plantas

(pl/m2)

Altura 

(cm)

MSAT 

( g/m2)

A1 0,17 0,00 - 0,02 A - 0,33 A 3,50 0,02 A

A2 0,17 0,17 1,50 0,00 A - 0,17 A 3,50 0,00 A

Af 0,00 0,00 2,91 0,00 A - 0,00 A - 0,00 A

Gl 13,17 12,00 3,47 11,50 B 8,27 14,17 B 11,90 8,70 B

Te 6,33 5,00 3,47 10,33 B 5,94 10,83 B 12,18 8,23 B

Promedio 3,97 3,43 3,04 4,37 6,84 5,10 11,51 3,39

15-nov 30-nov 8-dic

Tratamiento
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Figura 5: Relación entre el número de plantas de Amaranthus hibridus L. y la altura media alcanzada por 

las mismas el 8/12. La dispersión de las lecturas refleja la variabilidad en el comportamiento de la especie. 

En el caso del número de plantas presentes el día del vuelo, considerando el total de 

las estaciones, se observó una media de 1,28 plantas de AH, con un desvío estándar de 

4,99; y registros comprendidos entre 0 y 46 plantas por cada 0,25 m2. 

3.1. DETECCIÓN DE VEGETACIÓN 

El primer análisis para el cual se parte de un UMD de cero (es decir cualquier estación 

con ICM mayor a cero) obtuvo un error total (ET) del 26%, compuesto por un 74,2% de 

errores de comisión (EC), en los cuales parcelas que no poseían vegetación fueron 

consideradas como infectadas, y un 25,8% de errores de omisión (EO), en los cuales no 

se registró el AH presente (tabla 2). También se observó que a bajos niveles poblacionales 

(1 y 2 plantas de AH), solo se detectaron el 58% de los casos. 

Tabla 2: Análisis de errores de detección absolutos y relativos al total de estaciones (120), en función 

de un umbral mínimo de detección (UMD). 

 

Al incrementar el UMD se observó que los ET disminuían hasta alcanzar un punto en 

el cual los mismos aumentaban nuevamente. Para ampliar el análisis se discriminaron los 

EC y los EO y se observó que a medida que se incrementaba el UMD los EC disminuían 

(hasta llegar a 0 con un UMD de 0,075), mientras que los EO incrementaron linealmente 

0 5 10 14 19 24 29 34 39 43 48

N Plantas

1,23

8,24

15,25

22,26

29,27

A
lt
u

ra
 (

c
m

)

Título

UMD

0,000 23 19,17% 8 6,67% 31 25,83%

0,010 9 7,50% 10 8,33% 19 15,83%

0,025 3 2,50% 13 10,83% 16 13,33%

0,050 1 0,83% 16 13,33% 17 14,17%

0,075 0 0,00% 19 15,83% 19 15,83%

0,100 0 0,00% 21 17,50% 21 17,50%

0,125 0 0,00% 24 20,00% 24 20,00%

0,150 0 0,00% 26 21,67% 26 21,67%

Errores de Comisión (EC) Errores de Omisión (EO) Errores Totales (ET)
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volviéndose el componente principal de los ET a partir del 1% de ICM (Figura 6). El 

menor valor de ET  se encontró con un UMD de 0,025, y estuvo en el orden del 14% del 

total de estaciones relevadas.  

 

Figura 6.Evolución de los diferentes tipos de errores en función del umbral mínimo de detección (UMD). 

Referencias: Errores de Comisión (EC), Errores de Omisión (EO) y Errores Totales (ET) 

3.2. RELACIÓN ENTRE INDICES DE COBERTURA Y 

VARIABLES DE AH. 

A los ICM derivados del UAV a 20 metros de altura del día 8/12 se los comparó con 

los valores obtenidos mediante la aplicación Canopeo (CV-Canopeo) del día 7/12 y se 

observó una correlación de 0,96 (Pearson α=0,05).  

 

Figura 7: Comparación de las imágenes RGB utilizadas y de la clasificación realizada por Canopeo y 

por ICM, para una estación de muestreo (E117). En la misma se puede observar el pixelado de la imagen 

debido a la menor resolución espacial de la imagen obtenida por el UAV, y su resultado en la clasificación 

de la misma. 

Al realizar un análisis de la regresión lineal entre ICM y CV-Canopeo se observó un 

R2 = 0,92. ICM presentó valores mayores en estaciones con un mayor número de plantas, 

evidenciado en el desplazamiento de la curva de dicha regresión con respecto a una línea 
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de ajuste 1:1 (Figura 7). Es importante destacar que en este análisis solo se consideraron 

las estaciones con AH presente (32 de las 120), ya que no se tomaron registros con 

Canopeo en las parcelas que no había malezas.  

 

Figura 8. Gráfico de dispersión entre las variables ICM y CV-Canopeo en parcelas con AH presente. La 

línea punteada roja representa un ajuste lineal entre las dos variables (R2 = 0,92), la línea continua un ajuste 

1:1. 

Se halló una alta correlación entre el ICM y la materia seca aérea total (MSAT) de la 

maleza, al igual que entre CV-Canopeo y MSAT. Entre los índices de malezas y MSAT 

se observaron valores de correlación de 0,97 y 0,95 (Pearson, α=0,05), para CV-Canopeo 

e ICM respectivamente (figura 8). También se observó que al incrementarse los valores 

de MSAT, ICM obtuvo valores mayores que CV-Canopeo. Las regresiones lineales entre 

las variables presentaron un R2 de 0,94 para CV-Canopeo y 0,90 para el caso de ICM. 

Con respecto a la relación entre los índices de malezas y el número de plantas por 

estación, se hallaron valores de correlación Pearson de 0,86 y 0,93 para CV-Canopeo e 

ICM, respectivamente (figura 9). Al igual que con la MSAT, ICM registró valores 

mayores que CV-Canopeo, que se evidenciaron en una pendiente más pronunciada en la 

regresión lineal de las variables. Los valores de R2 obtenidos en la regresión lineal fueron 

0,87 para ICM y de 0,74 para CV-Canopeo. 
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Figura 9: Gráfico de dispersión entre los índices de cobertura  (ICM y CV-Canopeo) y la Materia seca aérea 

total (MSAT) de AH presente en las estaciones de muestreo. En lineas continuas se grafican las regresiones 

lineales entre CV-Canopeo - MSAT (verde) y ICM – MSAT (azul). 

 

 

Figura 10. Gráfico de dispersión entre los índices de cobertura (ICM y CV-Canopeo) y numero de plantas 

de AH presente en las estaciones de muestreo. En lineas continuas se grafican las regresiones lineales entre 

CV-Canopeo (verde) e ICM (azul) frente al número de plantas. 

En el caso de la altura de las plantas, el ajuste del modelo solo alcanzó valores de 

correlación de 0,72 y 0,57, para CV-Canopeo e ICM respectivamente, indicando una baja 
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relación entre los índices de malezas y la variable altura de las plantas (Figura 10). En 

este último caso a medida que incrementaban los valores de CV, incrementaba la 

dispersión en los registros de altura de la maleza. Los ajustes de las regresiones lineales 

fueron débiles, alcanzando valores de R2 de 0,52 y 0,32, para CV-Canopeo y ICM 

respectivamente. 

 

Figura 11. Gráfico de dispersión entre los índices de cobertura (ICM y CV-Canopeo) y la altura de AH 

presente en las estaciones de muestreo. En lineas continuas se grafican las regresiones lineales entre CV-

Canopeo (verde) e ICM (azul) frente a la altura de la maleza.  
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4. DISCUSIÓN 

4.1. DETECCIÓN DE VEGETACIÓN 

El método de clasificación directa, en la cual con la simple presencia de pixeles 

clasificados como vegetación se considera una detección positiva, posee un error medio 

total del 26%, que coincide con las observaciones realizadas por Baron et al. (2018), en 

metodologías de clasificación sin procedimientos de corrección. De este error, el 74,2% 

corresponden EC, en los cuales parcelas que no poseen vegetación son tomadas como que 

si la poseen y el resto de los errores (25,8%), corresponden EO, en los cuales no se 

clasificaron como infestadas parcelas que poseían AH.  

Sin embargo, al utilizar UMD los errores totales del método disminuyen. Si bien estos 

UMD disminuyen la sensibilidad incrementando los EO a bajos niveles de infestación, se 

observa una marcada reducción en los EC que da como resultado un menor error total, del 

orden del 14% con un UMD de 0,025 (Figura 6). Este procedimiento acerca la precisión 

de las observaciones a las obtenidas por Riomoros Callejo (2010), donde obtiene un 

porcentaje de error de 10,37% en la clasificación de verdes con el mismo índice de 

vegetación (CIVE) e igual método de agrupamiento (Fuzzy-Kmeans). Utilizando límites 

de clasificación, Baron et al. (2018) reportaron que los EC disminuyen a medida que se 

incrementa este UMD hasta alcanzar valores nulos, al mismo tiempo que los EO se 

incrementan hasta un punto en el que alcanzan un valor constante. El autor encuentra un 

punto en el cual los errores totales son mínimos con UMD de 0,25. Este comportamiento 

también se evidenció en el estudio con dos particularidades: El mínimo de errores 

(resultado de la sumatoria de los EO y EC) se registró con un UMD de 0,025, y los EO 

tuvieron un comportamiento lineal dentro de los rangos de UMD evaluados. Estas 

diferencias pueden ser atribuidas a las particularidades de los estudios, ya sea el tipo de 

sensores e índices, alturas de vuelo y/o método de agrupamiento utilizado. Sin embargo y 

a pesar de las diferencias entre los estudios, la utilización de umbrales es una alternativa 

a tener en cuenta para mejorar el desempeño de un método de clasificación. 

Cabe mencionar que en estudios para detectar malezas que incluían bandas en el 

espectro del infrarrojo cercano (NIR), mediante las cuales se puede componer el índice 

de vegetación de diferencia normalizada (más conocido por sus siglas en inglés NDVI), la 
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suma de errores totales ronda el 5% (Stroppiana et al., 2018), indicando una mejora 

sustancial en la precisión cuando se utiliza este tipo de imágenes, lo que alienta a 

incorporarlos en futuros trabajos. 

En base a los resultados obtenidos y coincidiendo con los estudios realizados por de 

Castro (2013), se observa que el método tiene mayor efectividad relevando superficies 

con una alta infestación de malezas, o bien agrupadas en rodales. A mayor presencia de 

vegetación incrementan los pixeles con cobertura vegetal facilitando su discriminación. 

Las plantas pequeñas con valores de ICM inferiores al UMD son omitidas en la 

clasificación, por lo cual es necesario realizar nuevos estudios que exploren los límites de 

la técnica y su comportamiento frente a otras condiciones. 

4.2. RELACION ENTRE INDICES DE COBERTURA Y 

VARIABLES DE AH. 

Siguiendo con el análisis, en la comparación realizada entre los métodos ICM y CV-

Canopeo se encontró una fuerte correlación (0,96, Pearson, α=0,05). Sin embargo, se 

observa que a medida que la cobertura vegetal aumenta, ICM adquiere valores mayores 

que CV-Canopeo (figura 7). Esta clasificación puede deberse a la disminución de la 

sensibilidad del método ICM, generada por la pérdida de resolución espacial producto de 

la mayor distancia entre el sensor y el blanco (Figura 11). Si bien este efecto fue registrado 

en los trabajos realizados por Peña et al. (2015) en imágenes obtenidas por drones que 

incluían bandas en el espectro visible e infrarrojo, no sería prudente sacar conclusiones 

sin antes realizar estudios utilizando distintas alturas de vuelo que permitan analizar con 

mayor nivel de detalle este fenómeno. Es conveniente mencionar que el UAV registra la 

imagen a mayor distancia, lo que le permite abarcar mayor superficie por imagen, 

disminuyendo la cantidad necesaria de tomas a realizar. Esta ventaja representa una 

mejora en el tiempo necesario para realizar el relevamiento de los lotes agrícolas y brinda 

la posibilidad de crear mosaicos de imágenes que permiten generar mapas de vegetación, 

algo que con Canopeo no se podría realizar. 

En cuanto a la cuantificación de MSAT, la fuerte correlación encontrada (0,97 para 

Canopeo y 0,95 para UAV_20) se condice con lo hallado en la bibliografía. Se pueden 

encontrar resultados similares en estudios realizados sobre cultivos y pasturas utilizando 

índices derivados de imágenes RGB (Ballesteros et al., 2018; Bonjorno et al., 2010; 
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Tiedemann, 2019), multiespectrales (Bendig et al., 2014; Hunt et al., 2005; Serrano et al., 

2000) o mediante la combinación de índices con modelos digitales de terreno (Bendig et 

al., 2014; Näsi et al., 2018; Tilly et al., 2015). La cuantificación de la biomasa de las 

malezas junto con su ubicación espacial dentro del lote son pilares en el manejo de 

malezas por sitio específico, ya que permiten realizar mejores controles de las mismas, 

con ahorros significativos de herbicidas (Andújar et al., 2013; Gerhards & Christensen, 

2003). 

Con respecto a la altura de AH, las correlaciones halladas (Canopeo: 0,72 y UAV_20: 

0,57) fueron menores a las encontradas por otros autores, que llegaron a registrar valores 

de 0,92 utilizando modelos de superficie de cultivos en cebada (Bendig et al., 2014). Si 

bien estas diferencias pueden explicarse con la gran variabilidad que presenta la maleza 

en cuanto a la altura (figura 5), es natural la diferencia con un modelo que releva 

directamente la altura. A su vez, cuando se analizan cultivos, es de esperarse una mayor 

homogeneidad de crecimiento que resulta en un área foliar por planta más homogénea, lo 

que explicaría el mejor ajuste. 

Para el caso del número de plantas de AH, se registraron fuertes correlaciones con los 

CV (ICM: 0,93 y CV-Canopeo: 0,86). Este comportamiento ya fue evidenciado por 

Kogan et al., (2013) que, utilizando imágenes satelitales, encontraron correlaciones 

positivas mayores a 0,75 entre el número de plantas de trigo e índices NDVI. Por su parte, 

Jin et al. (2017) hallaron correlaciones superiores 0,80 entre su clasificación y el número 

de plantas de trigo, en este caso utilizando drones e índices de vegetación derivados de 

imágenes RGB. Sin embargo, es prudente realizar nuevos estudios en otros escenarios, 

sobre todo abarcando diferentes estadios de crecimiento de la maleza que nos permitan 

conocer con mayor detalle las potencialidades y limitantes del método. 
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5. CONCLUSIONES 

Los resultados obtenidos con los datos del presente estudio, permiten concluir que los 

UAVs equipados con cámaras digitales RGB  permiten en lotes con barbechos invernales, 

cuantificar y caracterizar el grado de infestación de la maleza Amaranthus hybridus L.  

La clasificación mediante el Índice de Cobertura de Malezas obtuvo precisiones del 

orden del 74%. También se observa que la utilización de un umbral mínimo de detección 

mejora la performance de la clasificación hasta un 86%, pero impide la detección de 

pequeñas plantas aisladas, características en infestaciones iniciales de Amaranthus 

hybridus L. Por lo tanto, la utilización de umbrales mínimos de detección sería 

recomendable en plantas de gran tamaño, o bien, que se presenten en rodales.  

En las condiciones del ensayo se observa que el índice de cobertura de malezas, 

derivado de las imágenes obtenidas por el UAV, posee una fuerte correlación con el 

obtenido a nivel de terreno (Canopeo).  

A su vez, el Índice de Cobertura de Malezas presenta una alta correlación con la 

biomasa aérea total y con el número de plantas de AH, lo que se traduce en una potencial 

herramienta de bajo costo para la cuantificación de malezas en lotes agrícolas en situación 

de barbecho con métodos no destructivos. Sin embargo, los resultados obtenidos al 

analizar la altura de la maleza no permiten sacar conclusiones acerca de la viabilidad de 

este método para caracterizar esa variable. 

Este trabajo evidencia que los índices de vegetación, derivados de imágenes RGB 

obtenidas por un UAV, permiten determinar la presencia de malezas; pero es necesario 

realizar nuevos estudios que permitan definir con mayor detalle la precisión de la técnica. 

Se debe evaluar el método utilizando diferentes alturas de vuelo e índices de vegetación, 

como así también analizar la posibilidad de incorporar nuevas especies de malezas. A los 

trabajos futuros se les suma la necesidad de automatizar los procesos de adquisición, 

procesamiento de datos y presentación de resultados, para que la herramienta sea accesible 

para el productor agropecuario y técnicos no especializados en el uso de SIG. 
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