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Resumen

En la provincia de Cérdoba, Argentina, los cultivos de soja y maiz son los mdas importantes,
abarcando el 93% de la superficie sembrada. El uso de sensores remotos permite el mapeo y
monitoreo de cultivos en grandes superficies. La capacidad de identificaciéon por especie y en
tiempo casi real es deseable. En la presente tesis se describe el uso practico de la teledeteccion
en el mapeo de cultivos, mediante el uso de sensores pasivos y activos. Los objetivos fueron:

e Evaluar y comparar el desempefio de algoritmos de clasificacion paramétricos y no
paramétricos, y el efecto de la naturaleza de las clases a ingresar en los modelos.

e Determinar la posibilidad de extrapolar firmas espectrales a otras campafas agricolas.

e Caracterizar cubiertas de residuos de cultivos agricolas! utilizando imdgenes SAR.

El estudio fue desarrollado en el area central de la Provincia de Cérdoba, Argentina. Se utilizaron
imagenes de los sensores Landsat 8, Landsat 7 y de la constelacion Cosmo Skymed. Los
algoritmos de clasificacidn empleados fueron: Maxima Verosimilitud, Support Vector Machine y
Random Forest. La precisién de las clasificaciones fue evaluada mediante la construccion de
matrices de confusion.

Los resultados de la clasificacion utilizando datos del mismo periodo de tiempo, revelan la
posibilidad de mapear la diversidad de coberturas agricolas presentes, con anterioridad al
momento de finalizacién de sus ciclos. Los mejores indices de precisidn se alcanzaron al utilizar
grupos de entrenamiento-validacién, cuyas clases representaban los diversos estadios
fenolégicos de cada cultivo. Se determina la conveniencia del algoritmo clasificador de Maxima
Verosimilitud, el cual alcanzé excelentes resultados, fue de ejecucién simple y de bajo costo
computacional. Respecto a la clasificacidn realizada con datos inter-anuales, el mapa resultante
evidencié un indice Kappa catalogado como “muy bueno”, y una precision global del 90%. Los
resultados confirman, una vez mas, la ventaja de considerar los estadios fenoldgicos de cada
cultivo en la determinacion de las clases a analizar. En especial considerar los correspondientes
a momentos de iniciacién de la etapa reproductiva, en los cuales es posible una mejor
discriminacién.

Respecto a la evaluacion de la aplicabilidad de datos de radar, las pruebas de reduccion del
“ruido” speckle, determinaron que el filtro Lee es el mds apropiado para el problema bajo
estudio. Los datos en polarizacién HH permitieron una mejor discriminacién de las clases de
cobertura rastrojo de soja y rastrojo de maiz. Cuando se analizaron las diferencias absolutas de
los valores de retrodispersion y el Nimero Equivalente de Looks de una imagen, se pudo
aseverar con un nivel de confianza del 95% que los dos tipos de coberturas eran diferentes. Para
lograr una mejor separacion de las diversas clases fue decisivo el contenido de humedad de los
residuos. Por ultimo, si se desea mapear cultivos de invierno que se encuentran en etapas finales
de sus ciclos, es mas adecuado trabajar con ambas polarizaciones (HH-VV).

Palabras Clave: Machine Learning, Maxima Verosimilitud, Landsat 8, Landsat 7, Cosmo Skymed,
Soja, Maiz, Clasificacion.

El término “cubierta de residuos de cultivos agricolas”, hace referencia al conjunto de restos de tallos y
hojas que quedan en el terreno tras cosechar un cultivo. Se lo conoce cominmente como “rastrojo”.
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Abstract

In the province of Cérdoba, Argentina, the most important crops are soybean and corn, which
covers 93% of the planted area. The use of remote sensors allows the mapping and monitoring
of crops in large areas. The ability to identify different species and in almost real time is
desirable. This thesis describes the practical use of remote sensing in crop mapping, using
passive and active sensors. The objectives were:

¢ Evaluate and compare the performance of parametric and non-parametric classification
algorithms, and the effect of the classes to use as input in the models.

¢ Determine the applicability of spectral signatures to other campaigns.
* Characterize crop residue covers? using SAR images.

The study was conducted in the central area of the Province of Cérdoba, Argentina. Landsat 8,
Landsat 7 and the Cosmo Skymed images were used. The classification algorithms used were:
Maximum Likelihood, Support Vector Machine and Random Forest. The accuracy of the
classifications was evaluated by confusion matrices.

The results of the classification using data from the same time period, reveal the possibility of
mapping the diversity of the present agricultural coverage, prior to the moment of completion
of their cycles. The best precision indexes were reached using training-validation groups, whose
classes represented the different phenological stages of each crop. The convenience of the
Maximum Likelihood classifier algorithm is determined, it achieved excellent results, had a
simple execution and low computational cost. Regarding classification algorithms using inter-
annual data, the resulting map showed a Kappa Index classified as "very good", and an overall
accuracy of 90%. The results confirm once again the advantage of considering the
phenomenological stages of each crop in the determination of the classes to be analyzed.
Specially to consider those corresponding to the beginning of the reproductive stage, in which a
better discrimination is possible.

With respect to the evaluation of the applicability of radar data, the speckle "noise" reduction
tests determined that the Lee filter is the most appropriate one for the problem under study.
The polarized HH data allowed a better discrimination of the soybean and corn stubble coverage
classes. When the absolute differences of the backscatter values and the Equivalent Number of
Looks of an image were analyzed, it could be determined with a confidence level of 95% that
the two types of coverage were different. To achieve a better separation of the various classes,
the moisture content of the waste was critical. Finally, in order to map winter crops, which are
in the final stages of their cycles, it is more appropriate to work with both polarizations (HH-VV).

Keywords: Machine Learning, Maximum Likelihood, Landsat 8, Landsat 7, Cosmo Skymed,
Soybean, Corn, Classification.

2 The term "crop residue cover" refers to stems and leaves remains in the field after harvesting a crop. It
is commonly known as "stubble".
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Capitulo 1

Introduccion

Los agro-ecosistemas cubren mas de la tercera parte de la superficie terrestre libre de hielo y
constituyen el tipo de uso de suelo dominante sobre la tierra (FAOSTAT 2011). La agricultura 'y
los recursos naturales, se encuentran ambos, bajo una fuerte presidn. Los principales factores
son el crecimiento demogréfico, el aumento del consumo de dietas intensivas en calorias —y
carne-, y un uso cada vez mayor de las tierras de cultivo para la produccién de bioenergia (Foley
et al. 2011; Pelletier & Tyedmers 2010; FAO 2010). Teniendo en cuenta que el tipo de
explotacién trae aparejada consecuencias directas sobre la sustentabilidad de los recursos
naturales (Di Pace 1992), uno de los retos mas importantes para los agronomos, agricultores y
otros participantes de la cadena productiva consiste en satisfacer la necesidad humana de
alimentos vy fibras, asi como la demanda acelerada de energia, de una manera ecolégicamente
sostenible (Miller 2008). Para monitorear el progreso de las adaptaciones necesarias a estos
desafios, evitando vacios de informacidn, se hace necesario poseer sistemas de monitoreo
agricola apropiados. Los tomadores de decisiones requieren informacién sobre el estado del
sector agricola y los hechos que condujeron a la situacion actual. La informacién, también es
fundamental para ejecutar evaluaciones en relacidn al impacto real de politicas e inversiones.
Tener a disposicidon datos confiables también facilita la reduccion del riesgo y podria dar lugar a
analisis estadisticos optimizados en un rango de escalas, lo que permitiria un oportuno y preciso
reporte estadistico (Atzberger et al. 2015).

En el contexto de la produccidn agricola una actividad de manejo clave efectuada por los
agricultores es el desarrollo de planes de rotaciones de cultivos, basados en oportunidades
econdmicas y adaptados, idealmente, a las condiciones especificas de cada tipo de ambiente
(Sahajpal et al. 2014). La rotacidn de cultivos es definida como la practica de siembra de una
secuencia de especies de plantas en la misma tierra (Wibberley 1996; Bullock 1992). Estas
secuencias generan ciclos de periodo de tiempo determinado -por ejemplo, cada dos, tres, o
cuatro afios- (Leteinturier et al. 2006). Si bien la rotacion de cultivos se realiza desde hace miles
de afios (MacRae & Mehuys 1985), los patrones actuales son mucho mas simples y se aplican a
una menor diversidad de cultivos (Plourde et al. 2013). En comparacidon con un sistema de
monocultivo suplementado con niveles o6ptimos de nutrientes, la rotacién permite
generalmente lograr mayores rendimientos (Porter et al. 1997), principalmente atribuidos a la
mejora en las propiedades fisicas del suelo y su fertilidad (Pierce & Rice 1988), asi como al
control optimizado de plagas, enfermedades y malezas (Tilman et al. 2002). Cuando la rotacidn
de cultivos se practica en forma conjunta con un régimen de baja intensidad de labranza, se
acumula sobre el suelo un abundante rastrojo en descomposicién, el cual puede constituir una
importante fuente de nutrientes para los cultivos sucesivos (Alvarez et al. 2014). Por otro lado,
también puede aumentar la disponibilidad de agua como consecuencia de la estabilizacion de
las propiedades hidraulicas y la disminucidn de las tasas de evaporacion en suelos (Salado-
Navarro et al. 2012; Lozano et al. 2014). A nivel local, en la provincia de Cérdoba, Argentina, los
cultivos de soja y maiz son los mas importantes, abarcando el 93% de la superficie sembrada
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(Ministerio de Agroindustria de la Nacién n.d.). En este escenario se ha demostrado que la
implementacién de la rotacion como practica de manejo contribuye a aumentar los rindes en la
region central de la provincia de Cérdoba (Basanta & Alvarez 2015). En contraposicion, la
practica del monocultivo con labranza estd asociada a un mayor grado de erosién de los suelos
(Sanzano et al. 2008). Estos estudios dan cuenta del renovado interés en la rotacion de cultivos
y la siembra directa en los ultimos tiempos.

Histéricamente, la informaciéon relativa a la superficie ocupada por cultivos anuales se ha
reunido en base a encuestas en terreno; sin embargo, la realizacién de estudios de este tipo
sobre patrones de rotacidon a gran escala seria muy costoso y los mismos no pueden
proporcionar informacién sobre la distribucién de diferentes tipos de cultivos a resoluciones
espaciales finas. Por estos motivos la literatura sobre este tipo de andlisis a escala regional o
nacional es practicamente inexistente (Plourde et al. 2013). En este contexto la teledeteccion
por satélite ha progresado enormemente desde que Landsat 1 fue puesto en drbita en 1972.
Mas aun, por mucho tiempo, el desarrollo de las tecnologias de teledeteccidon basadas en
satélites estuvo conducido por las necesidades de informacién agricola (Becker-reshef et al.
2010). La importancia de la teledeteccidn en el estudio de las actividades agricolas, se explica en
que estas se enfrentan a desafios especificos que no son comunes a otros sectores econdémicos,
como su dependencia del entorno fisico (clima y suelo), de los ciclos estacionales (primavera,
verano, otofo e invierno), la presencia de bio factores adversos (plagas, malezas, enfermedades)
y la naturaleza perecedera de algunos productos (Atzberger et al. 2015). A pesar de que muchos
objetos naturales tienen caracteristicas comunes en sus curvas de reflectancia espectral, lo cual
dificulta su identificacidn y separacidn, las diferencias sutiles y su varianza en el tiempo permiten
su clasificacidon (Bowker et al. 1985). En los ultimos afios, ha sido posible realizar estudios multi-
temporales de grandes superficies a partir del uso de imagenes satelitales (Nolasco et al. 2016).
Esto, integrado a sistemas de informacién geografica y la aplicacién de agricultura de precision,
lleva a la mejora de los rendimientos agricolas y conjuntamente minimiza el deterioro de los
recursos naturales (Altieri & Nicholls 2013). Actualmente la teledeteccién esta permitiendo la
adquisicion de informacion oportuna, completa, objetiva, transparente, precisa y no sesgada.
Esta informacién puede finalmente evitar la especulacién excesiva del mercado y la consiguiente
alza de precios (Naylor 2011). Esto demuestra que la teledeteccidn tiene mas que ofrecer que
sélo ser un componente ecoldgico y econdmico en los sistemas de monitoreo (Atzberger et al.
2015).

Si bien existe un gran nimero de aportes sobre el mapeo de tierras de cultivo en base a multiples
estrategias de clasificacion de cobertura terrestre (Waldner et al. 2015), la mayoria se vale de
métodos supervisados que dependen, en gran medida, de datos in situ o de la interpretacion
humana de firmas espectrales, haciendo el proceso de clasificacidon intensivo en el uso de
recursos, y dificil de repetir en el tiempo y espacio (Zhong et al. 2014; Bocco et al. 2007; Nolasco
et al. 2016). Estos métodos supervisados generalmente superan en precision a los no
supervisados (Bocco et al. 2012). Especificamente los algoritmos de clasificacion derivados del
aprendizaje automatico al ser independientes de los supuestos de distribucién de datos, pueden
mejorar la precision y efectividad del proceso de clasificaciéon (Tatsumi et al. 2015; Bocco et al.
2007; Cutler et al. 2007). Sin embargo su dependencia de datos de entrenamiento
pertenecientes a la misma estacién y la disponibilidad de imagenes libres de nubosidad
constituye un inconveniente a la hora de realizar monitoreos operativos. Por este motivo resulta
imprescindible analizar constantemente la disponibilidad de metodologias alternativas (Zhong
et al. 2014). En este sentido, la extrapolacidén temporal de patrones de indice verde esta siendo
indagada para el mapeo de commodities agricolas (Zhong et al. 2016). Por otra parte el uso de
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imagenes de radar de apertura sintética (Synthetic Aperture Radar) es util para el mapeo y
monitoreo de residuos en el periodo de barbecho?, debido en gran medida a la alta sensibilidad
de las microondas a las condiciones del suelo (Zheng et al. 2015). La sefial recibida por el radar
es principalmente afectada por las caracteristicas estructurales y las propiedades dieléctricas de
los objetos de la superficie, permitiendo identificar rasgos complementarios a los detectables
por medio de sensores Opticos. Debido a que los residuos son considerados vegetacion
“muerta”, su efecto sobre la retrodispersion es considerado insignificante. Sin embargo, cuando
dicho residuo posee mayor contenido de agua pueden detectarse y cuantificarse alteraciones
en esta retrodispersidon de las ondas emitidas por el instrumento (McNairn et al. 2001). En
especial, la banda X puede ser util para el mapeo diferencial de residuos de cultivos,
particularmente en el caso de aquellos que se presentan como particulas de menor tamano
(Narayanan et al. 1992).

Hipotesis

En el area central de la provincia de Cérdoba el uso de metodologias y protocolos de clasificacion
gue integran imdagenes de diversos sensores satelitales y algoritmos derivados del aprendizaje
automatico, permiten determinar el tipo de cultivo de forma eficaz y precisa.

Objetivo general

Evaluar metodologias y protocolos de clasificacidn de tipos de cobertura de uso agricola, a
partir de sensores satelitales pasivos y activos, que permitan detectar y cuantificar cambios
espacio-temporales en el uso del suelo agricola en la region central de la Provincia de Cérdoba,
Argentina.

Objetivos especificos

1. Comparar metodologias de clasificacion de cubiertas agricolas mediante el uso de
imagenes de sensores remotos, utilizando datos de campo contemporaneos a la fecha
de adquisicion.

2. Analizar la factibilidad de metodologias de clasificacion de cubiertas agricolas
mediante el uso de imdagenes de sensores remotos, empleando datos de
entrenamiento (de terreno y satelitales) no contemporaneos.

3. Caracterizar cubiertas de residuos de cultivos agricolas utilizando imagenes SAR, y
validar su aplicacién en el area agricola central de la provincia de Cérdoba (Argentina).

4. Proponer, a partir de la integracidn de informacion obtenida de los sensores épticos y
radar, futuras tareas a fin especificar protocolos que permitan generar mapas
regionales de evolucion del estado de cobertura del suelo de uso agricola.

Argumentacion y estructura de la presente Tesis

Las actividades llevadas a cabo en el presente trabajo de tesis se enmarcan en el proyecto de
investigacion “Desarrollo, Evaluacion y Aplicacion de modelos para estimar variables agronémicas”
SeCyT-UNC 2014-2015. Para este proyecto se planificaron y realizaron salidas de muestreo a
campo cada 15 dias por un lapso de un afio calendario, a partir de setiembre de 2013. Estas
salidas coincidian en mayor o menor medida con las fechas de adquisiciéon de un sensor SAR. En
el mencionado proyecto se realizé un estudio sobre identificacion de cultivos de verano a través
del uso de imagenes satelitales dpticas y de radar (Violini 2016). Es por ello que se considerd
conveniente hacer uso de los datos de campo e imagenes SAR precedentes a la campafia agricola
estival, para el analisis de residuos de cultivo post cosecha. Sin embargo, solo se disponia del

3 Técnica por la cual la tierra se deja sin sembrar o cultivar durante uno o varios ciclos vegetativos.
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registro de 17 lotes agricolas, los cuales mayoritariamente habian sido cultivados con soja. Por
consiguiente, se hizo necesario generar datos de referencia a campo para la campafa agricola
2012-2013, para asi poder realizar un adecuado andlisis de las imagenes SAR. Para ello se
utilizaron datos de referencia a campo e imdagenes satelitales de la campafia agricola 2015-2016,
cuyos datos espectrales fueron extrapolados a los de la campaia de interés (2012-2013). Debido
a la presencia de nubosidad intensa en algunas fechas del estudio, y el dafio presente en el
sensor Landsat 7 (scan line corrector failure) (Hossain et al. 2015), se utilizaron en conjunto
imagenes procedentes del sensor Landsat 7 y Landsat 8.

Realizados estos comentarios preliminares, a continuacidn, se procede con la descripcién de la
estructura del presente trabajo de tesis. El mismo ha sido organizado en funcién de los objetivos
especificos propuestos.

En el capitulo 2 se realiza una descripcién socio-ambiental del area de estudio, se presentaran
los conceptos agrondmicos relativos a los cultivos bajo analisis, se expone una introduccién al
sensoramiento remoto y una descripcién de los datos satelitales utilizados. En el capitulo 3 se
describen las caracteristicas de los algoritmos de clasificacion (convencionales y derivados del
aprendizaje automatico), y de segmentacidon, mencionando antecedentes de su utilizacién en el
mapeo de areas agricolas. En el capitulo 4 se presentan los resultados de la evaluacién de
distintas estrategias de clasificacién por uso-cobertura del suelo haciendo uso de imagenes
Landsat 8 y datos de la campafia agricola 2015-2016. En el capitulo 5 se presentan los resultados
de las clasificaciones de datos satelitales correspondientes a la campafia agricola 2012-2013, en
base a datos espectrales y de referencia a campo de la campafia 2015-16. En el capitulo 6 se
realiza un primer anadlisis de la utilizacién de imagenes de radar en banda X para el estudio de
residuos de cultivos post cosecha. Finalmente, en el capitulo 7, se establecen las conclusiones y
consideraciones finales del presente trabajo tesis. Adicionalmente se sefialan futuras lineas de
trabajo para la generacién de mapas regionales de evolucién del estado de cobertura del suelo
de uso agricola.
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Capitulo 2

Marco teodrico

Area de estudio

Para poder comprender la diversidad de sistemas productivos sobre los que descansa la
produccién agropecuaria en el area de estudio, se recurrid a un estudio/caracterizacion
desarrollado por el Instituto Nacional de Tecnologia Agropecuaria. Este reconoce a las
condiciones naturales, sociales, econdmico productivas e institucionales como primeras
determinantes de la diversidad, sostenibilidad y competitividad de los sistemas de produccion.
En funcién del grado de abstraccidén u homogeneidad que presentan esas condiciones se
distinguen cinco Macro o Ecorregiones, quince Regiones (coincidentes con las areas de
influencia de cada uno de los Centros Regionales del INTA) y dieciséis Zonas Agroecondmicas
Homogéneas -ZAH- (Daza 2009).

El area de estudio se encuentra dentro de la Zona Agroecondmica Homogénea X-B Oncativo, la
misma se ubica en la regidn central de la provincia de Cérdoba (Figura 1), comprende la totalidad
de los departamentos Rio Segundo y Tercero Arriba.

-65 -63

-30 - -30

-32 - -32

-34 -34

:
500 100 150 200 km

-65 -63
Figura 1. Mapa de ZAHs de la provincia de Cordoba (X-B Oncativo resaltada) con coordenadas geogrdficas préximas.
Ambiente

El area natural corresponde a la region fitogeografica del Espinal. El relieve corresponde a la
Pampa loéssica. Esta va desde los 600 hasta los 200 m.s.n.m., con pendientes entre 2 y 3 por

mil. Constituye un plano basculado hacia el Este, cubierto por una potente acumulacion de
sedimentos edlicos franco limosos (Jarsun et al. 2003). Esta surcada por cursos que nacen en las
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sierras donde exhiben importantes procesos de erosion vertical y lateral, para dar luego lugar a
procesos de sedimentacidn en dreas de derrame que suceden hacia el este (Daza 2009). En la
region central de la provincia de Cérdoba, en general con relieve de baja pendiente y extenso,
existen intercalaciones de sectores suavemente deprimidos, vias de escurrimiento dispuestas
espacialmente en varias direcciones dominantes, a las que se suman “pozos” de infiltracién o
charcas permanentes o semipermanentes, ubicadas en la interseccién de estas vias. Como
resultado, se genera una red de drenaje del tipo radial, centripeta circular, de tipo “arana”
facilmente identificable en fotografias aéreas e imagenes satelitales (Jarsun et al. 2003).

Vegetacion natural

En la zona del Espinal la vegetacién nativa corresponde a pastizales con arboles aislados y
algunos segmentos leflosos mas o menos densos. Muy modificada por las actividades
agropecuarias como la tambera y con una importante proporcion de cultivos agricolas
extensivos. Analizado desde el punto de vista de las especies arbdreas, el Espinal esta
caracterizado por el género Prosopis (algarrobos, fiandubay, caldén), aunque incluye
asociaciones de especies muy diferentes entre si. Si bien la vegetacion dominante es el bosque,
existen paisajes variados, tales como las abras graminosas, cafiadas o esteros. La vegetacién
dominante es el bosque xerdfilo, alternando con estepas de gramineas duras (Cabrera 1976).
Especificamente en las regiones boscosas se observa un acentuado proceso de desmonte o
simplemente de degradacion; este ultimo expresado en la arbustizacién de los montes o en la
erosion del suelo que lo sustenta, fendmeno producido generalmente por el sobrepastoreo de
estos ambientes. Debe considerarse, ante la gravedad de estos procesos, que al evaluar el
potencial de los bosques estos no sélo poseen riqueza maderable sino que tienen multiples
funciones ignoradas, entre las que se puede mencionar la diversidad bioldgica presente en estos
ecosistemas, la regulacidn de la escorrentia superficial y la inmovilizacién de sustrato en areas
morfogenéticamente inestables (Daza 2009).

Suelos

Se trata de suelos ricos en limos y carbonato de calcio, profundos, bien drenados, fértiles y
productivos, aunque poseen cierta fragilidad e inestabilidad estructural, que se manifiesta por
una tendencia al encostramiento y al “planchado”. Los procesos erosivos (hidricos) son intensos
y bastante generalizados sobre todo en el Oeste, donde suelen ocurrir "mallines" vinculados, en
muchos casos, a lineas estructurales. Hay Hapustoles (65% entre tipicos y énticos) caracterizados
por la ausencia o el desarrollo incipiente de horizontes, a excepcion del epipeddn oscuro y
moderadamente rico en materia organica. Hay una proporcion menor de Argiustoles (3%) y
Natracualfes (3%) en los campos mds planos y bajos (Gorgas n.d.).

Aptitud de uso
El 84% de las tierras son agricolas, la mayoria (72%) de Clase lll. Las tierras de aptitud ganadera
representan el 16% (Tabla 1).

Tabla 1. Superficie (en %) de suelos de la ZAH X-B Oncativo segun capacidad de uso. Extraido de Daza (2009).

Clase Il IV Vi Vil
Proporcidn 72 12 9 7

Clima
El clima se caracteriza por una temperatura media anual de 16°C, una amplitud térmica de 14°C
y un periodo libre de heladas de 265 dias. La pluviometria regional posee una distribucion con
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un rango de 800 mm al oeste y 850 mm al este, con una distribucién estacional de tipo
monzédnico. El periodo lluvioso se extiende de octubre a marzo (580 mm), el cual representa el
80% de las precipitaciones anuales. El déficit hidrico presenta una variaciéon de 180 mm al Este
y 220 mm al Oeste.

Estructura agraria

Explotaciones Agropecuarias y superficie por estrato de tamafio

El Censo Nacional Agropecuario 2008 (INDEC n.d.) registrd en la ZAH X-B Oncativo la existencia
de 2.883 explotaciones agropecuarias, que ocupaban una superficie de 939508ha y explotaban
una superficie media de 368 ha. El 20% correspondia a establecimientos de menos de 100 ha,
sumando el 3% de la superficie total. El 51% de las explotaciones se encontraban en el estratos
de 101 a 400 ha y la superficie media de estos establecimientos era de 228 ha.

Formas de tenencia de la tierra

El 48,7% de la superficie total censada de la ZAH X-B Oncativo era explotada bajo el régimen de
propiedad, el 44,5% bajo el sistema de arrendamiento y aparceria, el 3,4% bajo contratos
accidentales, y el restante 3,4% bajo otras formas.

Principales producciones agropecuarias

Las actividades agropecuarias predominantes de la ZAH X-B Oncativo son las agricolas. Siendo la
segunda region productora de soja y trigo de la provincia. También es importante la produccién
de maiz, sorgo y mani. Entre las actividades ganaderas bovinas predomina el tambo, la criay el
ciclo completo. La actividad porcina también ocupa un lugar relevante, debido a que la zona
cuenta con el cuarto stock provincial (Daza 2009). Para la campafia 2014-2015 se registraron
588.545 ha sembradas con soja (Glycine max (L) Merrill) y 173.881 ha con maiz (Zea mays L.),
abarcando el 93% del area sembrada en la ZAH X-B Oncativo (Ministerio de Agroindustria de la
Naciéon n.d.). Es necesario e importante mencionar que segun datos del Ministerio de
Agroindustria de la Nacidn, referidos al periodo 1976 a 2014 para la ZAH en estudio, la superficie
agricola se incrementé en un 99.5%, mientras que la superficie destinada al cultivo de soja, paso
de ser practicamente inexistente a ocupar el 73% del total en los ultimos afios. Este fuerte
proceso de agriculturizacion sumado a la ausencia de un plan ordenado de rotaciones en los
cultivos, trajo como consecuencia la erosién y degradacidn de los suelos, dandose con mayor
intensidad en aquellas tierras con agricultura continua (Rubiolo et al. 2006). En Argentina esta
situacién no es nueva. La expansion de la frontera agricola siempre tuvo a un cultivo de alta
rentabilidad como el motor del proceso.

En el drea de estudio las estrategias de rotacidn y manejo de la fertilizacién, en conjuncién con
la siembra directa, permitieron aumentar la eficiencia en el uso del agua e incrementar el
carbono organico del suelo. De esta manera, hoy es posible encontrar modelos agricolas con
altos niveles de intensificacion (Campos 2008) que han pasado de esquemas que incluian un
cultivo por afo (soja — soja, soja — maiz) a sistemas que involucran tres o cuatro en dos afios
sucesivos:

I.  Trigo/ soja— maiz—soja
Il.  Trigo/ soja— maiz
lIl.  Trigo/ soja— trigo / maiz

Se observan también, en menor medida, productores que incorporan los cultivos estivales de
sorgo y mani. Para el area de estudio la disponibilidad de informacidn referente a la secuencia
de cultivos en las rotaciones agricolas es aun limitada.
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Fenologia de los cultivos de soja y maiz

El desarrollo de un cultivo consiste en una sucesidn obligatoria de etapas o fases dadas en un
orden riguroso e irreversible. Se corresponde con la iniciacién de nuevos drganos, siendo un
fendmeno puramente cualitativo. Llamamos ciclo de desarrollo, al conjunto de fases que van
desde la germinacién de la semilla hasta la floracién y formacion del fruto. Este ciclo comprende
dos etapas bien definidas: desarrollo vegetativo y desarrollo reproductivo (Fassio et al. 1998).

Estadios de desarrollo del cultivo de Maiz

El sistema para clasificacién de etapas o estadios desarrollado por Richie et al. (1982) que se
presenta a continuacidn divide al desarrollo de la planta en vegetativo y reproductivo. Las
subdivisiones del estadio vegetativo y reproductivo estan ejemplificadas en las Tablas 2 y 3
respectivamente.
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Tabla 2. Estadios vegetativos del cultivo de maiz.

Descripcion Descripcion grafica

VE

Emergencia

Elongacién rapida del mesocotilo, el cual empuja el
coleoptilo que esta creciendo hasta la superficie del
suelo

http://www.clemson.edu/extension/rowcrops/corn/gui
de/growth_stages.html

Vi

Primera hoja

Primera hoja completamente expandida con el collar de
la hoja visible.

http://www.clemson.edu/extension/rowcrops/corn/gui
de/growth_stages.html

V2

Segunda hoja

Segunda hoja completamente expandida con el collar
de la hoja visible.

http://www.uwex.edu/ces/ag/plantdoc/viewCase.cfm?
cid=829
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V3

Tercera hoja

Tercera hoja completamente expandida con el collar de
la hoja visible.

http://www.soilcropandmore.info/crops/Corn/How-
Corn-Grows/

V(n)

Enésima hoja

Enésima hoja completamente expandida con el collar
de la hoja visible (la figura corresponde a V4).

http://www.uwex.edu/ces/ag/plantdoc/viewCase.cfm?
cid=829

VT

Panojamiento

La planta de maiz alcanza su altura final y comienza la
liberacion del polen.

http://www.soilcropandmore.info/crops/Corn/How-
Corn-Grows/
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Tabla 3. Estadios reproductivos del cultivo del maiz.

Descripcion Descripcion grafica

R1

Emergencia de estigmas

Algunos estigmas son visibles fuera de las vainas
(chala).

Fotografia propia

R2

Ampolla

La mazorca alcanzd su tamafio completo. Las barbas,
habiendo completado su funcidn de floracidn, se
oscurecen y comienzan a secarse.

http://clipartdeck.com/img-cornstalk-clipart.php

R3

Grano lechoso

El grano es externamente de un color amarillo y el
fluido interno es blanco lechoso debido a la
acumulacién de almidon.

https://webapp.agron.ksu.edu/agr_social/eu_article.thr
ock?article_id=644
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R4

Grano pastoso

La continua acumulacién de almidén en el endosperma
provoca que el fluido interno se adquiera una
consistencia pastosa.

Fotografia propia

R5

Grano dentado

Los granos se secan comenzando por la parte superior
donde aparece una capa dura de almiddn de color
blanco.

Fotografia propia

R6

Madurez fisioldgica

Todos los granos en la espiga han alcanzado su maximo
peso seco o maxima acumulacién de materia seca.

Fotografia propia
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Estrategias de produccion determinantes del ciclo del cultivo de maiz

Con respecto al periodo del afio en el cual se desarrolla este cultivo, para la regién en estudio se
identifican 2 fechas de siembra alrededor de las cuales se siembra la mayoria de los lotes de
maiz (Figura 2). La eleccidn de estas estrategias se relaciona con que variaciones en la fecha de
siembra exponen al cultivo a diferentes condiciones de temperatura, radiacién y condiciones
hidricas, afectando su desarrollo y crecimiento. Las siembras tempranas optimizan la época de
ocurrencia de la floracion en el maiz, permitiendo que suceda en un ambiente con un balance
de radiacion y temperatura favorable, es decir, lento desarrollo en una época de alta radiacion
incidente. Es importante recordar que el maiz es un cultivo que resulta muy susceptible a la
deficiencia hidrica en un periodo que comprende 15-20 dias pre y post-floracién, y que de darse
condiciones adversas resultara en fuertes caidas del rendimiento (Tollenaar & Daynard 1978;
Andrade et al. 1999). En contraste las siembras tardias (segunda quincena de diciembre en la
region central de Cdrdoba), pueden provocar que el cultivo crezca bajo condiciones de
temperatura elevadas que acortan el ciclo del cultivo. Esta ultima situacidn determina un rdpido
crecimiento inicial que puede observarse en un cierre anticipado del entre surco, maximizando
la captura de luz desde estados tempranos del cultivo. Sin embargo la floracién se produce en
una época desfavorable, ya que la cantidad de radiacion incidente declina mas rapidamente que
la temperatura. En general las siembras tempranas resultan mas “reproductivas” mientras que
las tardias mas “vegetativas” (Rubiolo et al. 2006).

MAZ TEMPRANO

AGD | SET ocr|~ov| DIC |EN£|FEB|MAR ABR | MAY | am
L1 1 [ [ INEEEEEREE
MAZ TARDIO

AGD | SET | oct | Nov | Dic | ENE | FEB | MAR | ABR | maY
L1

AN
HEEEEEEEES — AEEN

Penodo de siembra

Penodo de cuitho
Penodo de cosecha

Figura 2. Periodos del cultivo de maiz para la region centro de Cordoba. Extraido de (Toledo 2014).

Estadios de desarrollo del cultivo de Soja

La escala creada por Fehr & Caviness (1977) es la mas utilizada para la descripcion de los estadios
fenolégicos externos del cultivo de soja, donde a su vez se emplean dos escalas, una para los
estados vegetativos y la otra para los reproductivos.

En las tablas 4 y 5 se muestran las diferentes etapas, especificando estadio, titulo del estadio, y
detalle del mismo.
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Tabla 4. Estadios vegetativos del cultivo de soja

Descripcion Descripcion grafica

VE

Emergencia

Cotiledones sobre la superficie del suelo.

http://ilsoyadvisor.com/diagnostics/2014/april/is-it-
time-to-consider-using-starters-in-soybeans-to-bump-
yield/

VC

Cotiledonar

Hojas unifoliadas desenrolladas lo suficientemente para
que los bordes de las mismas no se toquen.

http://www.clemson.edu/extension/rowcrops/soybean
s/guide/growth_stages.html

Vi

Primer nudo

Hojas totalmente desarrolladas en los nudos
unifoliados.

http://blogs.ext.vt.edu/ag-pest-
advisory/author/dholshou/
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V2

Segundo nudo

Primera hoja trifoliada totalmente desarrollada sobre el
nudo unifoliar.

http://www.soilcropandmore.info/crops/Soybeans/Soy
beanGrowthandMangement.htm

V3

Tercer nudo

Tres nudos sobre el tallo principal con las hojas
totalmente desarrolladas, contando el nudo de hojas
unifoliadas.

http://corn.agronomy.wisc.edu/Crops/Soybean/L004.as
px

V(n)

Enésimo nudo

n numero de nudos en el tallo principal con las hojas
totalmente desarrolladas empezando con el nudo
unifoliar (la figura corresponde a V5).

http://www.myagriguru.com/Bibliography.aspx
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Tabla 5. Estadios reproductivos del cultivo de soja.

Descripcion Descripcion grafica

R1

Inicio floracion

Una flor abierta en cualquier nudo del tallo principal.

(Fehr & Caviness 1977)

R2

Floracion completa

Una flor abierta en uno de los dos nudos superiores del
tallo principal, con hojas totalmente desarrolladas.

(Fehr & Caviness 1977)

Indeterminate

R3

Inicio formacion de vainas

Vaina de 5mm en uno de los cuatro nudos superiores
del tallo principal con las hojas totalmente
desarrolladas

http://cropwatch.unl.edu/deferring-first-soybean-
irrigation-until-stage-r3

R4

Vainas completamente desarrolladas

Vaina de 4cm en uno de los cuatro nudos superiores del
tallo principal con las hojas totalmente desarrolladas.

lowa State University.
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R5

Inicio de formacién de las semillas

Una semilla de 3mm en uno de los cuatro nudos
superiores del tallo principal con las hojas totalmente
desarrolladas.

http://agro.unc.edu.ar/~ceryol/documentos/soja/feno_
soja.pdf

R6

Semilla completamente desarrollada

Una semilla verde que rellena la cavidad de una vaina
en uno de los cuatro nudos superiores del tallo principal
con las hojas totalmente desarrolladas.

Fotografia propia

R7

Inicio de maduracion

Una vaina normal en cualquier nudo del tallo principal
ha alcanzado su color de madurez.

Fotografia propia

R8

Maduracion completa

El noventa y cinco por ciento de las vainas han
alcanzado el color de maduracidn

Fotografia propia
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Estrategias de produccion determinantes del ciclo del cultivo de soja

Para una adecuada eleccién y manejo de cultivares de soja se considera fundamental contar con
una apropiada caracterizacidon del ambiente, porque el mismo condiciona el crecimiento y el
rendimiento y en consecuencia determina cudles son los grupos de madurez (GM) y el manejo
de los mismos, que permitiran alcanzar las mayores productividades. A medida que mejora la
calidad del ambiente el cultivo alcanza un mayor desarrollo vegetativo y es posible utilizar
cultivares de ciclo mas corto, para evitar el vuelco, y reducir la incidencia de problemas
sanitarios. Las caracteristicas ambientales se pueden dividir en abidticas (climaticas, edaficas) y
bidticas (enfermedades, plagas) (Baigorri n.d.).

Entre las caracteristicas mas relevantes propias del cultivo, a tener en cuenta en el Cono Sur, se
debe mencionar el GM. Debido a la respuesta fotoperiddica de la soja (planta de dia corto), los
cambios en latitud modifican la longitud del ciclo de cada cultivar, los que incrementan su ciclo
a medida que se los cultiva en latitudes mds altas. En nuestra regidén esto ocurre cuanto mas al
sur se los cultiva. Es decir que cada cultivar tiene una franja latitudinal en la que por su longitud
de ciclo se lo considera como de ciclo medio; al norte de la misma se comporta como ciclo corto
y al sur de esta como ciclo largo. Un error en la eleccion del GM produce pérdidas de
rendimiento. Cuando se siembran cultivares de ciclo mas corto que lo recomendado, los mismos
reducen su crecimiento y su rendimiento. Si se siembran cultivares de ciclo mas largo de lo
recomendado, se retrasa demasiado el inicio de la fructificacion, reduciendo la posibilidad de
expresion de su potencialidad productiva, se incrementan los costos de control de
enfermedades, plagas y malezas y aumenta el riesgo de ocurrencia de heladas que afecten el
llenado de granos.

Respecto al momento de siembra, la fecha de siembra éptima de un cultivar es aquella que:

e Asegura un buen crecimiento evitando el vuelco.

e Ubica el periodo critico del cultivo (llenado de granos) en un momento con menor
ocurrencia de estrés hidrico y mayor disponibilidad de radiacién solar y temperatura.

e Reduce laincidencia de enfermedades.

e Minimiza la probabilidad de ocurrencia de dafios por helada.

e Ubica la cosecha en un momento, que por la distribucién de las precipitaciones, tenga
una baja probabilidad de sufrir demoras y afectar la calidad de semilla.

Es por estos argumentos que en la zona de estudio no se encuentran establecidos momentos
principales para la siembra del cultivo de soja. Mds bien pueden encontrarse lotes con este
cultivo, en un continuo de fechas de siembra. Siendo posible observar a campo, lotes en
diversidad de estadios fenoldgicos, y mas aun con distinta duracién de su ciclo.
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Sensoramiento remoto

Es posible encontrar muchas definiciones de sensoramiento remoto, también nombrado como
teledeteccion; dentro de éstas se define a la teledeteccidn como la medicién, o adquisicién de
informacidn, de alguna propiedad de un objeto o fendmeno, por medio de un dispositivo de
grabacidn que no esta en contacto fisico o intimo con el objeto o fenémeno en estudio (Colwell
et al. 1983). Los sensores remotos, generalmente a bordo de aviones o satélites que orbitan la
Tierra, miden la energia o radiacién electromagnética (REM) que es reflejada o emitida por los
objetos (Chuvieco 2010). En especial el sensoramiento remoto satelital ha progresado
tremendamente desde que Landsat 1 fue lanzado el 23 de Junio de 1972. A partir de entonces
las mediciones por medio de la teledeteccién, han resultado en observaciones indispensables y
vitales, para entender nuestro planeta a través del tiempo (Panda et al. 2015). La teledeteccion
en comparacién con otros métodos de recopilacién de datos, es mucho mds ventajosa ya que
proporciona una vision general de los fendmenos de la Tierra, que permiten a los usuarios
discernir patrones y relaciones que no son evidentes desde el suelo (Aronoff 2004). El
sensoramiento remoto tradicional involucra dos procesos basicos: la adquisiciéon de datos y su
analisis. En la Figura 3 se ilustran estos procesos y su uso final en aplicaciones.

; P— Sistemas de sensado Fuente de energia
Usuarios y aplicacion i
« Agricultura =
-+ Silvicultura SOL
« Hidrologia

. Emision de radiacion
‘Iemento de imagen electromagnética =3\
en forma digital (REM) \

E|
x Imagen reconstruida
T

Fotogrametria ‘
S O Pined
:' BN
-~ g TN \-:hr\’"

—E o N -
Procesamiento de la imagen S
Datos de imagen

+ Geologia i /
+ Oceanografia * 1
» Meteorologia - 5 4
+ Medio ambiente . {*% Escaner fotomecanico
AV B N P \
'yl ¥ Y R 08 \  Reflexion
- <@ “ \ de REM
Direccién de vuelo
== v 3
Estacion receptora K \ AN, N
X \

Interpretacion y analisis
de los datos

Figura 3. Recoleccion de los datos, procesamiento, andlisis y uso final. Extraido de Panda et al. (2015).

Segun Lillesand et al. (2004), existen elementos especificos involucrados en cada etapa del
sensoramiento remoto, estos se resumen en la Tabla 6.
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Tabla 6. Elementos y factores involucrados en la teledeteccion. Fuente Lillesand et al. (2004).

Adquisicion de datos

Factores que afectan la
recoleccion

Procesamiento y analisis

Fuente de energia
Propagacion de la
energia por la atmésfera
Interaccidn con la
superficie terrestre
Transmision de la
energia por la atmésfera
Sensor en plataforma
Datos y su formato
resultante

Posicién solar
Condiciones
atmosféricas

Tiempo y meteorologia
Estacidn del afio
Condicion de la
superficie
Caracteristicas del
sensor

Posicién del sensor

1.

Interpretacion por medio
de hardware y software
Analisis con otros datos
geoespaciales

Aplicacidn de los datos —
apoyo a latoma de
decisiones

La fuente habitual de datos en teledeteccidn pasiva, es la medicién de la radiacion
electromagnética reflejada o transmitida (REM) desde el sol a lo largo del espectro
electromagnético (EEM) (Panda et al. 2015). En general, |la teledeteccion pasiva consiste en la
medicion de la energia solar reflejada (o radiacion emitida) por la superficie de la Tierra
mediante sensores montados en plataformas aeronauticas o espaciales, mientras que la
teledeteccion activa implica energia sintética (no solar) emitida de forma activa al medio
ambiente desde un satélite, una aeronave, o cualquier otra plataforma, para después registrar
y almacenar las sefiales de retorno medidas (Schott 2007; Schowengerdt 2007). Una descripcion
grafica de sistemas de teledeteccidn activa y pasiva, se realiza en la Figura 4.

Radiacién
Solar

.. . '
Teledeteccion pasiva '

Satelite —l

& )

Reflectancia /
Emisién

'
i Sefial
! transmitida

i Teledeteccion activa i

Figura 4. Sistemas de teledeteccion activa, y pasiva con diferentes plataformas. Extraido de Panda et al. (2015).

Principios del espectro electromagnético en teledeteccion

La luz o el flujo radiante en forma de energia electromagnética, que incluye luz visible, infrarrojo,
ondas de radio, térmicas, rayos ultravioletas, y rayos x, es la forma primaria de energia utilizada
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en teledeteccion (Lillesand et al. 2004). De acuerdo con Murai (1993), la REM consta de cuatro
caracteristicas, tales como (1) la frecuencia/longitud de onda, (2) direccién de transmision, (3)
la amplitud, y (4) la polarizacién. Estas cuatro caracteristicas son importantes para la
teledeteccion ya que cada una corresponde a diversas propiedades. La longitud de
onda/frecuencia se corresponde con el color de un objeto en la regidn visible, que esta
representado por una curva de caracteristica Unica. La direccién de transmisidn y la amplitud,
correspondiente a la direccidn de propagacion y a la magnitud de las ondas, es influenciada por
la ubicacidn y la forma espacial de los objetos. Finalmente, el plano de polarizacidn, es decir, la
orientacién del campo eléctrico de la energia radiante, es influenciado por la forma geométrica
de los objetos bajo investigacion. Por consiguiente en base a las caracteristicas espectrales de
los objetos, la REM proporciona informacion detallada sobre los mismos. El EEM es dividido en
varias regiones de longitudes de onda (frecuencia), como el sector de los rayos gamma (107°—
107> um), de los rayos X (107°-=1072 um), las radiaciones UV (0.1-0.4 pm), la regién visible (0.4—
0.7 um), la del infrarrojo (0.7-10% um), las microondas (103-10° um), y la correspondiente a las
ondas de radio (>10° um) (Panda et al. 2015). La Figura 5 representa la longitud de onda de
diferentes bandas, asociadas a sus respectivas regiones espectrales, junto con la denominacién
de la banda -asociada a sistemas de teledeteccion- que adquiere los datos en ese intervalo.

1 EHF = Extremely high frequency (Frecuencia extremadamente alta ). ¢ 0.3x 104 104 3 4 5 6
N - ; x10* 10 10

SHF = Super high frequency (Frecuencia super alta)
UHF = Ultra high frequency (Frecuencia ultra alta)

VHF = Very high frequency (Frecuencia muy alta)

HF = High frequency (Frecuencia alta) N
MF = Medium frequency (Frecuencia mediana) .
+ LF = Long frequency (Frecuencia baja) i
+ VLF = Very long frequency (Frecuencia muy larga)
1 Para bandas pertenecientes a la region de las microondas ver Capitulo. 0 | -

Longitud de onda (um) -
) . - -
10 107° 107* 10°% 102 107 10° 10! 10* 10® 10* 10° 10° 1077 108 10° 10 10M
-

W |V |O|Ka]K] Xu [X |C S L P

EHF |SHF |UHF |VHF | HF |MF | LF | VLE

Rayos gamma I Rayos X ] Ultravioleta Infrarrojo Microondas Ondas de radio

Espectro visible

Ultravioleta Violeta Azul Verde Amarillo  Rojo Infrarrojo
rf_” l
400 480 540 580 700

Longitud de onda (nm)

Figura 5. Espectro electromagnético sobre el cual los sistemas de teledeteccion estdn basados (Panda et al. 2015).

A pesar de que muchos objetos naturales tienen caracteristicas comunes en sus curvas de
reflectancia espectral, lo cual dificulta su identificacién y separacion, las diferencias sutiles y su
varianza en el tiempo permiten su clasificacion (Bowker et al. 1985). La Figura 6 muestra una
tipica curva de reflectancia para la vegetacidn fotosintéticamente activa. Esta parte del espectro
electromagnético reflejado por la vegetacién puede ser dividido en 3 regiones de acuerdo al
factor mas importante en el comportamiento de la reflectividad. Por debajo de los 0,7 um, la
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absorcién es dominada por los pigmentos carotenoides (centrada a los 0,48 um) y la clorofila a
y b. Estas ultimas poseen una doble absorcidn caracteristica sobre la regién del azul y el rojo
(centradas a los 0,450 y 0,670 um respectivamente) (Chappelle et al. 1992). El pico verde
(centrado aproximadamente a los 0,56 um) es la region del espectro visible correspondiente a
la absorcion débil. El fuerte aumento alrededor de los 0,7 um (conocido como borde rojo) marca
el cambio desde la absorcion de la clorofila a la reflectancia celular. La reflectancia en el
infrarrojo cercano desde los 0,7 a los 1,3 um es dominada por la interfaz del espacio de aire de
la pared celular y, en menor medida, por las discontinuidades en el indice de refraccion de los
constituyentes celulares (Gausman 1974). Mas alld de los 1,3 um, la reflectancia es
primariamente controlada por el contenido de agua en las hojas. La mayor parte de las
mencionadas regiones, son abarcadas por las bandas de varios sensores. Con respecto a la
dindmica en el tiempo, durante el ciclo de crecimiento de la vegetacién, la reflectancia
disminuye en la longitud de onda visible y aumenta en las longitudes de onda del infrarrojo
cercano hasta que el maximo desarrollo de la canopia es alcanzado. Entonces, con el inicio de la
senescencia, la reflectancia en longitudes de onda del espectro visible aumenta, mientras la
reflectancia en el infrarrojo cercano decrece, aunque relativamente a menores valores. De esta
manera la reflectancia de la vegetacién usualmente progresa desde un fondo gobernado por el
suelo, a un pleno verdor, para luego retornar nuevamente al fondo. En este contexto el
comportamiento temporal puede ser utilizado para separar cultivos (Badhwar et al. 1982).

KP' t > > < >
d'g?;eﬁo?j Estructura de la célula Contenido de agua en la hoja

Interfaz de espacio de
p aire en la pared celular

Absorcién Absorcion

del agua de agua

-2 B Clorofila | <€— Borde rojo
Carotenoides
0 | | | |

A um

Figura 6. Curva de reflectancia tipica de la vegetacion, mostrando los factores dominantes que controlan la
reflectancia de la hoja. Adaptado de Vane et al. (1982).

Sensores utilizados en la presente tesis

La teledeteccion desde satélite cuenta con numerosas aplicaciones, gracias a las ventajas que
ofrece frente a otros medios de observacidén mds convencionales, como la fotografia aérea o los
trabajos de campo, aunque mas que sustituirlos los complementa. Entre las ventajas de esta
observacién espacial, podemos destacar las siguientes: cobertura global y exhaustiva de la
superficie terrestre, perspectiva panoramica, observacién multiescala y no destructiva,
informacidn sobre regiones del espectro no visible, entre otras (Chuvieco 2010). En contraste
con las plataformas aéreas, las plataformas satelitales son enormemente costosas y complejas.
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El desarrollo y despliegue de sensores al igual que la carga util de los satélites pueden tomar
entre 5-10 afios. Sin embargo, una vez que la plataforma satelital se encuentra en
funcionamiento, los datos de los sensores espaciales suelen ser muy consistentes y permiten a
los usuarios finales desarrollar aplicaciones robustas, tales como el analisis sobre el cambio de
cobertura terrestre, en particular para grandes extensiones de la superficie de la Tierra. Por lo
tanto, dependiendo de las resoluciones proporcionadas por los sensores a bordo, las
plataformas de satélite ofrecen una amplia gama de escalas de mapeo. En la presente tesis se
han utilizado dos tipos de sensores, que se clasifican en activos y pasivos, cuyas caracteristicas
se describen a continuacion.

En sistemas activos una de las principales ventajas es la energia activa utilizada (microondas), la
cual es independiente de la energia solar y es menos afectada por los componentes
atmosféricos. Esto ofrece enormes ventajas para la teledeteccidon sobre las regiones de
ambientes tropicales, donde las nubes y la lluvia son fendmenos meteorolégicos frecuentes, que
interfieren con los sistemas tradicionales épticos/pasivos. Por otra parte, los sensores activos
no requieren de energia solar y por lo tanto pueden operar durante la noche. Adema3s, estos
sistemas tienen mejor capacidad para detectar los atributos de la vegetacion y del suelo -
dependientes del contenido de humedad-, lo que otorga un inmenso valor en diversas
aplicaciones, incluyendo la hidrologia, geologia, glaciologia, la silvicultura y la agricultura. Las
desventajas incluyen inferiores caracteristicas espectrales, procesamiento de datos complejo,
volumen masivo de datos, y un mayor costo (Panda et al. 2015). En el presente estudio las
imagenes de radar de apertura sintética que se utilizaron, proceden de la constelacidn italiana
CosmoSky med (Covello et al. 2010).

Los sensores pasivos se limitan a recoger la energia electro-magnética procedente de las
cubiertas terrestres, ya sea ésta reflejada de los rayos solares, o emitida en virtud de su propia
temperatura (Chuvieco 2010). Al no poseer fuente de energia propia no pueden ser usados en
horas nocturnas, con excepcién de los sensores termales u dpticos de alta sensibilidad. Los
sensores pasivos pueden clasificarse de forma amplia, en aquellos que operan en la regidn del
visible - infrarrojo y los que operan en la region de las microondas. A su vez en funcion del
procedimiento que emplean para recibir la radiacidon procedente de los objetos pueden ser
divididos en; sensores fotograficos, dptico electrdnicos, y antenas. Dentro del grupo de sensores
pasivos, en la presente tesis se emplearon imagenes provenientes de los satélites Landsat 7 y 8
(United States Geological Survey n.d.).

Caracteristicas de las imagenes

Una imagen digital es una matriz, definida por filas y columnas, constituida por pixeles, o
elementos de laimagen tal como se muestra en la Figura 7. Cada pixel registra un valor numérico
representativo del nivel de brillo o de la intensidad de la energia reflejada. Las imagenes
producidas por diferentes sensores sobre sistemas satelitales presentan caracteristicas Unicas,
relacionadas a las resoluciones: espacial, espectral, radiométrica y temporal.
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Figura 7. Configuracion de una matriz mostrando el pixel (elemento de la imagen). Extraido de Panda et al. (2015).

La resolucion espacial implica la unidad de superficie para la que el sensor registra la energia
reflejada, proporcionando un Unico nimero digital (DN) o valor de brillo (véase la figura 7). Por
ejemplo, un sensor del satélite Landsat 7, detecta un espacio de tierra que es de 30 x 30m
(bandas visibles e infrarrojas). Por lo general, la resolucidn espacial de una imagen es igual a la
distancia de muestreo en el suelo —Ground Sample Distance (GSD)-, que es el detalle discernible
mas pequefo de una imagen (Gonzalez & Woods 2002). Segin Shaw & Burke (2003) el mejor
desempeno en la deteccién es esperado cuando la GSD, es proporcional a la huella de los
objetivos de interés. Por ejemplo, si la aplicacidn a desarrollar requiere de la observacién de la
cubierta terrestre mundial, las imagenes de baja resolucién son entonces adecuadas. Por otro
lado, si la aplicacion requiere informacién detallada sobre la superficie terrestre, como en el
estudio del estrés hidrico en un cultivo de maiz, las imagenes de alta resolucion son ideales.
Algunos sensores remotos proporcionan datos en dos o mas resoluciones espaciales MODIS,
Sistema de Observacion de la Tierra (EOS-Terra), Landsat, y Systéme Probatoire d'Observation
de la Terre (SPOT) son ejemplos de adquisicién de imagenes basado en resolucién espacial dual
—usualmente la banda pancromatica posee mejor resolucién espacial que las correspondientes
al escaner multiespectral-. En general, la resolucion espacial puede ser clasificada en cinco
grandes clases: 0,5-4,9 m (muy alta resolucién), 5,0-9,9 m (alta resolucién), 10,0 a 39,9 m
(resolucion media), 40,0 a 249,9 m (resolucion moderada), y 250 m-1,5 km(baja
resolucidn)(Panda et al. 2015).

El periodo de revisita del satélite (resolucién temporal) hace referencia a la cantidad de tiempo
que tarda el satélite en volver a tomar la misma imagen de una regién de la Tierra (Panda et al.
2015), por ejemplo el satélite Landsat 8 tarda 16 dias. Por lo tanto, la resoluciéon temporal
absoluta de un sistema de teledeteccion es equivalente al periodo de tiempo necesario para
adquirir una imagen exacta de la misma zona y en el mismo angulo de visidn por segunda vez
consecutiva. Esta capacidad de recolectar imagenes de una misma drea de la superficie terrestre
en diferentes periodos de tiempo es una de las caracteristicas mas importantes para la
aplicacion de los datos de teledeteccién. El factor de tiempo en imagenes, es importante
cuando:

1. Existen nubes persistentes (a menudo en los trépicos)

2. Se estudian fendmenos de corta duracion (siembra, cosecha, floracion).

3. Serequieren multiples comparaciones temporales (por ejemplo, la propagacién de una
enfermedad).

4. La apariencia cambiante de una caracteristica en el tiempo, puede ser utilizada para
distinguir objetos casi similares (sorgo / maiz).
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Los sensores de satélite capturan la energia reflejada o emitida (en un rango de regién espectral)
de la superficie terrestre (en una unidad de superficie del suelo), esta energia se cuantificada en
un DN, cuyo valor depende de la intensidad de la energia detectada. La resolucién radiométrica
describe la variedad (cuantitativa) de valores de brillo discretos perceptibles (Richards 2013).
Cuando una imagen se adquiere en una pelicula o por un sensor, su sensibilidad a la magnitud
de la REM determina su resolucién radiométrica. La resolucion radiométrica de un sistema de
sensado describe su capacidad para distinguir ligeras diferencias en energia. Cuanto mayor sea
la resolucién radiométrica de un sensor, mas sensible es en la deteccién de pequenas diferencias
en la energia reflejada o emitida (Canada Center for Remote Sensing 2014). Con frecuencia, la
resolucidn radiométrica se expresa en términos del numero de digitos binarios, o bits,
necesarios para representar el rango de valores de brillo disponibles. Por ejemplo los datos con
una resolucidn radiométrica de 8 bits tienen 256 niveles de brillo, mientras que los datos con
resolucion radiométrica de 12 bits tienen 4.096 niveles de brillo (Richards 2013).

Como se menciond, los sensores satelitales miden la radiacidn electromagnética en diferentes
porciones del espectro electromagnético (EEM). La resolucidén espectral es la capacidad del
sensor para distinguir las caracteristicas espectrales en componentes separados del EEM.
También describe la capacidad de un sensor para distinguir intervalos de longitud de onda en el
EEM. En general, la resolucién espectral determina el nUmero y extension de las bandas que el
sensor del satélite puede registrar. Asi imagenes de mayor resolucién espectral proporcionaran
mas informacidn espectral en comparacién con las de menor. La informacidon espectral es
particularmente util en aplicaciones que tratan el mapeo, como asi también el modelado de las
propiedades biofisicas de los objetos, tales como la calidad del agua, vigor de plantas, y los
nutrientes del suelo. Una de las ventajas de sensar separadamente regiones espectrales
diferentes, se relaciona con la capacidad de combinar las bandas de diversas maneras para
mejorar la informacidn visual de la imagen. Estas combinaciones se implementan facilmente
utilizando distintos softwares, en los cuales se apilan por lo menos tres bandas de imagenes y
se asignan los valores de los datos a los tres colores fundamentales (rojo, verde y azul), para
crear imagenes compuestas. Cuando se posee datos de satélite con mayor resolucion espectral,
mas caracteristicas de la superficie de la Tierra pueden discernirse al realizar combinaciones de
bandas que resultan en diferentes colores compuestos (Panda et al. 2015).

Realizada esta introduccidn, en la Tabla 7 se describen las caracteristicas correspondientes a los
sensores de los satélites utilizados en la presente tesis: Landsat 7, Landsat 8 y CosmoSkymed.
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Tabla 7. Caracteristicas de los productos satelitales utilizados en la presente tesis (Chander et al. 2009; Ariza 2013; Covello et al.

NIR: Infrarrojo cercano. SWIR: Infrarrojo de onda corta. TIRS: Sensor infrarrojo termal.

2010).

Caracteristica

Landsat 7

Landsat 8

Cosmo-Skymed

Tipo de sensor

Pasivo

Pasivo

Activo

Resolucidn espacial

Dependiente de la banda

Dependiente de la banda

Dependiente del modo
de adquisicion (1-100m)

Resolucién temporal 16 dias 16 dias 16 dias
radiométrica 8bit 12 i e procesamints
panca PeBondel O el banaReindel O el
(micrémetros) cuadrado (m) (micrémetros)  cuadrado (m)
B1 Azul 0.45-0.52 30 B1 Ultra Azul  0.43-0.45 30 Banda X
B2 Verde 0.52-0.61 30 B2 Azul 0.45-0.51 30 (microondas de 3cm)
B3 Rojo 0.63-0.69 30 B3 Verde 0.53-0.59 30
B4 NIR 0.77-0.90 30 B4 Rojo 0.64-0.67 30
B5 SWIR-1 1.55-1.75 30 B5 NIR 0.85-0.88 30
Resolucidn espectral B6 Termal 10.40-12.50 60 B6 SWIR -1 1.57-1.65 30
B7 SWIR-2 2.09-2.35 30 B7 SWIR -2 2.11-2.29 30
B8 Pancromético 0.52-0.90 15 B8 Pancromdtico  0.50-0.68 15
B9 Cirrus 1.36-1.38 30
B10 TIRS-1 10.6-11.19 100
B11 TIRS-2 11.5-12.51 100
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Capitulo 3

Revision de algoritmos de clasificacion de cultivos agricolas a
partir de imagenes satelitales

Introduccién

La creciente disponibilidad de datos de bajo costo o gratuitos, como la proporcionada por Global
Land Cover Facility (GLCF), la caida constante de los precios de hardware y software, asi como
un mejor conocimiento acerca de las posibilidades de aplicacion de la tecnologia de
teledeteccidn, proporcionan el impulso necesario para la evaluacién del cambio de la cobertura
de la tierra en el mundo en desarrollo (Otukei & Blaschke 2010). El uso combinado de la
teledeteccidn y sistemas de informacidn geografica (GIS) se estan convirtiendo en herramientas
esenciales para el mapeo de la cobertura del suelo, analisis y modelado de escenarios futuros
(Geneletti & Gorte 2003). Siendo potencialmente una tecnologia mas eficiente -en términos de
tiempo, detalle y costos- para la estimacidn de areas de cultivadas (Nitze & Schulthess 2012). En
este sentido el mapeo de la cobertura del suelo y su evaluacidn, es una de las areas centrales de
aplicacion de los datos de sensores remotos (King 2010; Foody 2002). La cobertura terrestre es
una variable fundamental, que impacta y se conecta con muchos aspectos del ser humano y el
ambiente fisico (Foody 2002). El cambio en la cobertura del suelo es considerado como la
variable simple mas importante que afecta la dindmica global de los sistemas ecoldgicos
(Vitousek 1994). Una variedad de conjuntos de datos “Land use-land cover” (LULC) es necesaria
para apoyar las crecientes y diversas demandas de la comunidad mundial de investigacion en
cambio ambiental (Cihlar 2000). Varios de los principales programas de investigacién vy
documentos (National Aeronautics and Space Administration 2002; National Research Council
(NRC) 2001) han identificado al desarrollo de mejores y actualizados productos LULC a escala
regional-global, como una prioridad de investigacién (Wardlow & Egbert 2008). Esta informacion
puede ser empleada en estudios agricolas, control de subvenciones, o como informacién auxiliar
para la prediccién de la producciéon (Nitze & Schulthess 2012).

Para obtener efectivamente informacion fiable apartir de datos de satélite, es esencial disponer
de adecuadas tecnicas de clasificacion. En su capitulo sobre el concepto de mapa preciso,
(Maling 1989) acertadamente reconoce que los mapas son generalizaciones deliberadas de la
realidad, y que en todo proceso de produccién de encuestas y mapas, inevitablemente se
introducen errores. El usuario de los mapas de cobertura de suelo tiene que saber cuan exacto
es el producto, con el fin de utilizar los datos de manera eficiente. Asi mismo existen varias
limitaciones en relacién a la clasificacion sobre dreas agricolas: en primer lugar las relacionadas
a las labores culturales inherentes a cada lote (método de labranza, fecha de siembra, técnica
riego, fertilizacidn); en segundo lugar las similitudes en la reflectancia entre cultivos, como asi
también las variaciones espaciales y espectrales dentro del lote, y finalmente la necesidad de
contar con métodos simples y faciles manejar e interpretar (Tatsumi et al. 2015).

Una serie de métodos-técnicas de clasificacion han sido desarrollados en las ultimas décadas, y
una revision de estos algoritmos puede ser encontrado en Lu & Weng (2007). Los clasificadores
pueden categorizarse ya sea como comunes o avanzados. Algunos de los algoritmos de
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clasificacion comunes (convencionales) incluyen al K-Means, ISODATA, Clasificador de Maxima
Verosimilitud (MLC) y la distancia minima a las medias (Erdas Inc 1999; Mather 2011), mientras
gue los algoritmos de clasificacion avanzados comprenden a las redes neuronales artificiales
(ANN), los arboles de decisién, las maquinas de soporte vectorial, y el andlisis de imagenes
basado en objetos (Kim et al. 2003; Keuchel et al. 2003; Blaschke 2006; Yang et al. 2011).Estos
algoritmos avanzados, al ser independientes de los supuestos de distribucién de datos, pueden
mejorar la precision y efectividad del proceso de clasificacién (Tatsumi et al. 2015; Bocco et al.
2007; Cutler et al. 2007).

A pesar del importante papel que juega la informaciéon de la cobertura de la tierra en el
seguimiento y la comprensién del medio ambiente, nuestro conocimiento del estado de la
superficie del suelo y su dinamica, especialmente en las zonas rurales de Argentina, todavia es
limitado. El estudio de coberturas agricolas con algoritmos convencionales fue efectuado
satisfactoriamente en la region central de Argentina (Murthy et al. 2003; Badhwar 1987,
Guerschman et al. 2003; Willington et al. 2013), mas recientemente (Bocco et al. 2007; Bocco et
al. 2012; Bocco et al. 2014; Gutiérrez Angonese & Grau 2014) realizaron estudios de mapeo de
suelos utilizando tecnicas derivadas del enfoque de machine learning. Sin embargo analisis mas
complejos, automatizables y aplicables a macro regiones aun estan faltando.

Enfoques de Procesamiento

Algoritmos de clasificacidon derivados del aprendizaje automatico

¢Qué entendemos por aprendizaje?
El término APRENDIZAIJE puede ser definido como:

“Cualquier proceso que modifica un sistema, para mejorar de manera mds o menos
irreversible, la posterior realizacion de una misma tarea” (Langley & Simon 1981)

Sin embargo el aprendizaje es un concepto bastante resbaladizo. Hay muchas cosas que cambian
su comportamiento de manera de poder desempefiarse mejor en el futuro, pero ello no quiere
decir que efectivamente, han aprendido. En el lenguaje cotidiano, a menudo utilizamos la
palabra "entrenamiento" para denotar una especie de aprendizaje sin sentido. Pero el
aprendizaje es diferente. El aprendizaje implica pensamiento. El aprendizaje implica propésito.
Algo que aprende tiene que hacerlo intencionalmente. Aprender sin propdsito es simplemente
entrenamiento (Witten & Frank 2005).

Con esta introduccidn al concepto de aprendizaje, se puede definir preliminarmente al
“aprendizaje automatico” como "un campo de estudio que da a las computadoras la capacidad
de aprender sin ser programadas de forma explicita" (Simon 2013). El aprendizaje automatico
explora el estudio y construccidn de algoritmos que pueden aprender y hacer predicciones en
los datos (Kohavi & Provost 1998). Tales algoritmos operan mediante la construccion de un
modelo, por ejemplo de entradas con el fin de hacer predicciones o decisiones basadas en datos,
en lugar de seguir estrictamente las instrucciones estaticas de un programa. En los proximos
apartados se describen dos algoritmos de clasificacion pertenecientes al campo del aprendizaje
automatico, los cuales son utilizados en la presente tesis.
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Random Forest

Random Forest (RF) es un algoritmo consistente en una coleccién de clasificadores con
estructura de arbol, donde cada arbol emite un voto Unico para la clase mas popular de la
entrada utilizada (Breiman 2001). En un clasificador RF, cada arbol es entrenado por un
subconjunto aleatorio de la base de datos original, y alrededor de un tercio de los elementos son
dejados afuera del conjunto de entrenamiento. Este ultimo sub-conjunto se conoce como out-
of-bag (OOB). Estos elementos OOB, que son dejados de lado durante el entrenamiento del
arbol, son finalmente clasificados por el mismo para evaluar su exactitud (Zhong et al. 2014). La
exactitud de todos los elementos OOB, o exactitud OOB, es una estimacidn no sesgada de la
clasificacidn en general, por lo cual no es necesario realizar una validacién cruzada o una prueba
de conjunto separado (Breiman 2001).

Un clasificador RF requiere de la definicidn de solo dos pardmetros para la generacion del
modelo de prediccidn: el nimero de arboles de clasificacion deseados (k) y el nimero de
variables de prediccién (m) a usar en cada nodo para hacer crecer el drbol. Cuando el valor de k
supera un determinado umbral, dependiente del problema en estudio, la precisién global
experimenta aumentos poco significativos y sin problemas de sobre entrenamiento (Breiman
2001).

Entre las caracteristicas deseables del clasificador RF podemos nombrar (Breiman 2001):
I La precision es tan buena como la alcanzada por Adaboost* y algunas veces mejor.
Il. Es relativamente robusto a valores atipicos y al ruido.
M. Es mas rapido que bagging o boosting®.
V. Brinda informacidn util sobre estimaciones internas del error, la fuerza, correlacién e
importancia de variables.
V. Es simple y facilmente paralelizado.
VL. Es capaz de tomar numerosas variables de entrada y ejecutar clasificaciones rapidas, sin
ser severamente afectado por el "curse of dimensionality" (Rodriguez-Galiano, Chica-
olmo, et al. 2012).

Lo que diferencia a RF de otros métodos derivados del aprendizaje automdtico son dos
caracteristicas. La primera de ellas es la medida de importancia de variables usada en RF, la cual
no sufre las deficiencias de los métodos de seleccidn de variables tradicionales. Analizando datos
sobre plantas invasivas, presencia de liquenes y sitios de nidificacion, Cutler et al. (2007)
observaron que las variables identificadas por RF como las mas importantes, coincidian con las
expectativas ecoldgicas basadas en la literatura. La segunda caracteristica que distingue a RF de
sus competidores, es la matriz de andlisis que puede realizar. La mayoria de estos involucra las
proximidades — medidas de proximidad entre puntos de datos — automaticamente producidas
por RF. Las proximidades pueden ser utilizadas para imputar puntos de datos faltantes, como
entrada a los métodos multivariados tradicionales basados en las distancias y las matrices de
covarianza, tales como el andlisis de conglomerados y el escalamiento multidimensional y para
facilitar representaciones graficas de los resultados de la clasificacién.

Al igual que con otros métodos altamente computacionales, las relaciones entre las variables
predictoras y los valores predichos producidos por RF no tienen simples representaciones
graficas como una férmula (ej. regresion logistica), o un grafico pictérico (ej. arboles de

4 Una descripcion metodolégica de Adaboost puede realizarse en Freund & Schapire (1996)
5> La metodologia de Bagging y Boosting es desarrollada en Breiman (1996) y Freund (1995)
respectivamente.
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clasificacidon) que caracterice la funcién de clasificacién entera. Esta falta de simpleza en la
representacion puede dificultar su interpretacién. Los graficos de dependencia parcial para una
o dos variables predictoras a la vez, pueden ser construidos para cualquier clasificador de “caja
negra” (Hastie et al. 2001). Si la funcién de la clasificacidon es dominada por variables individuales
e interacciones de bajo orden, entonces estos graficos pueden ser una efectiva herramienta para
visualizar los resultados de la clasificacién (figura 8), pero no son utiles para caracterizar o
interpretar las interacciones de orden superior (Cutler et al. 2007).

Partial dependence plot for Urtica dioica

Figura 8. Grafico bivariado de dependencia parcial para Urtica dioica. Variables: DistRoad, distancia a la carretera
mds cercana (m). DistTrail, distancia a la carretera o camino mds cercano (m). Extraido de Cutler et al. (2007)

En el trabajo de Rodriguez-Galiano et al. (2012) sobre el territorio mediterraneo Espafiol, se
evalué la precisidn de clasificacidon usando los algoritmos Random Forest y MLC. Para ambos se
utilizaron como variables de entrada distintas medidas texturales a partir de dos imagenes
Landsat 5. Para la clasificacion de las clases agricolas, las cuales tienen un marcado
comportamiento estacional, la utilizacién de variables texturales tuvo una importancia
excepcional. En términos generales el uso de RF sobre los datos espectrales y las variables
texturales dptimas, tuvo un desempeiio 31% mayor en comparacién a MLC usando solo datos
espectrales.

Mads recientemente Zhong et al. (2014) en un estudio que abarcaba 5 afios, utilizaron el algoritmo
RF para clasificar lotes cultivados con soja y maiz en el Condado de Doniphan, Kansas (EEUU). El
algoritmo era entrenado con datos de una campafia agricola, de modo de ser aplicado y avaluado
sobre las 5 campafias en estudio. En total fueron definidas 25 combinaciones para los pares de
datos de entrenamiento y evaluaciéon. Como datos de entrada se utilizaron varios conjuntos de
variables (datos de reflectancia, métricas fenoldgicas, indices de vegetacion, temperatura
acumulada). Cuando en la clasificacién se utilizaban como entradas datos del mismo afio, todos
los conjuntos de entrada alcanzaban precisiones mayores al 85%. No obstante cuando el
clasificador era entrenado con datos que no correspondian al afio de la clasificacidn, solo el uso
de métricas fenoldgicas producian precisiones aceptables (>82%). El mencionado estudio
concluyé que las métricas fenoldgicas son menos afectadas por los errores de medicidn y los
vacios temporales entre imagenes, ya que estas se obtuvieron de series de datos temporales en
lugar de observaciones de un solo momento. En el mismo dmbito de trabajo, Long et al. (2013)
realizando clasificaciones sobre areas agricolas con el algoritmo RF, alcanzaron precisiones mas
altas al utilizar modelos multi-temporales en comparacién a los basados en datos de un solo
momento. Esto Ultimo es valido tanto para enfoques de clasificacion a nivel de pixel como el
orientado a objetos (0-0). El hecho que el algoritmo RF crea multiples caminos para alcanzar
una correcta clasificacion, permitié unificar lotes del mismo cultivo sembrados en distintas
fechas.
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Support Vector Machine

Las maquinas de soporte vectorial o maquinas de vectores de soporte (SVM por sus siglas en
inglés) se caracterizan por su enfoque no paramétrico de clasificacion. Aunque originalmente
fueron disefiadas para problemas de clasificacion binarios, el enfoque se puede extender para
resolver problemas de multiples clases (Low et al. 2013). Las SVM implementan la siguiente idea:
Los datos de entrenamiento originales, son transformados a un espacio de mayor dimensidn,
donde un hiperplano de separacién optima puede ser construido (Vapnik 2000). Con una
transformacién (no lineal) apropiada, este hiperplano de separacidn dptima siempre existe. Las
SVM identifican este hiperplano haciendo uso de vectores de soporte -vectores de
entrenamiento "esenciales"- y margenes -definidos por los vectores de soporte- (Waldner et al.
2015). Este hiperplano de separacién dptima -OSH, por sus siglas en inglés- es ajustado a las
caracteristicas espaciales de los datos de entrenamiento -por ejemplo dos clases-, entonces los
margenes entre el OSH y las muestras de entrenamiento mas cercanas son maximizados (Low et
al. 2013). Las SVM se enfocan en las muestras de entrenamiento que se encuentran mas cercanas
a los bordes de las distribuciones de clase (Mathur & Foody 2008).

El OSH puede ser defino como f(x)= wx + b, donde el pardmetro w determina la orientaciéon del
hiperplano en el espacio, y b define el margen de error la distancia del hiperplano desde el origen
(Figura 9). Una explicacion matemidtica detallada de SVM se puede encontrar en Vapnik (2000).
Como se mencioné anteriormente cuando no es posible definir un OSH haciendo uso de
ecuaciones lineales, los datos pueden ser esquematizados en un espacio de mayor dimension a
través de alglin mapeador no lineal. Su efecto es el de desparramar los puntos en anlisis, de tal
forma que el ajuste del hiperplano lineal es facilitado (Mathur & Foody 2008).

/ /imargen

origen -

Figura 9. Las dos clases son separadas por un margen de d1 + d2, por medio de dos hiperplanos H1 y H2 con un
hiperplano dptimo de separacion en medio de los dos. Los vectores de soporte de las dos clases son mostradas en
circulos sobre los planos H1y H2 (Extraido de Mathur & Foody (2008) y Hofmann (2006))

La precisidon de las SVM puede disminuir si los datos de entrada no son normalizados (Ali &
Smith-Miles 2006). Esto ocurre, por ejemplo, cuando se trabaja con atributos en escalas
originales grandes, mientras que el espacio de los datos se encuentra normalizado a una escala
comun [0, 1], la solucién puede resultar sesgada (Low et al. 2013).

A pesar de que sufren de ciertas desventajas tales como el sobreajuste y dificultad en la
seleccion de los pardmetros para la construccidn del hiperplano, las SVM estan siendo
particularmente requeridas sobre todo en el campo de la teledeteccidn. Esto debido a su
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capacidad de generalizar bien, incluso con limitadas muestras de entrenamiento - una
restriccion comun para las aplicaciones de teledeteccidn (Mountrakis et al. 2011) - y una alta
dimensional de los datos (Pal & Mather 2005).

El uso de Kernels® en datos no separables linealmente

En los problemas donde el conjunto de datos no es separable linealmente, el desafio es
encontrar una transformacién T: RY -RM™, (con M > N) de tal forma que el conjunto RM sea
separable con un modelo lineal. Es decir, los conjuntos de datos con caracteristicas no lineales
deben ser reescritos en un mayor espacio dimensional, en el cual una SVM puede encontrar un
hiperplano de separacion lineal con el mdximo margen. Sin embargo trabajar con conjuntos de
datos en dimensiones superiores puede incrementar las dificultades computacionales, hasta
hacerlos no manipulables (Muller et al. 2001).

Para superar esta limitacion, en lugar de mapear los conjuntos de datos a través de una funcién
de transformacién y calcular el producto interno, es posible realizarlo en una sola operacién,
dejando la transformacién de forma implicita. De hecho no es necesario conocer la funcién de
transformacién, todo lo que necesitamos saber es cémo calcular el producto interno
modificado. Los métodos que permiten calcular este "producto interno modificado", dejando
de lado los costos computacionales, se conocen como funciones kernel (Jordan & Thibaux 2004).

Un Kernel es una funcién K, tal que para todo x , z en el espacio dimensional X cumple

K(x,z) = (o) ¢(2)), (1)

Donde K es una transformacion desde X a un espacio de caracteristicas F' (Cristianini & Shawe-
Taylor 2000).

Debido a que cada Kernel tiene un cierto grado de variabilidad, en general no existe de forma
predeterminada una mejor opcidn para problemas especificos. En la practica no se hace otra
cosa que experimentar con diferentes Kernels y ajustar sus parametros, a fin de minimizar el
error en un conjunto de prueba (Hofmann 2006). En la Tabla 8, se presentan las funciones
Kernels utilizadas para clasificaciones con SVM en la presente tesis.

Tabla 8. Descripcion de productos internos de Kernels. Adaptado de Hofmann (2006).

Tipo de Kernel Producto interno del Kernel K(x,x;),i=1,2,...,N
Radial basis function (RBF) K(x,x;) = eVI=xil®) 5 > 0,
Polinomial K(x,x) = (xTx; +7)%
Sigmoideo K(x,x;) = tanh(xTx; + 1)

Donde y, 1y d son parametros de las funciones Kernel

6 Si bien existe una traduccidn al castellano para el término “kernel”, en adelante se continuara
utilizando el nombre en inglés en correspondencia con la bibliografia basica.
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Enfoque de analisis orientado a objetos.

Cuando se trabaja con datos en alta resolucién espacial, los métodos tradicionales de
clasificacidon a nivel de pixel no son muy adecuados. Esto debido a que la informacidn es de gran
tamafio y detallada (Blaschke & Strobl 2001; Hofmann 2001). En esta clase de problemas estd
siendo usado el enfoque de clasificacion orientado a objetos. Este no solo toma en cuenta la
informaciéon inherente a cada pixel, sino también los patrones locales de la imagen
representados por grupos de pixeles vecinos, con el fin de generar segmentos (Van der Sande et
al. 2003). El término segmentacion de una imagen se refiere, en su sentido mas amplio, al
proceso de dividir una imagen digital en multiples regiones. Ciertamente, todos los algoritmos
de agrupamiento caen dentro de esta categoria. Sin embargo el término se utiliza de una manera
mas restrictiva, es decir, como una referencia a la particion de pixeles, no sdélo por la similitud
espectral, sino también por la proximidad espacial (Canty 2014). La segmentacién ofrece la
posibilidad de un perfeccionamiento de la clasificacién sobre la base de las caracteristicas de los
segmentos individuales -no necesariamente relacionadas a las intensidades de los pixeles-, tales
como la forma, el tamano y la proximidad a otros objetos (Blaschke 2005; Benz et al. 2004). En
general se usa el término “clasificacion basada en objetos” (Canty 2014).

Las técnicas de segmentacion desarrolladas en las ultimas décadas se pueden dividir en tres
categorias (Ballard & Brown 1982): (1) busqueda de bordes (Roberts 1963); (2) regién de
crecimiento (Tilton 1989); y (3) segmentacion basada en el conocimiento o en mapas (Janssen
1994). Ya que para el desarrollo del presente trabajo no se disponia de informacién vectorial del
area de estudio, y se pretendio realizar un primer ensayo de estas metodologias por medio de
métodos simples, se decidid utilizar un algoritmo perteneciente a la segunda categoria: region
de crecimiento. El algoritmo utilizado fue Meanshift, el cual al ser un método no supervisado
puede ser empleado sin conllevar en incrementos significativos del tiempo de procesamiento,
ademas de ser de bajo costo en términos computacionales (Comaniciu & Meer 2002). En el
trabajo de Formaggio et al. (2012), se utilizd el algoritmo Meanshift para detectar y delimitar
areas con cobertura verde, degradadas y suelo desnudo, generando como resultado regiones
uniformes, que podian salvaguardar las desviaciones producidas por las lineas de cultivo,
sombras y texturas menores.

Region de crecimiento:

La idea conceptual del método es que la informacion semdntica importante que se requiere para
interpretar una imagen no esta representada en los pixeles individuales, sino en los objetos
significativos de la imagen y sus relaciones mutuas, es decir el contexto. El método de region de
crecimiento parte de objetos de una unidad de pixel para generar otros de mayor dimension
(numero de pixeles). En muchos pasos subsiguientes los objetos mas pequefios de la imagen se
fusionan en otros mas grandes. La decisidn de unificacion se basa en criterios de homogeneidad
locales, que describen la similitud de objetos adyacentes en términos de tamafio, distancia,
textura, similitud espectral y forma (Baatz & Schédpe 2000). Los umbrales definidos por el usuario
se utilizan de forma interactiva para decidir si los objetos se fusionan en objetos mas grandes. El
procedimiento de crecimiento se detiene cuando las fusiones obedeciendo el criterio del usuario
ya no son posibles.

El algoritmo “meanshift”

Meanshift es un algoritmo de region de crecimiento no paramétrico. Es decir que no se hacen
suposiciones con respecto a la densidad de probabilidad de las observaciones que son
agrupadas. El algoritmo particiona los pixeles en conjuntos de N-dimensiones (N-caracteristicas),
asociando los pixeles de cada conjunto con un maximo local en la densidad de probabilidad
estimada, llamado modo. Para cada pixel, el modo asociado se determina mediante la definicidn
de una (hiper) esfera de radio lespectral centrada en el pixel, a partir de la cual se calcula la media
del conjunto de pixeles dentro de la esfera. Entonces el centro de la esfera se desplaza a esa
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media. Este proceso continla hasta que se logra la convergencia, es decir, hasta que el
desplazamiento de la media es menor que algiin umbral. En cada iteracién, la esfera se mueve a
una regién de mayor densidad de probabilidad hasta que se alcanza un modo. Los pixeles
colindantes son asignados a ese modo.

Para limitarnos al sentido estricto de la segmentaciéon de imagenes, adicionalmente se debe
incluir la posicion espacial de los pixeles. Para lograr esto solo es necesario extender el espacio

de caracteristicas incluyendo esta dimension. Entonces, adicionalmente a respectral, Un radio

espacial lespacial es fijado para determinar el desplazamiento medio. Después de una
normalizacidn apropiada de las distancias espectrales y espaciales, por ejemplo mediante el re
escalamiento de las intensidades de los pixeles, el procedimiento de “mean shift” se lleva a cabo
en el espacio de caracteristica espectral-espacial, dimensional N + 2 concatenado, utilizando una

hiper-esfera de radio r = l'espacial (Canty 2014).
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Capitulo 4

Mapeo de cultivos agricolas en base a datos espectrales y de
verdad de terreno contemporaneos.

Como se hizo referencia en el capitulo 1, el mapeo de cultivos por medio de técnicas de
teledeteccidn posee ventajas de alta eficiencia y bajo costo, comparado a métodos basados en
encuestas, lo cual hace factible la generacion de cartografia en la mayoria de los casos. Los
métodos basados en encuestas a terreno aun poseen mayores precisiones de mapeo en
comparacién a los basados en la deteccién remota, por lo tanto su sustitucién depende de la
tasa de cambio de uso de la tierra en la regidn bajo estudio. Si el cambio de uso del suelo que se
produce en el intervalo en el que se realizan dos encuestas consecutivas es considerable, el
enfoque basado en teledeteccion con capacidad de mapeo de mayor frecuencia es necesario.
De lo contrario, los datos de encuestas son suficientes para la mayoria de las aplicaciones. En el
presente trabajo de tesis fue necesario crear datos de referencia a campo para la campaiia
agricola 2012-2013, para lo cual en una primera etapa se compara el desempefio de diferentes
algoritmos de clasificacion.

En el presente capitulo se describe el uso practico de la teledeteccion en el mapeo de cultivos,
asi como la explicacion y la evaluacién de algoritmos de clasificacion experimentados. Estos
algoritmos propuestos deberian ser pasibles de implementar en la mayoria de las circunstancias,
con un minimo tiempo de procesamiento. El enfoque de la clasificacién de Maxima Verosimilitud
(MLC) es probado en primera instancia. MLC es un enfoque de clasificacion supervisada
ampliamente utilizado, con ventajas tales como: i) estar disponible en la mayoria de entornos
de andlisis de datos de teledeteccidn y su aplicacion se desarrolla sin esfuerzos adicionales, ii)
ser un método relativamente robusto poco probable de producir resultados anormales o caer
en el sobre ajuste, y iii) como clasificador supervisado paramétrico, MLC genera salidas
predecibles y comprensibles (Zhong 2012). En una segunda instancia se explora el potencial de
los algoritmos pertenecientes al campo del aprendizaje automatico: Support Vector Machine
(SVM) y Random Forest (RF).

Para algunas aplicaciones de planificacion de politicas agropecuarias a corto plazo, la capacidad
de identificacion del tipo de cultivo en tiempo real o casi en tiempo real es deseable, ya que, por
ejemplo permitiria proporcionar una estimacidon actual de producciéon y decidir sobre
consecuentes subvenciones. Por lo tanto se requieren algoritmos y procedimientos que nos
permitan mapear tipos de cultivo en los momentos mds cercanos al inicio de la campaiia agricola
como sea posible. Atendiendo a estos requerimientos, los objetivos desarrollados en este
capitulo fueron: i) determinar la aplicabilidad de los datos registrados por el sensor Landsat 8;
ii) Comparar el desempefo de los algoritmos de clasificacion de Maxima Verosimilitud,
Maquinas de Soporte Vectorial y de Arboles de decision con muestras aleatorias, vy iii) explorar
el ajuste de los parametros, y los efectos de la naturaleza y niumero de clases a entrar en los
modelos, para diferenciar cubiertas agricolas por familia taxonémica.
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Materiales y métodos

Procesamiento de los datos de entrada

Datos sateljtales

Una imagen Landsat 8 del area de estudio (path/row: 229/82) cuya fecha de adquisicion se
corresponde con el momento en el cual los cultivos se encontraban en etapas reproductivas de
su ciclo (23 de marzo 2016), fue descargada del sitio web del Servicio Geoldgico de los Estados
Unidos (http://earthexplorer.usgs.gov/). El tiempo era bueno para el periodo de adquisicion de
datos Landsat, las nubes estaban casi ausentes y no se presentaba smog en la atmdsfera.

El procesamiento de los datos del sensor OLI incluyé el reescalado a valores de reflectancia en
el techo de la atmosfera (TOA), usando para ello los coeficientes radiométricos provistos en el
archivo de metadato MTL.txt. La siguiente ecuacidn fue usada para convertir los ND (niveles
digitales) obtenidos por el sensor OLI a valores de reflectancia (Ariza 2013):

PA' = My, Qa1 + Ay (2)

Donde:
P\': Es el valor de reflectancia planetaria, sin correccion por dngulo solar.

Mp: Es el factor multiplicativo de escalado especifico por banda obtenido del metadato
(“REFLECTANCE_MULT_BAND_x”, donde x es el nimero de la banda).

Ap: Es el factor aditivo de escalado especifico por banda obtenido del metadato
(“REFLECTANCE_ADD_BAND_x“, donde x es el nimero de la banda).

Q cal: Es el producto estandar cuantificado y calibrado para valores de pixel (DN).

Paralelamente se realizé el calculo del producto NDVI (Normalized Diference Vegetation Index).
Como variables de entrada a los modelos de clasificacion se utilizaron las bandas 2,3,4,5,6y
7 del sensor OLI.

Datos de referencia a terreno

La base de datos para el presente trabajo corresponde a la informacion de uso del suelo en el
area de estudio durante la campafia agricola 2015/16. En la mencionada campafia se realizd un
relevamiento a 70 lotes de uso agricola. El mismo fue realizado con fecha 13 de marzo de 2016,
registrandose cultivo presente, cultivo antecesor (mediante analisis del rastrojo remanente),
estado sanitario y estadio fenoldgico del cultivo. Sobre esta ultima caracteristica es importante
realizar un analisis exhaustivo, ya que son datos claves que permiten diferenciar la estrategia en
cuanto a la fecha de siembra, elegida por el productor. Poder diferenciar tipos de cobertura
segun la ubicacién temporal del ciclo del cultivo, permite disefiar una correcta metodologia de
clasificacidn de areas dedicadas a la agricultura. De la totalidad de registros aproximadamente
la mitad se utilizé en el entrenamiento de los algoritmos y la otra mitad en la etapa de validacion.
A continuacidn se describen los estadios fenoldgicos en el cual se encontraban los cultivos para
la indicada fecha de muestreo.
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Estado de los cultivos al momento del muestreo a campo
Los lotes correspondientes al cultivo de maiz, se encontraban en etapas reproductivas de su
ciclo fenoldgico. Se identificaron tres grandes grupos, que abarcaban:

e 7 lotes de siembra temprana, los cuales se encontraban en R4, R5 y R6.

e 4 lotes de siembra intermedia, en estado de grano lechoso (R3).

e 11 lotes de siembra tardia (mes de enero), se encontraban finalizando su etapa
vegetativa (VT), hasta el estadio de ampolla (R2).

Con respecto a los lotes sembrados con cultivo de Soja, se diferenciaban parcelas en todas las
fases de su etapa reproductiva. Al ser un cultivo muy pldstico, se consideraron inicialmente los
siguientes grupos:

e 6 lotes en estados avanzados del ciclo, inicio de maduraciéon (R7 y R8).
e 4 lotes en estados intermedios, formacion de semillas (R4 - R6).
e 4 lotes en estadios reproductivos iniciales (R1- R3).

En el caso de los lotes con cultivo de Sorgo se pudieron distinguir 2 estadios reproductivos

e 2 lotes en estadio de grano duro.
e 6 lotes en estado de floracién-grano pastoso.

Finalmente en el caso del cultivo de mani, es imperativo reiterar que la superficie sembrada en
el drea de estudio es minima. En la recorrida visual se registraron tres lotes, los cuales se
encontraban en etapa de formacién de semilla (R5) y semilla completa (R6). En la Figura 10 se
exponen instantaneas de los cultivos en las mencionadas etapas fenoldgicas.
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Figura 10. Estadios fenoldgicos de los cultivos al momento de la toma de datos a campo.
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Clasificacion no supervisada utilizando el algoritmo K-means

Preliminarmente para la definicidn de las diferentes clases de cobertura agricola se realizd un
analisis exploratorio por medio de clasificaciones no supervisadas. Para ello se utilizé el
algoritmo K-means compilado en la caja de herramientas de Orfeo (QGIS 2.14). Como datos de
entrada se utilizd en una primera instancia el producto NDVI, con el fin de discriminar los tipos
de cobertura homogénea, por su indice de vegetacién. En una segunda instancia se utilizaron
las seis bandas de reflectancia. Realizando combinaciones de los parametros “clases” e
“iteraciones” se corrieron los modelos descriptos en la Tabla 9:

Tabla 9. Descripcion de los modelos de clasificacion no supervisada ejecutados

Modelo Datos de entrada Clases Iteraciones
1 Imagen NDVI (23 marzo) 10 5
2 Imagen NDVI (23 marzo) 20 5
3 Imagen NDVI (23 marzo) 20 10
4 Imagen NDVI (23 marzo) 20 20
5 Imagen NDVI (23 marzo) 30 5
6 Imagen NDVI (23 marzo) 30 10
7 Imagen NDVI (23 marzo) 30 20
8 Bandas 2-7 (23 marzo) 10 5
9 Bandas 2-7 (23 marzo) 20 5

Posteriormente se realizd una confrontacidn visual entre la verdad a terreno y los grupos
formados en cada ejecucién del algoritmo. También se considerd la homogeneidad alcanzada
dentro de los lotes. Del andlisis de las imagenes resultantes se observa que utilizando el
producto NDVI al variar el nimero de iteraciones del algoritmo desde 5 a 20 no se advierten
apreciables diferencias en los resultados. Se podria decir que los modelos alcanzan la
convergencia con un numero de 5 iteraciones. En contraste el pardmetro nimero de clases
influye notoriamente en la homogeneidad del tipo de cobertura dentro de cada lote. Las pruebas
mostraron que 10 clases, abarcaban la heterogeneidad general de coberturas, manteniendo
cierta homogeneidad dentro de cada lote. En la clasificaciéon de cultivos estivales (Wardlow et
al. 2007; Arvor et al. 2011), comprobaron que el NDVI puede capturar variaciones mas sutiles
entre cultivos en momentos de inicio de la campafia agricola, debido a las diferencias en las
fechas de siembra. En la discriminacion de coberturas agricolas mejores resultados se obtienen
al utilizar como entrada las bandas de reflectancia espectral (Pefia & Brenning 2015). En general
se advierte que los lotes que presentan homogeneidad en el tipo de clase, son aquellos en los
cuales el cultivo se encuentra en inicio de la etapa reproductiva (floracion, llenado de granos).
Una comparacion de estos resultados puede observarse en la Figura 11.
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Figura 11. Imagen de verdad de terreno y las resultantes de clasificaciones no supervisadas”’

A partir de estos resultados y con la informacidn de referencia a campo, se definieron las clases
de coberturas a introducir en los posteriores modelos de clasificacién supervisada. Se
consideraron las siguientes, con los respectivos cédigos:

C1: Soja temprana (R7 a R8). C9: Sorgo

C2: Soja intermedia (R4 a R6). C10: Mani

C3: Soja tardia (R1 a R3). C12: “Pozo” de infiltracion
C4: Maiz extra temprano (R6). C13: Agua

C5: Maiz temprano (R4 y R5). C14: Urbano

C6: Maiz intermedio (R3). C15: Ruta asfaltada

C7: Maiz tardio (R1y R2).
C8: Maiz extra tardio (VT).

7 El nimero de tipos de cobertura que arroja cada modelo dependié de sus pardmetros asociados, por lo
que no fue posible establecer una clave de color general, para las pruebas realizadas.
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Finalmente cada unidad de parcela o tipo de cobertura fue representado por un poligono, en los
atributos del mismo se incluyd la informacidn sobre tipo de uso de la tierra. Para el muestreo de
cada clase se tuvo en cuenta lo enunciado por la bibliografia existente, la cual sugiere un minimo
de 10- 30p casos por clase para entrenamiento, donde p representa el nimero de bandas a usar
(Foody et al. 2006). Por consiguiente se decidié tomar muestras de cada clase con un minimo de
450 pixeles. En el caso de las parcelas de uso agricola, cada muestra fue tomada teniendo en
cuenta un buffer de distancia negativa (90m) con respecto a los limites del lote, con el fin de
eliminar las influencias de pixeles mixtos.

Metodologia de clasificacion supervisada

Siguiendo con lo descripto en el capitulo introductorio, se decidié comparar el desempeiio del
algoritmo de clasificacion de maxima verosimilitud, contra otros derivados del enfoque de
machine learning; SVM y RF. Como datos de entrada, se ingresaron las bandas 2, 3,4,5,6vy 7.
Con respecto al ajuste de los pardmetros de cada algoritmo, se siguié las recomendaciones de
Nitze & Schulthess (2012); Waldner et al. (2015a); Long et al. (2013); Ok et al. (2012); y Tatsumi
et al. (2015).

Las corridas con el algoritmo de Maxima Verosimilitud se realizaron con el software de
procesamiento ENVI 4.8. Para cada modelo se varié las clases de entrada como verdad de
terreno, y el parametro “Umbral de probabilidad”. En los primeros resultados se advirtié que a
pesar de reducir el valor del parametro a 0.01, la gran mayoria de los pixeles quedaban sin
clasificar (Figura 12). Por estos motivos no se hizo uso del mismo.

Las posteriores pruebas de clasificacion se realizaron variando Unicamente el nimero de clases
a entrar a los modelos, quedando determinada la configuracién que se presenta en la Tabla 10.
Los modelos MLC_1, MLC_2 y MLC_3 se realizaron a modo exploratorio, a fin de analizar el
comportamiento de los algoritmos cuando se ingresaban clases no agricolas. Pruebas similares
fueron realizadas en las clasificaciones con los algoritmos RF y SVM.

- Cultivo de Soja Cultivo de Maiz - Sin etiquetar

Figura 12. Clasificacion con algoritmo ML, umbral de probabilidad = 0.01
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Tabla 10. Clases utilizadas en los modelos de clasificacion con el algoritmo de Mdxima Verosimilitud (MLC).

Modelo Clases

MLC 1 Todas

MLC_2 Sin C13

MLC_3 Sin C12

MLC_4 Sin C12, C13

MLC_ 5 Solo de C1 a C10 (cultivos anuales)
MLC_6 Solo de C1 a C8 (# estadios soja y maiz)
MLC 7 Solo por soja y maiz.

En las corridas realizadas con el algoritmo RF se ingresaron como datos de entrada el mismo
conjunto de bandas que las utilizadas con MLC, y del mismo modo se varid los grupos de clases
de entrenamiento. Esta vez se hizo uso de la rutina de clasificacién RF compilada en la caja de
herramientas de Orfeo, presente en el software QGIS 2.14. Adicionalmente se ajustaron los
siguientes pardmetros asociados al mencionado algoritmo de clasificacion:

I Relacion entre las muestras de validacidn y entrenamiento (V/T)

Il. Maxima profundidad del arbol (DT)
Il Numero minimo de muestras en cada nodo (MS/N)
V. Tamario de la muestra de caracteristicas aleatoriamente seleccionada para cada nodo

del arbol (SF/N).

V. Numero maximo de arboles a usar (MT)
VL. Precision requerida (Out of bag error)

Los modelos corridos poseian la configuracidn que se describe en la Tabla 11.

Tabla 11. Clases y pardmetros utilizados en los modelos de clasificacion con el algoritmo RF

Modelo Clases V/T DT MS/N SF/N MT OOBE
RF_1 Todas 0.5 5 10 0 100 0.01
RF 2 Todas 03 10 10 0 100 0.01
RF_3 Sin 12 03 10 10 0 100 0.01
RF_4 Sin C12, C13 0.3 8 5 2 100 0.01
RF_5 Solo de C1 a C10 (cultivos anuales) 0.3 8 5 2 100 0.01
RF_6 Solode Cla(C8 03 8 5 2 100 0.01

- (# estadios soja y maiz)
RF_7 Solo por soja y maiz 0.3 8 5 2 100 0.01

Finalmente para la realizacion de las pruebas con el algoritmo Support Vector Machine se hizo
uso de la libreria libsvm, desarrollada por Chang & Lin (2001). La misma estd implementada en
la interfaz gréfica de la caja de herramientas de Orfeo, presente en el software QGIS 2.14. libsvm
realiza pruebas de validacion cruzada y de modo automatico encuentra el par éptimo de los
valores de penalidad C y del parametro y, necesarios para su ejecucion. Adicionalmente se
ajustaron los siguientes pardmetros asociados al algoritmo de clasificacion:
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I Relacién entre tamafio de muestras de validacidn y entrenamiento (V/T)
. Tipo de kernel svm (KT)

A los fines de comparacién con otros trabajos realizados en el mismo ambito de estudio (Nitze
& Schulthess 2012; Waldner et al. 2015), la relacion V/T se fijé en el orden del 30%. Respecto al
tipo de Kernel a usar, los estudios enfatizan el buen desempefio de RBF para problemas de
clasificacion de areas agricolas. Sin embargo cuando se logré una clasificacién éptima, en
acuerdo a la naturaleza de las clases de entrenamiento ingresadas al modelo, se decidié probar
y visualizar los efectos que tienen los kernel de tipo “Sigmoideo” y “Polinomial”. Finalmente los
modelos corridos utilizaban como datos de entrada el mismo conjunto de datos empleado con
los algoritmos anteriores y detentaban la configuracidn que se presenta en la Tabla 12.

Tabla 12. Clases y paradmetros utilizados en los modelos de clasificacion con el algoritmo SVM

Modelo Clases KT
svm_2 Todas RBF
svm_3 Sin 12 RBF
svm _4 Sin C12, C13 RBF
svm 5 Solo de C1 a C10 (cultivos RBE
- anuales).
svm_5a Solo de C1 a C10 (cultivos Sig
anuales).
svm 6 Solo Qe Ql a C$ RBE
- (# estadios soja y maiz).
svm _7 Solo por soja y maiz RBF
svm _8 Solo por soja y maiz Poli

Validacion

Con el fin de determinar la precisién de los mapas resultantes se procedid al cdmputo de una
matriz de confusion, utilizando como datos de validacién la informacién derivada del
relevamiento de los 70 lotes agricolas de la campafia 2015 - 2016. Se calcularon los estadisticos
Precisién Global (PG) y estadistico Kappa (k) (Foody 2002). El coeficiente Kappa (k) computa el
acuerdo entre la imagen clasificada y la verdad de terreno, debido Unicamente a la exactitud de
la clasificacidn, suprimiendo el acuerdo que cabria esperar simplemente por azar. En Monserud
& Leemans (1992) se propuso una escala para la interpretacion del valor de dicho coeficiente
donde valores menores a 0,40 se clasifican como pobres, 0,40-0,55 suficientes, 0,55-0,70
buenos, 0,70-0,85 muy buenos y mayores a 0,85 excelentes.
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Resultados y discusion

Clasificacion supervisada utilizando algoritmo de Maxima Verosimilitud

En la Tabla 13 se muestran los valores de los indices Kappa y las precisiones globales (en
porcentaje) para los modelos MLC_4, MLC_5, MLC_6y MLC_7, obtenidos al realizar la validacion
de los mapas mediante matrices de confusion (Apéndice A). Solo se exponen los resultados de
estos cuatro modelos, ya que son los que incluyen a las clases agricolas predominantes; éstas
ocupan el 99% del drea sembrada (Ministerio de Agroindustria de la Nacién n.d.).

Tabla 13. Valores de los estadisticos de evaluacion para los mapas agricolas realizados con MLC

Modelo indice Kappa (k)  Precisién Global (%)

MLC_4 0,66 69,36
MLC_5 0,94 94,87
MLC_6 0,99 99,21
MLC_7 0,92 96,29

Al realizar las clasificaciones con el algoritmo MLC, sobresale en primer lugar la simplicidad y
sencillez de su ejecucién, asi mismo su bajo costo computacional, el cual permite apreciar
resultados casi instantaneos. De manera general se observa un muy buen desempeiio del
algoritmo clasificador en el mapeo de cubiertas exclusivamente agricolas, lo cual concuerda con
los resultados obtenidos en anteriores estudios sobre la misma area geografica (Willington et al.
2013; Nolasco et al. 2016). En este tipo de estudios, y en particular en el drea de trabajo, las
amplias dimensiones de los lotes agricolas posibilita la obtencidn de grandes conjuntos de
pixeles representativos de cada clase, necesarios para un buen entrenamiento del algoritmo.
Recientemente en otras regiones del globo, Jia et al. (2014) utilizaron imagenes Landsat 8 para
mapear las macro clases “bosque”, “cultivos”, “suelo desnudo” entre otras, y alcanzaron una
precision global del 90% al usar el algoritmo MLC. En Yang et al. (2011), para el sur de Texas
(Estados Unidos), se utilizaron imagenes del satélite SPOT 5 en el mapeo de cultivos de verano
(maiz, algoddn, sorgo, cafa de azucar) y suelo no cultivado, obteniendo con el algoritmo MLC
una precisién global del 91%, concluyendo que es posible clasificar imagenes correspondientes
a grandes areas.

En el presente trabajo para el modelo MLC_6 las precisiones alcanzan el 99 por ciento con un
indice K de 0.99. Este excelente comportamiento puede relacionarse al trabajo de campo previo,
en el cual se relevaron lotes de maiz y soja en sus diversos estadios de crecimiento. Esto permitid
la construccién de clases puras, para los conjuntos de entrenamiento y validacidn. Sobre los
errores en los mapas tematicos Tso & Mather (2009) afirman que pueden no deberse a la
fiabilidad del clasificador, sino ser el resultado de una mala localizacidon de algunos elementos
de los datos de prueba o de una identificacion defectuosa de los atributos de los datos
muestreados. En este sentido es un gran desafio recolectar muestras representativas de la
totalidad de las clases de una amplia area geografica, por lo cual para mejorar las precisiones de
clasificacion Yang et al. (2011) recomiendan dividir el area en sub regiones a fin de realizar la
clasificacion por separado basandose en las firmas derivadas de esa sub region. Trabajando
también en la pampa argentina y con cultivos similares, Guerschman et al. (2003) concluyeron
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que la capacidad de discriminar entre las clases de coberturas de cultivos agricolas esta
estrechamente relacionada con sus patrones fenoldgicos. Por ende clases de cultivos que
posean similares patrones son a menudo mal clasificados. Este hecho fue identificado ya en los
primeros estudios de mapeo realizados en la pampa Argentina, Badhwar (1987) encontrd
dificultades en la separacién de las clases maiz y sorgo, especies pertenecientes a la misma
familia botdnica y de estructura morfoldgica similar. Estas afirmaciones corroboran la necesidad
de un riguroso trabajo de campo y posteriormente, a gabinete, la determinacion de clases de
entrenamiento puras. No obstante, pueden siempre existir errores en la discriminacidn debidos
a la variabilidad causada por la heterogeneidad del suelo dentro de un lote, situaciones de
estrés, meteoroldgicas, pestes o malezas, lo cual debe ser tenido en cuenta al momento de
planificar el muestreo. A diferencia de lo postulado por Guerschman et al. (2003), quienes
expresan que el numero de categorias tiene una relacidn inversa con las precisiones logradas,
en el presente trabajo las mejores precisiones se alcanzaron cuando se utilizaron clases
desagregadas en grupos que se limitaban a un estadio especifico del ciclo de cada cultivo
(MLC_6).

En este punto es necesario indagar en el efecto de la diferencia de 10 dias entre la fecha de
muestreo a campo y la de adquisicion de datos satelitales. En un primer lugar, aunque se
disponia de una imagen Landsat 7 temporalmente mas préoxima al momento de muestreo a
terreno, los datos faltantes por el fallo SLC, sumado a la menor resolucién radiométrica de este
sensor, indujo a que se utilice finalmente la imagen del sensor Landsat 8. En segundo lugar se
puede suponer que en ese lapso de tiempo se produzca una translacién de un estadio fenoldgico
al siguiente, en los cultivos de los lotes muestreados. No obstante en climas templados, la
duracion de los estadios fenoldgicos puede extenderse. En el presente estudio al momento del
muestreo a campo (fines de verano) la temperatura ambiente estaba en descenso. Para el
estadio de antesis (VT) en maiz, este puede prolongarse por mas de dos semanas (Ritchie &
Hanway 1982). En promedio cada etapa reproductiva del cultivo del maiz, dura alrededor de 10
dias (Endicott et al. 2015). Para el caso del cultivo de soja, los periodos del ciclo del cultivo
considerados en las clases analizadas, poseen una duracién minima de 10 dias (Fehr & Caviness
1977). Por ultimo se debe recordar que para la fecha de muestreo todos los estadios fenoldgicos
presentes fueron abarcados en alguna de las clases de cobertura propuestas. Por lo que se
podria considerar un leve error de corrimiento de una clase al siguiente estadio fenoldgico, pero
no de aparicion de estadios nuevos.

Siguiendo con el andlisis de las precisiones logradas con los distintos modelos, cuando se
incluyeron cultivos por medio de una unica clase (MLC_5), o se fusionaron las muestras de los
diferentes estadios de un cultivo en un solo grupo (MLC_7), las precisiones logradas fueron
menores. En el drea de estudio, para las clases sorgo y mani, no fue posible armar grupos por
sus respectivos estadios fenoldgicos, debido al escaso niumero de lotes, que abarcan solo el 5%
del drea sembrada (Bolsa de cereales de Cordoba 2016).

Los resultados aqui presentados respaldan la conveniencia del algoritmo de Maxima
Verosimilitud en el mapeo de cultivos agricolas; el cual logra excelentes resultados en la
discriminacidn de cultivos por sus respectivos estadios fenolégicos, utilizando una Unica imagen
de fin de temporada. Es imperioso resaltar que para alcanzar estos excelentes indices de
precision, es necesario realizar previamente un riguroso muestreo a campo y posterior
organizacion de los datos a gabinete.

En lo que respecta a los modelos que incluian clases agricolas y no agricolas (MLC_1, MLC_2,
MLC_3 y MLC_4), los mapas resultantes evidenciaban un comportamiento invasivo de las clases
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no agricolas, sobre las cubiertas de cultivos, esto puede deberse a una mayor variabilidad en los
tipos de cobertura no agricolas. En la corrida ML_1 la clase camino de tierra “ingresa”
erroneamente dentro de lotes de clase maiz y soja. En ML_2 y ML_3 se distingue el mismo
comportamiento con los tipos de uso de suelo ruta asfaltada y urbano respectivamente. En
ML_4 las clases ruta asfaltada y urbano “ingresan” a algunos lotes de clase maiz intermedio y
soja intermedia. Con respecto a los modelos puramente agricolas, la mixtura de pixeles que se
producen dentro de los lotes corresponde a clases que representan los diversos estados
fenoldgicos de un mismo cultivo. Este comportamiento puede observarse en la Figura 14, para
MLC_5 y MLC_6. En la Figura 13 se expone un recorte de la imagen Landsat 8 composicion color
real sobre el drea de estudio, con fecha de adquisicidn 23 de marzo de 2016, el mismo se utilizard
en adelante para realizar comparaciones visuales de los mapas resultantes. En esta ultima figura
se encuentran sefialados diversos lotes de cultivos, con el correspondiente cédigo de clase
definido en el apartado “Clasificacion no supervisada utilizando el algoritmo K-means”. Estos
cddigos de clase de cobertura, son utilizados en adelante para los modelos de clasificacidon
evaluados.
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Figura 13. Recorte escena Landsat 8 del 23/03 sobre el drea de estudio, composicidn color real. Se sefialan lotes de cultivo con su correspondiente cddigo de clase de cobertura.
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Figura 14. Recortes de los mapas resultantes con los modelos MLC_5y MLC_6.
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Clasificacion supervisada utilizando algoritmo Random Forest

En la Tabla 14 se exponen los valores de los indices Kappa y las precisiones globales (en
porcentaje) para los modelos RF_4, RF_5, RF_6y RF_7, obtenidos al realizar la validacién de los
mapas mediante matrices de confusidn (Apéndice A). Como se expreso en el apartado anterior
solo se exponen los resultados de estos cuatro modelos, ya que son los que incluyen a las clases
agricolas predominantes.

Tabla 14. Valores de los estadisticos de evaluacion para los mapas agricolas realizados con RF

Modelo indice Kappa (k)  Precision Global (%)

RF_4 0,75 77,41
RF_5 0,74 76,78
RF_6 0,71 74,93
RF_7 0,88 94,37

Cuando se analizan las clasificaciones realizadas empleando el algoritmo Random Forest el
aspecto que en primer lugar sobresale es la habilidad del método para mantener una
separabilidad relativa cuando se ingresa la totalidad de las clases, hecho que se torné dificultoso
al usar MLC. Cuando se trabaja con clases soja y maiz desagregadas por su estadio fenolégico es
decir los modelos RF_5y RF_6 (figuras 16 y 17 respectivamente), se aprecia un aumento en las
precisiones logradas si son incluidas las clases sorgo y mani al modelo (RF_5). Sin embargo en
este Ultimo se detectan fracciones de lotes de la clase soja tardia, mal clasificados como mani
(Figura 16). Esta confusidn podria deberse a la similitud en su reflectancia espectral (Schultz et
al. 2015), esto se puede comprobarse al comparar sus firmas espectrales (Figura 15).

4 E 2 3 4
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Filename: C:“Users>niguel-Docunentsdatos~Inagenes~2| a Filename: C:“Users mniguel-Documents>datosInagenes~2 A
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Basic Stats Min Hax Hean Stdev Ba=sic Stats Hin Hax Hean Stdev
Band 1 0.060060 0.063220 0.061039 0.000291 Band 1 0.059100 0.064160 0.059779 0.000404
Band 2 0.057940 0.066460 0.062574 0.001777 Band 2 0.057000 0.065060 0.059379 0.000961
Band 3 0.035860 0.042620 0.039090 0.001278 Band 3 0.030220 0.039220 0.031384 0.000871
Band 4 0.272360 0.326700 0.300313 0.008368 Band 4 0.352640 0.412240 0.395594 0.009687
Band & 0.125800 0.137320 0.130846 0.002038 Band & 0.116600 0.131140 0.121457 0.001610
Band & 0.055540 0.0A3560 0.058159 0.000933 Band 6 0.043480 0.057000 0.045757 0.001592
Firma espectral y estadisticos descriptivos de la clase: Firma espectral y estadisticos descriptivos de la clase:
“Soja tardia” “Mani”

Figura 15. Firmas espectrales de las clases soja extra tardia y mani

Notablemente cuando se incluyen adicionalmente las clases ruta asfaltada y urbano (RF_4) las
precisiones globales son sutilmente mayores (Figura 18). Estos resultados sugieren que la
introduccion de multiples clases al problema de clasificaciéon, permite al algoritmo Ia
construccion de vias de clasificacion mds certeras. En la revision bibliografica realizada no se
encontraron trabajos que indaguen el efecto de la cantidad y diversidad de clases sobre las
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precisiones de los modelos de clasificacidn. Este tdpico se plantea como una futura linea de
investigacion. En el modelo RF_7 el cual realiza una clasificacidn solo por especies soja o0 maiz
(Figura 19) se aprecian los mejores indices que validan la misma. En este modelo los diferentes
conjuntos de entrenamiento tanto para las especies soja y maiz en sus diversos estadios de
crecimiento fueron unidos en las clases soja y maiz respectivamente, por lo cual el nimero de
pixeles de entrenamiento por clase aumento considerablemente. En el trabajo de Tatsumi et al.
(2015) se infiere que cuanto mas se incrementan los datos de entrenamiento, mayor es la
precision del clasificador, de forma paralela hay menos necesidad de ajustar los pardmetros del
algoritmo RF. Por otro lado Camps-Valls et al. (2003) sefialan que muchos métodos de
discriminacién incluidos los derivados del aprendizaje automatico, a menudo son mas precisos
y eficientes cuando trabajan solamente con dos clases. Cabe sefialar que cuando los resultados
de la clasificacién por el modelo RF_6, son unidos por su respectiva especie (es decir soja o maiz)
y se recalculan los estadisticos de validacion, se logran valores de k¥ y PG del 0,83 y 91,68%
respectivamente, valores inferiores a los alcanzados por el modelo RF_7. Este comportamiento
puede relacionarse a lo encontrado por Rodriguez-Galiano et al. (2012) quienes trabajando con
datos multitemporales de Landsat 5 en la provincia de Granada, Espafia, observaron que el error
respecto al modelo calibrado, superaba el 5 %, con disminuciones mayores al 70% del conjunto
de datos de entrenamiento. Este comportamiento evidencia que RF es sensible a la reduccién
del conjunto de entrenamiento.

Para el condado de Roosevelt, EEUU, trabajando con datos Landsat de fin de temporada, y las
clases cereal, legumbres y otras, Long et al. (2013) alcanzaron valores de indice Kappa vy
precisiones globales de 0,68 y 81,7% respectivamente. Ok et al. (2012) realizaron clasificaciones
en el area geografica de la planicie de Karacabey (Turquia) utilizando una imagen SPOT 5 de
mediados de temporada y las clases trigo, remolacha azucarera, arroz, maiz y tomate, logrando
con el algoritmo RF valores de indice Kappa de 0,70 y precisién global de 76,15%. Estos ultimos
valores se asemejan a los obtenidos por el presente trabajo para el modelo RF_5, el cual incluye
de manera semejante los cultivos mas representativos del drea de estudio. En el condado de
Kansas, EEUU Zhong et al. (2014) realizaron mapas de cultivos de soja y maiz para en cinco
campafias agricolas, utilizando el algoritmo RF. Sus resultados fueron préximos al 90 % de PG,
sugiriendo que los datos de campo del mismo afio en que se realiza la clasificacidén son eficientes
en el mapeo de lotes agricolas con soja y maiz.

Con respecto a los modelos que incluian las clases agricolas y mas de una clase no agricola, como
se menciond anteriormente, no se advirtié una mezcla grosera entre clases, como en el caso de
los modelos que usaban el algoritmo clasificador de Maxima Verosimilitud. En el modelo RF_1
en el cualincluyd la totalidad de las clases bajo estudio, y la mayoria de los parametros quedaron
con su valor por defecto, se logré relativamente una buena separacién entre clases.
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Figura 16. Recorte escena Landsat 8 del 23/03 sobre el drea de estudio clasificada con el modelo RF_5
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Figura 17. Recorte escena Landsat 8 del 23/03 sobre el drea de estudio clasificada con el modelo RF_6
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Figura 18. Recorte escena Landsat 8 del 23/03 sobre el drea de estudio clasificada con el modelo RF_4
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Figura 19. Recorte escena Landsat 8 del 23/03 sobre el drea de estudio clasificada con el modelo RF_7
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En la posterior corrida (RF_2) se modificaron los valores de los pardmetros “V/T” y “DT”. Para el
parametro V/T se adopto 0.3, valor recomendado en la bibliografia consultada (Ok et al. 2012;
Zhong et al. 2014; Tatsumi et al. 2015). Con respecto al pardmetro DT, un valor bajo
probablemente conduzca a un sub-ajuste, por el contrario un valor alto conduce al sobreajuste
(OTB Team 2016). El valor optimo se puede obtener usando validacidn cruzada u otros métodos
adecuados. Para el modelo RF_2 se realizd una prueba con DT=10. En la imagen resultante se
verificd la presencia de las clases sorgo y pozos de infiltracion esta ultima ingresando a areas
cultivadas, principalmente con la especie soja.

En base a estos resultados se prosiguid con pruebas en las cuales se limitd el analisis a las clases
mds importantes en términos agrondmicos. Por otro lado se reajustaron los parametros del
algoritmo RF. Se observé que la profundidad éptima para el problema de clasificacidn en estudio
se situaba alrededor de 8, el nUmero minimo de muestras en cada nodo en 5 y el tamafio de
muestras de caracteristicas aleatoriamente seleccionadas, en un valor de 2. Estas
modificaciones en el valor de los parametros se mantuvieron constantes en la ejecucién del
modelo RF_4, RF_5, RF_6y RF_7.
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Clasificacion supervisada utilizando el algoritmo Support Vector Machine

En la Tabla 15 se exponen los valores de los indices Kappa y las precisiones globales (en
porcentaje) para los modelos svm 4, 5, 6, y 7, obtenidos al realizar la validacidn de los mapas
mediante matrices de confusion (Apéndice A). Al igual que en la corrida con el algoritmo RF, se
exponen los resultados de los modelos que incluyen predominantemente clases agricolas.

Tabla 15. Valores de los estadisticos de evaluacion para los mapas agricolas realizados con SVM

Modelo indice Kappa (k)  Precisién Global (%)

svm_4 0,85 86,44
svm_5 0,81 82,82
svm_6 0,92 92,88
svm_7 0,92 95,85

Cuando se analizan los resultados de la validacion de los mapas realizados con el algoritmo SVM,
sobresale en primer lugar la capacidad del algoritmo para mantener buenos indices de precision,
con los diversos grupos de clases de entrenamiento-validacidon. Estos buenos valores en los
indices pueden relacionarse con la capacidad del algoritmo SVM para detectar y superar las
bandas ruidosas, sumado al hecho del gran impacto de la optimizacion de los parametros Cy y
en la precision de la clasificacién, el cual permite sortear el sobre entrenamiento y una pobre
generalizacién (Foody & Mathur 2004). Al igual que lo ocurrido en las corridas con el algoritmo
RF, las precisiones de la clasificacion aumentan cuando al modelo que incluye estrictamente
clases agricolas (svm_5) se le incorpora las clases urbano y camino (svm_4). Sin embargo a
diferencia de lo ocurrido en RF y de manera semejante a la prueba con el algoritmo MLC, la
precisidon del mapa resultante también se incrementa, en relacién al modelo svm_5, al analizar
Unicamente las clases soja y maiz en sus diferentes estadios fenolégicos (svm_6). Cuando el
objetivo es generar mapas de superficies dedicadas a los cultivos de sojay maiz, sin diferenciar
por época de siembra, los resultados muestran que se obtienen mejores resultados si al modelo
de clasificacion se ingresan las clases correspondientes a los estadios fenoldgicos de cada
cultivo, y luego se agrupan los pixeles correspondientes a cada especie. Esta estrategia alcanza
valores de K y PG del 1y 100% respectivamente. En la mayoria de las aplicaciones, el éxito del
aprendizaje automatico esta fuertemente afectado por la calidad de los datos (informacion
redundante, ruidosa o poco confiable), en este sentido el trabajo realizado previamente en la
determinacion de las clases por estadio fenolégico, pudo haber eliminado la mayoria de los
valores atipicos, y de esta forma evitar el sobre entrenamiento, permitiendo alcanzar un
excelente desempefio en la fase de prueba (Camps-Valls et al. 2004). En las Figuras 20, 21, 22 y
23 se exponen recortes de los mapas resultantes para los modelos svm 4, 5, 6 y 7
respectivamente.

Usando datos espectrales de una sola fecha sobre una regidén agricola de Inglaterra del este
Foody & Mathur (2004) mapearon sitios cultivados con trigo, remolacha azucarera, zanahoria,
cebada, pasto y papas, utilizando el algoritmo clasificador SVM, logrando precisiones globales
del 93%. Trabajando con multiples clases (agricolas, forestales, urbana y agua) en la region sur
de Espafia Rodriguez-Galiano & Chica-Rivas (2012) alcanzaron precisiones globales del 92% con
un indice Kappa de 0,91 al usar el algoritmo SVM. A partir de datos espectrales en la regidn del
rojo e infrarrojo Mathur & Foody (2008) realizaron mapeos de suelos discriminando por clases
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agricolas y no agricolas en el sur-oeste de India, obteniendo con SVM precisiones del 92%.
Utilizando datos Landsat 7 Pal & Mather (2005) mapearon cultivos agricolas en el este de
Inglaterra utilizando, al igual que en el presente trabajo la libreria libsvm, obteniendo una
precision global e indice Kappa del 88% y 0,87 respectivamente. Estos Ultimos autores resaltan
la capacidad de SVM para alcanzar buenas precisiones, aun con conjuntos de datos de
entrenamiento pequefios. Sin embargo la sensibilidad de la precisidn de las clasificaciones con
SVM respecto al tamafio del conjunto de entrenamiento, indica la necesidad de que este
conjunto incluya los casos periféricos, que producen vectores de soporte adecuados (Foody &
Mathur 2004). Con los recaudos presentados, los citados trabajos respaldan en general el buen
desempeiio del algoritmo SVM, para el mapeo de la cobertura de suelos.

En lo que respecta a los modelos que incluian la totalidad de las clases (svm_2), se evidencio un
comportamiento invasivo de la clase urbano sobre los lotes agricolas, semejante a lo observado
al utilizar el algoritmo RF. Aunque al igual que en la corrida con este ultimo algoritmo sobresale
la capacidad de SVM para lograr una buena discriminacién de las multiples clases en relacién a
MLC. En la corrida del modelo svm_5 se evidencia algunos lotes de soja tardia fueron
clasificados como mani, del mismo modo que lo ocurrido al utilizar el algoritmo RF.
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Figura 20. Recorte de escena Landsat 8 del 23/03 sobre el drea de estudio clasificada con el modelo svm_4
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Figura 22. Recorte de escena Landsat 8 del 23/03 sobre el drea de estudio clasificada con el modelo sym_6
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Figura 23. Recorte de escena Landsat 8 del 23/03 sobre el drea de estudio clasificada con el modelo sym_7

A fin de examinar los resultados de emplear un tipo de kernel diferente a RBF, se realizd una
clasificacién haciendo uso del kernel Sigmoideo, y las clases de cobertura de C1 a C10 (modelo
svm_5a). Al analizar el mapa resultante se evidencio, de forma significativa, pixeles
correspondientes a lotes con cultivo de soja etiquetados erréneamente con la clase mani, del
mismo modo pixeles correspondientes a lotes con cultivo de maiz fueron etiquetados con la
clase sorgo. Este comportamiento se corresponde con lo obtenido por Rodriguez-Galiano &
Chica-Rivas (2012) quienes compararon el desempefio de los kernel lineal, polinomial, RBF y
Sigmoideo, exhibiendo este ultimo los resultados menos precisos. En la clasificacion de datos
derivados del sensoramiento remoto los kernel mds comunmente utilizados son RBF y
polinomial (Kavzoglu & Colkesen 2009), por lo cual se procedid a evaluar la aplicacién del kernel
de tipo polinomial en la clasificacion con SVM. La evaluacion del mapa generado con el modelo
svm_38, el cual clasifica los pixeles solo por soja 0 maiz, reveld valores de indices de precisidn
catalogados como excelentes (k:0,99 y PG:99%) al igual que lo obtenido con el kernel RBF
(svm_7). Para préximos trabajos se propone indagar en la convenencia de usar uno u otro tipo
de kernel, segun las circunstancias del problema a tratar.
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Comparacion del desempefio entre algoritmos

Al confrontar las indices de precisidn obtenidos con los tres algoritmos, se verifica que MLC logra
valores que se catalogan como excelentes en los modelos que consideran Unicamente las clases
agricolas. Estos resultados se corresponden con anteriores estudios sobre la misma area
geografica (Willington et al. 2013; Nolasco et al. 2016), y pueden demostrar la estabilidad del
algoritmo en este tipo de mapeos. Asimismo, se resalta su bajo costo computacional. En cuanto
a los algoritmos derivados del enfoque de aprendizaje automatico, SVM logré resultados mas
precisos que RF, lo cual también fue confirmado en diferentes trabajos de mapeo de cobertura
de suelo (Kun. Jia et al. 2014; Nitze & Schulthess 2012; Foody & Mathur 2004; Huang et al. 2002).
No obstante en la evaluacion del desempefio de los algoritmos realizada por Rodriguez-Galiano
& Chica-Rivas (2012), no se encontraron diferencias estadisticamente significativas en las
precisiones obtenidas por SVM y RF. Aunque en el mismo trabajo se hace hincapié en el hecho
de que el algoritmo de clasificacién SVM es mds robusto al ruido y la reduccién de los datos
usados en el entrenamiento. En el mismo aspecto Foody & Mathur (2004) observaron que los
clasificadores basados en arboles de decision son mds sensibles al tamano del conjunto de
entrenamiento.

Cuando al modelo de clasificacién se ingresa Unicamente las clases soja y maiz, los tres
algoritmos alcanzan indices de precision clasificados como excelentes. Esto puede explicarse por
el hecho de que los cultivos de soja y maiz ocupan la mayor parte (93%) de la superficie
sembrada en el drea en estudio, por lo cual es mds asequible registrar lotes en los diferentes
estadios de crecimiento de estos dos cultivos. Los primeros trabajos de mapeo asienten en este
aspecto, Scholz et al. (1979) afirmaron que para la obtencidn de clasificaciones precisas es mas
importante, en relacidn a los algoritmos a utilizar, una buena metodologia de entrenamiento en
la cual todos los tipos de cobertura en la escena deben estar adecuadamente representados.

Con respecto a los inconvenientes encontrados en la ejecucién de los algoritmos de clasificacion,
se concuerda con Zhong (2012) en que la escasez de muestras de verdad de terreno para el
entrenamiento del algoritmo actua como el factor mds limitante en el mapeo de los cultivos
usando el enfoque MLC. Respecto a los algoritmos SVM y RF se subraya la necesidad de ajustar
de modo artesanal los parametros asociados a cada clasificador. La bibliografia en el tema brinda
aproximaciones, sin embargo no se sabe de antemano cuales son los mejores para un problema
dado (Hsu et al. 2003). En este sentido SVM es mds complejo, en nimero y tipo de pardmetros
a ajustar, respecto RF (Rodriguez-Galiano & Chica-Rivas 2012). Por ultimo en lo que respecta a
la demanda computacional se destaca los requerimientos por parte de SVM, en lo referente a la
optimizacion de los valores de penalidad C y del pardmetro y. Este costo aumentaba
considerablemente con el nimero de clases y tamafio del conjunto de entrenamiento. Con
respecto a los tiempos de entrenamiento, en el estudio efectuado por Huang et al. (2002)
cuando se duplicé el tamafio de los datos de entrenamiento a ingresar a SVM, el tiempo de
entrenamiento aumento en una proporcién mayor.

Por dltimo teniendo en cuenta estas ventajas y desventajas, y con el fin de hacer uso Unicamente
de los méritos de cada clasificador, segun el desafio de mapeo y los recursos disponibles, Foody
& Mathur (2004); Rodriguez-Galiano & Chica-Rivas (2012) plantean como promisorio el uso de
conjuntos de clasificadores en fin de alcanzar mejores precisiones.

70



Sintesis

Actualmente en el area central de la provincia de Cérdoba los patrones de rotacién se
caracterizan por ser de alta intensidad, con la implantacion de uno o dos cultivos en la misma
campafia agricola, y escasa presencia de cultivos perennes. Este escenario refleja la necesidad
de un enfoque de mapeo efectivo y eficiente -en tiempo y espacio- que permita monitorear la
evolucion del mismo. En el presente capitulo, se analizod la performance de datos satelitales en
el mapeo de tierras dedicadas a cultivos agricolas, haciendo uso del algoritmo de clasificacidn
de maxima verosimilitud (MLC) y de dos algoritmos derivados del enfoque de aprendizaje
automatico. Con respecto a estos Ultimos, se evaluaron los algoritmos Random Forest (RF) y
Support Vector Machine (SVM). En los tres casos, se utilizé una escena individual Landsat 8, libre
de nubes, adquirida a fines de marzo de 2016 (momento en el que los cultivos se encontraban
en etapas reproductivas). Como dato de entrada se utilizaron bandas en la regién del visible e
infrarrojo cercano. Los modelos de clasificacién se validaron utilizando el parametro de Precision
Global y estadistico Kappa. Los datos para el entrenamiento y validaciéon se obtuvieron de
registros a terreno, con fecha de muestreo préxima a la de adquisicion de la imagen.

Los resultados que se obtuvieron en el presente capitulo manifiestan que las imdagenes de
reflectancia de la superficie del suelo, posibilitan el mapeo de la diversidad de coberturas
presentes en el drea de estudio, con anterioridad a la finalizacidn del ciclo de las mismas. Las
mejores precisiones se alcanzaron cuando se utilizaron grupos de entrenamiento y validacion,
conformados por clases que se limitaban a un estadio especifico del ciclo de cada cultivo
(precisiones globales e indice Kappa (k) del 99 por ciento y 0.99 respectivamente). Estos
excelentes comportamientos se basan en un riguroso trabajo de campo, en lo que respecta a la
recoleccidon de muestras representativas de todas las clases de interés sobre el area de estudio
y posteriormente, a gabinete, la determinacidn de clases de entrenamiento puras. De esta forma
los algoritmos de clasificacidn pudieron lograr una discriminacién, incluso entre clases de
cultivos que poseian similares patrones fenoldgicos.

Especificamente cuando se utilizé el algoritmo MLC, se constatd la simplicidad y sencillez de
ejecuciéon del método, como asi también su bajo costo computacional. Los indices de precision
demostraron un muy buen desempefio del algoritmo en el mapeo de cubiertas exclusivamente
agricolas, en correspondencia con anteriores trabajos sobre la misma drea geografica. En lo que
respecta al desempefio de los algoritmos derivados del enfoque de aprendizaje automatico, se
destaca su habilidad para mantener la separabilidad de las clases, aun cuando estas son
numerosas, similares y de gran variabilidad interna. Esto demuestra la habilidad de adaptacion
a problemas no lineales. Comparativamente el algoritmo SVM evidencio mejores precisiones
que RF, y ser mas robusto a la presencia de ruido y al tamafio del conjunto de entrenamiento.

En contraste las deficiencias de cada enfoque de clasificacion se hicieron evidentes. Debido a la
caracteristica paramétrica del clasificador de maxima verosimilitud, las altas precisiones
alcanzadas en este estudio dependieron considerablemente del tamafio y confiabilidad del
conjunto de entrenamiento. El algoritmo MLC incurrié en desaciertos cuando se ingresaba al
modelo clases muy heterogéneas. Respecto a los algoritmos SVM y RF sobresale la necesidad de
ajustar de modo artesanal los parametros asociados a cada clasificador. Por ultimo en términos
de costos computacionales, la ejecucion de SVM por medio de la libreria libsvm exhibié mayores
requerimientos especificamente en la etapa de optimizacién de sus pardmetros (comparando
tiempos de procesamiento, al utilizar andlogos conjuntos de entrenamientos, software, y
hardware).
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Es necesario recalcar que la fortaleza y potencialidad de los métodos aqui presentados se
sustentan en caracteristicas inherentes al problema en estudio, como lo son la dimensién de los
establecimientos en el drea de estudio (media=100ha, que permitié eliminar pixeles de las
borduras), la poca cantidad de especies cultivadas, y el contraste de las principales familias
botanicas. También se debe nombrar la disponibilidad de datos espectrales clave, convenientes
resoluciones espaciales y temporales. Se destaca la importancia de contar con imagenes libres
de nubes en fechas en la cual la diferenciacién espectral de las diferentes cubiertas se maximiza.
Estas consideraciones posibilitan la elaboracidon de mapas precisos y exactos, con antelacion a
la finalizacidn de las campafias africolas, lo cual es beneficioso para la planificacion, estimaciones
y generacion de presupuestos.

Finalmente se considera relevante recalcar que varios aspectos del presente estudio pueden ser
desarrollados en mayor grado. Uno de ellos es analizar la relacién entre el método de
clasificacion y tipo de cobertura del suelo. La divergencia en los resultados obtenidos alienta a
futuro plantear estudios que indaguen en este tdépico, a fin de explorar estrategias de
clasificacidon que integren mas de un algoritmo y grupo de clases. Del mismo modo se considera
promisoria la inclusidon de la multi-temporalidad en el andlisis.
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Capitulo 5

Mapeo de cultivos agricolas en base a datos espectrales y de
verdad de terreno no contemporaneos

Trabajando con datos de campo correspondientes al area central de la provincia de Cérdoba, los
algoritmos de clasificacién probados en el capitulo anterior, demostraron ser competentes en
el mapeo por tipo de cobertura agricola. En otros puntos del globo el mapeo preciso de los
cultivos de maiz y soja, también ha sido alcanzado con éxito. No obstante en el empleo de estas
metodologias se debe tener en cuenta las deficiencias especificas de cada método. Asi mismo,
es necesario enfatizar que tales esfuerzos de mapeo se basan en datos de referencia de uso del
suelo correspondientes al analogo ano en estudio. Sin embargo poseer conjuntos de datos de
referencia a terreno sobre el tipo-estado de los cultivos, para un lugar y momento especifico es
una situacion excepcional, ya que acarrea significativos esfuerzos y costos de muestreo previos.

Las complejas condiciones ambientales, la diversidad de agro-ecosistemas, la variabilidad en las

estaciones de crecimiento de los cultivos y el caracter instantaneo de las imagenes satelitales,
las cuales se limitan a proveer capturas transitorias de las condiciones superficiales (Zhong et al.
2014), restringen el uso interanual de esta informacidn. En este sentido, en el presente capitulo,
se explora la posibilidad de suprimir el requerimiento de datos de referencia, mediante la
depuracion y extraccién de firmas espectrales representativas a cada cultivo y etapa fenoldgica.
Por lo tanto, las pruebas llevadas a cabo, parten de la condicién inicial, de que los conjuntos de
datos de entrenamiento y validacidon proceden de campafias agricolas distintas. De esta forma
se pretende generar un conjunto de datos de referencia para la campania agricola 2012-2013, y
asi posibilitar un adecuado analisis de los datos SAR disponibles (capitulo 6).

Una multiplicidad/variedad de técnicas que incluyen al enfoque de anélisis orientado a objetos,
la extraccidon de estadisticos robustos, el analisis de distancias, y la clasificacion empleando SVM
son exploradas con la finalidad de desarrollar un procedimiento de mapeo independiente de
datos de referencia a terreno. La introduccion a estas técnicas y la motivacion para el desarrollo
de este tipo de metodologias de clasificacién fueron descriptas en los capitulos iniciales del
presente trabajo de tesis.

Materiales y métodos

Area de estudio

El area de estudio analizada comprende una ampliacién de la superficie mapeada en el capitulo
4, ubicada en el area central de la provincia de Cordoba. Este aumento en la superficie analizada
se debid a la presencia de nubosidad en parte de la regidn objeto de andlisis (07 de marzo de
2013). Este hecho limité el procesamiento de la imagen, en consecuencia el area a analizar se
extendio a regiones préximas libres de nubosidad. Estas regiones vecinas, denotaban los mismos
atributos (tamanfo de lotes, cultivos, suelos) que para el sub drea de estudio original. Asimismo
se encontraban espacialmente en el andlogo path & row de la escena satelital Landsat.
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Procesamiento de los datos de entrada

Datos satelitales

Para presente estudio se utilizaron imagenes correspondientes a los satélites Landsat 7 vy
Landsat 8 (path/row: 229/82) adquiridas en momentos de final de ciclo de los cultivos. La
descarga de las mismas se realizé desde el sitio web del Servicio Geoldgico de los Estados Unidos
(http://earthexplorer.usgs.gov/). Las fechas de adquisicién y correspondiente sensor se
especifican en la Tabla 16

Tabla 16. Fechas de adquisicion de imdgenes

Satélite Afo 2013 Afio 2016
Landsat 7 (L7) 07 marzo 15 marzo
Landsat 8 (L8) 16 de abril 23 marzo

El procesamiento de las imagenes, incluyd en una primera instancia el reescalado y calibrado de
los DN a valores de reflectancia en el techo de la atmosfera TOA, usando para ello los
coeficientes radiométricos provistos en el archivo de metadato “MTL.txt”. Se prosiguid para los
provenientes del sensor OLI (L8) segun lo descripto por Ariza (2013) y en el caso de L7 se efectud
conforme lo especificado en Chander et al. (2009). Por ultimo se realizé un recorte de las
imagenes, acotdndola al area de estudio, con el fin de reducir el tiempo de ejecucién de los
calculos computacionales.

Datos de referencia a terreno

Para la construccién del conjunto de entrenamiento, se utilizd la base de datos de tipos de
cobertura de la campanfa agricola 2015-2016 descripta en el capitulo 4. En lo que respecta a la
base de datos de validacion de los tipos de cobertura presentes en la campafia 2012- 2013, se
emplearon datos de un relevamiento de 17 lotes agricolas. Este ultimo muestreo se efectud en
el periodo de post — cosecha (campafia 2012 - 2013). Del analisis de los residuos de cosecha se
determind el cultivo implantado en la mencionada campafia. Por este motivo, cabe mencionar,
que no se disponia de informacién precisa sobre fechas de siembra y estado sanitario de los
cultivos. Sin embargo el objetivo ultimo de la clasificacion fue diferenciar tipos de coberturas en
las grandes familias botdnicas (Gramineas - Leguminosas). A partir de esta informacion es
posible inferir el volumen de residuos post cosecha y grado de cobertura del suelo.

Analisis, depuracién y generacién del nuevo conjunto de datos de referencia a campo

Segmentacion
En primera instancia las imagenes de la zona de estudio fueron segmentadas en objetos
constituidos por varios pixeles. Para ello se utilizé el algoritmo Meanshift implementado en la
caja de herramientas de Orfeo, presente en el software QGIS 2.14. El ajuste de los parametros
asociados al algoritmo, fue dirigido a fin de obtener objetos cuyos limites se asemejaban al de
las parcelas agricolas. Para ello multiples combinaciones de los parametros radio espacial,
numero de iteraciones y tamafio de objetos fueron probadas, a fin de conseguir un resultado
conveniente. Una descripcidon detallada del procedimiento de segmentacidon y pardmetros
asociados, se proporciona en la pagina web del software (

). La combinacién finalmente seleccionada fue 5, 200,
y 75 para los parametros radio espacial, n° mdximo de iteraciones y tamafio minimo
respectivamente.
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Seleccion de lotes y extraccion de estadisticos

A partir de la imagen L8 de 2016, los segmentos generados y sus correspondientes datos de
referencia a campo, se realizd una seleccion de los objetos correspondientes a lotes con cultivos
de soja, maiz y mani en sus diversos estadios fenoldgicos. Esta informacién se incorpord en un
nuevo atributo del archivo vectorial denominado “tipo de cultivo”. Este archivo vectorial con los
objetos etiquetados fue utilizado sobre la imagen L7 del 2016, con el fin de calcular los
estadisticos mediana, desvié estandar y n° de pixeles en cada banda de la imagen.
Posteriormente se verificé el valor del estadistico desvid estandar, con el fin de eliminar objetos
conformados por conjuntos de pixeles muy heterogéneos. Por ultimo se recalculd el estadistico
mediana para cada tipo de cultivo en su correspondiente etapa fenoldgica (es decir la mediana
de varios objetos). Esta informacion permitié confeccionar las firmas espectrales de los cultivos
representativos.

Seguidamente se prosiguid con el procesamiento de los datos espectrales correspondientes a la
campafia 2012 — 2013. La imagen L8 fue sometida a un proceso de segmentacién guiandose por
el procesamiento realizado a laimagen L8 de 2016. Como resultado se obtuvo un mapa vectorial
cuyos objetos se adaptaban a la forma y homogeneidad de los lotes agricolas. Sin embargo
debido a la heterogeneidad innata de los lotes, coexisten segmentos irregulares y de menor
tamanfio. Por este motivo se realizé un filtrado de los objetos menores a 200 pixeles de tamafio.
En lo que respecta a laimagen L7, debido al defecto producido por la falla del instrumento “Scan
Line Corrector”, se procedio a eliminar los pixeles con datos faltantes y defectuosos. Sobre la
imagen resultante se situd el mapa vectorial y se procedio al célculo de los estadisticos media y
desvio estandar de cada una de las bandas, dentro del perimetro de cada objeto. Estas variables
se grabaron como dos nuevos atributos del archivo vectorial.

Generacion de nuevo conjunto de verdad de terreno

Los dos conjuntos de referencia creados fueron exportados en formato de tabla al software
estadistico Infostat (Di-Rienzo et al. 2016). En el mismo se procedid a realizar un analisis de
distancias. Se calcularon las distancias entre los estadisticos de los segmentos de la imagen L7
2013 vy las firmas espectrales representativas generadas con los datos de la campaia 2015 —
2016. Para el cdlculo se utilizé la métrica distancia euclidiana. Luego se identificaron los
segmentos cuya distancia euclidiana en relacién a las firmas espectrales no superaba el valor de
0,04, y se procedid al etiquetado con la correspondiente clase. Estos segmentos etiquetados
conformaron el nuevo conjunto de verdad a terreno para realizar la clasificacion de los datos
espectrales de la campafia agricola 2012 — 2013.

Metodologia de clasificacion utilizada

Algoritmo de clasificacion

Para realizar la clasificacidn se utilizo el algoritmo Support Vector Machine, el cual conforme a
las pruebas realizadas en el capitulo 5, evidencio convenientes resultados para la zona en
estudio. La descripcién del algoritmo, el software utilizado, y los pardmetros asociados al
algoritmo se describe en capitulos anteriores. Se fijo un valor de 0,3 para el parametro relacion
entre tamafio de muestras de validacion y entrenamiento (V/T) y Radial Basis Function como
tipo de kernel svm (KT). Adicionalmente se utilizé un archivo con los estadisticos media y desvio
estandar de cada banda de laimagen, el cual es requerido por el programa para centrar y reducir
los pixeles de entrada.

A los mapas resultantes se les realizo un post procesamiento, aplicando un filtro de mayoria
(OTB Team 2016). Se aplicaron 2 tamafios de ventana 3x3 y 5x5.
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Validacion

Debido a que las clases de entrenamiento y validacidn no se correspondian en su totalidad, para
la evaluacién de los mapas resultantes, se optd por una metodologia alternativa a la presentada
en el capitulo 5. Se procedid al cdmputo de una matriz de clasificacién, la cual comparaba las
coincidencias en numero de pixeles, entre las clases de la clasificacion y las de referencia a
campo. Este ultimo conjunto deriva del relevamiento de los 17 lotes agricolas de la campana
2012 - 2013. En analogia con una matriz de confusién (Congalton 1991) se calcularon los
estadisticos, ahora renombrados, Pseudo-precisidon del productor y usuario, y los estadisticos
Precision Global (PG) y estadistico Kappa (k).

Un esquema conceptual de la metodologia propuesta en el presente capitulo de tesis es
presentada en la Figura 24, incluyéndose el uso que se le dara en el presente trabajo de tesis, al
mapa generado.
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Figura 24. Metodologia de procesamiento y clasificacion de datos.
Imdgenes L8 con contorno de linea continua, imdgenes L7 con contorno de guion, Imagen Radar con contorno punteado.
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Resultados y discusion

Segmentacion

Como fue mencionado en el apartado de materiales y métodos, se realizaron multiples pruebas,
con el fin de ajustar los parametros asociados. Tomando como entrada las bandas espectrales
de las imagenes L8 del area de estudio (Figura 25), los resultados eran muy disimiles. Desde un
Unico segmento que agrupaba todo el area de estudio, objetos que agrupaban mas de un lote
(Figura 26), a objetos de reducida superficie que fragmentaban un lote con cultivo homogéneo
(Figura 27). En el primer caso el parametro nimero de iteraciones restringia la creacién de
objetos. Seguidamente el parametro de mayor peso, en la determinacién de la dimension de los
objetos, fue tamafio minimo. Finalmente se eligieron valores de compromiso, que generaban
objetos acorde a la forma del lote y la homogeneidad dentro del mismo (Figura 28). Es decir se
aceptaron divisiones dentro de un lote, especialmente en los de mayores dimensiones (> 200ha).
Es de resaltar que en el caso de los segmentos de mayor tamafio, estos son capaces de agrupar
las clases mas heterogéneas (urbano, “pozo” de infiltracidn, cubiertas vegetales heterogéneas).
Este hecho se podria utilizar con el fin de confeccionar mascaras, para a posteriori excluir estas
areas de los andlisis exclusivamente agricolas.

Referencias

J Localidad de Laguna Largal

)] Localidad de Manfredi

(<]

Autopista Cordoba Rosario
EEEEEEER

Ruta Nacional N° 9
sEmmEsmsEmmnEEn

Ruta provincial N° 412

Ruta Erovincial

Figura 25. Recorte de la imagen Landsat 8 color real, sobre drea de estudio, con fecha 23 marzo de 2016
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Figura 26. Resultado de segmentacion sobre el drea de estudio. Los objetos sobreestiman el tamafio de los lotes
(Encerrados con un circulo amarillo se sefiala varios lotes incluidos en un mismo segmento).

Figura 27. Resultado de segmentacion sobre el drea de estudio. Se subestiman el tamafio de determinados lotes
(El circulo amarillo sefiala objetos que fragmentan un lote).
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Figura 28. Resultado de segmentacion sobre el drea de estudio elegida para la extraccion de estadisticos
representativos.

Firmas espectrales representativas

Efectuado el proceso de segmentacion y extraidos los estadisticos distintivos, se computarony
elaboraron gréficamente las firmas espectrales de los cultivos representativos. Para los tipos de
cobertura representativos, en la Tabla 17 se presentan los valores de la mediana y desvio
estandar de cada banda de la imagen L7 en valores de reflectancia. En la Figura 29 se exhibe un
boceto de las firmas espectrales. Es posible observar cierto aglomeramiento en los valores de
infrarrojo cercano (banda 4) correspondientes al cultivo de soja en sus estadios
fotosintéticamente activos, comportamiento similar ocurre con las relativas al cultivo de maiz
en sus estadios fotosintéticamente activos. Los estadios avanzados muestran el aumento de la
reflexion y absorcidn caracteristica en las bandas rojo e infra-rojo respectivamente. El cultivo de
mani denota una relacion infrarrojo/rojo excepcional. Dicha relacién se evidencia en su
respectivo valor de NDVI (Tabla 17), el cual es superior al resto de las coberturas, sutilmente
mayor al tipo soja extra tardia. En general se constaté un aumento en los valores de NDVI y
reflectividad de la banda infrarroja en el siguiente orden; cultivos en etapas avanzadas, maiz
activo, soja activa, y mani. Sims & Gamon (2002) trabajando con un amplio rango de especies,
sugieren que la reflectancia a nivel de superficie de la hoja es un porcentaje mayor de la
reflectancia total en el visible que en el infrarrojo. Esto se debe a las vellosidades presentes en
la superficie de la hoja, que aumentan la reflectancia en toda la regién visible del espectro, pero
su efecto en el infrarrojo cercano es pequefio (Slaton et al. 2001). En contraste la dispersion de
la luz en el espectro del infrarrojo estd positivamente relacionada con las discontinuidades en la
estructura interna de las hojas (Gausman 1974). (Slaton et al. 2001) encontraron que la
reflectancia entorno a los 800 nm no estaba relacionada con el grosor de la hoja, sino que
dependia del porcentaje de espacio aéreo intercelular y la relacidn entre el drea superficial del
mesdfilo y el area foliar. Blackburn (1999) comprobd que las mediciones sobre pilas de hojas,
también muestran incrementos en la reflectancia del infrarrojo cercano hasta el grosor de
aproximadamente ocho hojas. Estos argumentos se corresponden con la estructura morfoldgica
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de los cultivos estudiados, mas especificamente en lo que respecta a la disposicion de las hojas,
y explicarian la diferencia de sus reflectancias en la regién del infrarrojo cercano. Para los
cultivos de soja y mani, sus hojas se disponen de forma seudo planofila, formando un canopeo
“cerrado” a la penetraciéon de luz. En esta situacion la luz roja es absorbida mayoritariamente,
mientras que las ondas infrarrojas son reflejadas al estar el suelo completamente cubierto por
la vegetacion (Reddy et al. 2001). En el caso del maiz, sus hojas se disponen principalmente de
forma mas vertical (erectofila). En esta situacion la luz roja es mayoritariamente absorbida por
la canopia, y la reflectancia en esta regidon del espectro proviene mayormente del estrato
superior del dosel del cultivo. Mientras tanto, la energia en el espectro del infrarrojo cercano,
es afectada principalmente por la dispersién de las hojas, pudiendo alcanzar las capas mas
profundas (Gitelson et al. 2014). Esto puede explicarse también por un espaciado mas amplio
entre los surcos, estableciendo una mayor exposicién del suelo. De esta forma los lotes con
cultivo de maiz exhiben una menor reflectancia en el espectro del infrarrojo cercano, respecto
a los de soja y mani (Senay et al. 2000). Comprender esta interaccién entre la estructura del
canopeo y la energia reflejada en cada intervalo del espectro electromagnético en estudio,
permite determinar el tipo de interaccién que acontece, y que es inherente a cada cultivo. Este
hecho puede posibilitar la confeccién de reglas de clasificacién mas robustas y certeras, como
asi también entender los errores que se producen, como es el caso de la mixtura de clases.

Con respecto a la informacién que brindan las bandas infrarrojas de onda corta (bandas 5y 7),
existen amplios trabajos que comprueban exitosamente su utilidad en la estimacion del
contenido de agua foliar (Ullah et al. 2013; Chen et al. 2005; Jackson et al. 2004). Asi mismo se
ha reportado su conveniencia en la estimacidon de biomasa de cultivos agricolas (Zheng et al.
2016). Si bien se han reportado mejoras en la discriminacién de cultivos, al introducir a los
modelos de clasificacién datos de esta regidon del espectro (Pefia-barragan et al. 2011), no se
han encontrado trabajos que expliquen especificamente los mecanismos fisico-quimicos que
acontecen. Especificamente entre el conopeo de los cultivos de soja-maiz y |la energia registrada
por las bandas SWIR. Para el cultivo de maiz, se infiere una mayor absorcion en la banda 5
relacionada a la mayor biomasa y por ende mayor contenido hidrico de este cultivo.

0.6
0.5
0.4
p 0.3
0.2
0.1
0.0
1 2 3 4 ] 7
Bandas espectrales ETM+
=@= Mani =@= Soja R5-R6 ® MaizR5
== Soja R8 =@= Soja R1-R4 O Maiz R3-R4
=@= Soja R7 =@= Maiz R6 ® Maiz R1-R2

Figura 29. Firmas espectrales de clases de cobertura de cultivos (Landsat 7, 15 marzo 2016).
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Tabla 17. Valores de los estadisticos mediana y desvio estdndar (DE) de cada banda de la imagen L7 (fecha de adquisicion 15/03/2016) para los tipos de cobertura en valores de reflectancia. Se
acompafia su respectiva magnitud de NDVI.

Bandadel7y , Maiz extra Maiz , , Maiz extra Soja Soja . , Soja extra

estadisticos Mani temprano  intermedio Maiz tardio tardio temprana  intermedia Soja tardia tardia

1 mediana 0,09 0,10 0,09 0,09 0,09 0,10 0,09 0,09 0,09
1DE 0,02 0,04 0,03 0,03 0,03 0,03 0,03 0,03 0,04
2 mediana 0,08 0,08 0,07 0,07 0,07 0,09 0,08 0,08 0,07
2 DE 0,02 0,03 0,03 0,03 0,03 0,03 0,03 0,03 0,03
3 mediana 0,04 0,08 0,05 0,05 0,04 0,09 0,05 0,04 0,04
3DE 0,01 0,03 0,02 0,02 0,02 0,03 0,02 0,02 0,02
4 mediana 0,51 0,21 0,29 0,33 0,34 0,25 0,41 0,43 0,45
4 DE 0,10 0,07 0,11 0,12 0,13 0,09 0,16 0,15 0,20
5 mediana 0,17 0,19 0,13 0,15 0,13 0,22 0,18 0,18 0,19
5 DE 0,03 0,07 0,06 0,06 0,05 0,08 0,07 0,06 0,09
7 mediana 0,05 0,10 0,05 0,06 0,05 0,12 0,07 0,07 0,07
7 DE 0,01 0,04 0,03 0,03 0,02 0,04 0,03 0,03 0,03
NDVI 0,84 0,44 0,71 0,73 0,77 0,47 0,78 0,81 0,83

82



Analisis de distancias

El mapa vectorial generado a partir de laimagen L8 2013 se utilizé sobre la imagen L7 del mismo
afio, para la extraccidon de los estadisticos mediana y desvio estandar. De la totalidad de
segmentos fueron seleccionados aquellos cuya dimensién superaba los 200 pixeles
(aproximadamente 1400 objetos). Con los estadisticos espectrales de estos segmentos
(campafiia 2012-2013) y los valores de las firmas espectrales de los cultivos representativos de
la campana 2015-2016, se realizé un andlisis de distancias. Tomando como umbral un valor en
métrica euclidea= 0.04, se identificaron 474 objetos cuyas distancias eran iguales o menores.

Al analizar el conjunto de objetos, se observaron distancias menores al umbral entre un objeto
sin etiquetar y mas de una firma representativa. Dentro de estas situaciones fue posible
identificar dos comportamientos caracteristicos: primero el que incluyd a las firmas
representativas de cultivos maiz y soja en fin de ciclo, es decir maiz extra-temprano y soja
temprana. Un segundo entre las firmas de un mismo cultivo en etapas fenolégicas reproductivas
fisioldgicamente activas. En el primer caso se explica por el hecho de que los cultivos se
encontraban en etapas senescentes, con minimas areas de tejido verde (activo). En estas
circunstancias la energia electromagnética, es reflejada de forma similar por parte de los tipos
maiz extra temprano y soja temprana. Al ser tejido practicamente muerto sus firmas espectrales
se asemejan entre si y a la que en la bibliografia se ejemplifica para el suelo seco (Stoner &
Baumgardner 1981), con un aumento en la reflectividad del rojo, y un descenso relativo en el
infrarrojo. En el segundo caso para cada especie se observa un agrupamiento de los valores
alrededor de la firma correspondiente al estadio fenolégico llenado de granos. Es decir en los
estadios R3-R4 en el caso del maiz y los R5-R6 para el cultivo de soja. Este comportamiento se
relaciona con las tasas de asimilacion de materia seca por parte de los cultivos, representadas
en el presente analisis por los valores de NDVI. Las maximas tasas de asimilacidon acontecen en
los periodos de plena floracidn, correspondiente con la etapa de floracién completa (R2) en soja
(Toledo n.d.), y emergencia de barbas en maiz (R1). A partir de estas etapas empieza un periodo
de “autodestruccidn” de las partes fotosintéticas de la planta, debido a la demanda de
carbohidratos y proteinas para el llenado de los granos (Brun 1978). Es por esta razéon que los
subsiguientes estadios (etapas mas avanzadas del ciclo fenoldgico) muestran una progresiva
declinacion en el valor de NDVI. El paso de una etapa a otra no es discreto, sino un continuo, por
lo que un objeto puede denotar estadisticos que se aproximan en una misma cuantia a dos
estadios fenoldgicos sucesivos.

En base a estos resultados se redefinieron las clases a utilizar en la clasificacion: cultivo
senescente, mani, maiz avanzado, soja avanzado, maiz activo y soja activo. Este conjunto de
segmentos etiquetados conformaron los nuevos datos de referencia de terreno a utilizar en el
entrenamiento del algoritmo de clasificacién. En la Tabla 18 se describen las clases, nimero de
segmentos y pixeles que conforman este nuevo conjunto.

Tabla 18. Clases y atributos del nuevo conjunto de entrenamiento

Clase Numero de segmentos Numero de pixeles Clave de color
Maiz activo 70 25240 Amarillo
Soja activo 169 69196 Verde claro
Mani 11 5489 B Auwl
Maiz avanzado 5 1840 Naranja
Soja avanzado 38 12288 Verde oscuro
Cultivo senescente 5 1724 Rojo
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Clasificacion

En la Figura 30 se muestra un fragmento de la imagen L8 con fecha de adquisicién 16 de abril de
2013 en color real. La Figura 31 representa la misma fraccidn con los pixeles clasificados en las
respectivos tipos de cobertura. Se denota la presencia de las seis clases en el mapa resultante.
Mayormente se manifiesta una mixtura entre las especies leguminosas, y de la clase maiz con
cultivo senescente.

Referencias

Localidad de Laguna Largal

| Localidad de Manfredi
(©)

Autopista Cordoba Rosario
EEEEEEEN

Ruta Nacional N° 9

Ruta provincial N° 412

Ruta Erovincial

Figura 30. Recorte del drea a clasificar. Imagen L8 color real del 16 de abril de 2013.
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Figura 31. Mapa de cultivos resultantes de la clasificacion interanual.

Con el fin de atenuar la mixtura de pixeles en las periferias y/o interior de los lotes, se prosiguid
con una regularizacién del mapa de cultivos. El resultado de esta regularizacién, para los
tamafios de ventana 3x3 y 5x5 puede observarse en las Figuras 32 y 33 respectivamente. Este
proceso posibilita un analisis mas facil de los componentes del mapa obtenido. Se aprecia una
mayor regularizacion al utilizar el filtro de mayor lado sobre la imagen procesada.
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[ IMaizactivo [I]Maiz avanzado [I Soja activo [l Soja avanzado [l Mani [l Cultivo senescente

Figura 33. Mapa de cultivo sometido a una regularizacion con filtro de mayoria de 5x5.

86



Evaluacion de la precision de la clasificacion
En las Tablas 19, 20 y 21 se muestran las matrices de clasificacién, para el mapa original y los
mapas procesados con el filtro de mayoria. Se hace uso del término matriz de clasificacion, y no
de confusidn, ya que no se disponia de verdad de terreno para validar los cultivos por su estadio
fenoldgico, aunque en el caso de las especies soja y maiz, las salidas de la clasificacién si
permitian esta separacién. Por lo anterior, las Pseudo-precisiones de productor y usuario se
calcularon teniendo en cuenta la coincidencia entre coberturas de la misma especie. Estos

aciertos se resaltan en negrita.

Tabla 19. Matriz de clasificacion del mapeo realizado a partir de la imagen L8 de 16 de abril.

. Pixeles etiquetados producidos Pseudo-
Pixeles de
. - - - - - Total Prec.
referencia maiz Soja mani maiz soja cultivo d. (%
activo activo avanzado avanzado senescente prog. ( D)
Maiz 354 9 1 98 68 73 603 74,96
Soja 129 1083 107 170 1024 55 2568 82,05
Mani 21 37 0 0 52 0 110 0,00
Sorgo 5 1 0 8 219 95 328 -
Total 509 1130 108 276 1363 223 3609
Pseudo-
69,55 95,84 0 35,51 75,13 -
Prec. Usu. (%)
Tabla 20. Matriz de clasificacion post regularizacion con filtro de mayoria 3x3.
. Pixeles etiquetados producidos Pseudo-
Pixeles de
. - - - - - Total Prec.
referencia maiz Soja mani maiz soja cultivo d. (%
activo activo avanzado avanzado senescente prog. ( O)
Maiz 380 0 0 102 62 57 601 80,20
Soja 52 1110 92 57 1150 15 2476 91,28
Mani 22 31 0 0 53 0 106 0,00
Sorgo 0 0 0 1 213 111 325
Total 454 1141 92 160 1478 183 3508
Pseudo-
83,70 97,28 0,00 63,75 77,81 -
Prec. Usu. (%)
Tabla 21. Matriz de clasificacion post regularizacion con filtro de mayoria 5x5.
. Pixeles etiquetados producidos Pseudo-
Pixeles de
. - - - - - Total Prec.
referencia maiz Soja mani maiz soja cultivo d. (%
activo activo avanzado avanzado senescente prog. ( 0)
Maiz 387 0 0 105 61 47 600 82,00
Soja 32 1146 91 29 1223 5 2526 93,78
Mani 20 26 0 0 56 0 102 0,00
Sorgo 0 0 0 0 214 114 328 -
Total 439 1172 91 134 1554 166 3556
Pseudo- 88,15 97,78 0,00 78,36 78,70 -

Prec. Usu. (%)
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Cuando se examina el desempefio de la clasificacion, se observan resultados bastante
promisorios en lo que respecta a las clases correspondientes a los cultivos de soja y maiz. Las
precisiones de usuario reflejan porcentajes muy buenos en especial para las coberturas soja
activo y maiz activo. En la Tabla 19 puede apreciarse una menor confusién entre las clases maiz
activo y soja activo, con respecto al par maiz avanzado y soja avanzado.

Estos ultimos resultados evidencian la posibilidad de realizar mapas de areas cultivadas con las
especies soja y maiz, utilizando datos de referencia de campanas agricolas de afios diferentes.
En particular pueden alcanzarse mayores precisiones, si se mapean dichos cultivos en estadios
fenolégicos préximos a la etapa de floracion.

Esta particularidad puede ser utilizada a futuro a fin generar mapas de cultivos mds precisos,
realizando el etiquetado de las cubiertas de cultivos, cuando los mismos se encuentran
empezando su etapa reproductiva. Al respecto Waldner et al. (2015a) expresan que uno de los
principales desafios para incrementar la superficie de tierras de cultivo mapeadas a escala
regional, es la disponibilidad de datos de validacion apropiados. Cuanto mads detallada sea la
informacidn a entrar al modelo, mas veridica serd la clasificacion. En el mismo sentido Xiong et
al. (2017) afirman que es indispensable poseer datos abundantes y no sesgados para el
entrenamiento y validacién del algoritmo.

Con respecto a la cobertura mani, la matriz de clasificacion no denota coincidencias con los
respectivos pixeles de referencia. Esto puede relacionarse con el hecho de que para la
evaluacion de este cultivo, se disponia de solo un registro, correspondiente a un lote de 12ha
aprox. O bien que la clase de entrenamiento no abarco el estadio fenolégico del lote utilizado
para la evaluacion. Sin embargo se destaca que estos pixeles de referencia fueron clasificados
mayoritariamente como cobertura de soja, especie de la misma familia botanica. En la clase
mani, el mayor acuerdo se produjo con la clase soja avanzado la cual denota mas variabilidad en
sus valores de reflectancia, respecto a la clase de soja activo. Esta circunstancia puede reflejar
la necesidad de definir mas de una clase de entrenamiento para el cultivo mani, tal como se
realizé para los cultivos soja y maiz.

En cuanto a la clase sorgo, la misma se agrego a la evaluaciéon como clase de referencia, para
analizar el comportamiento del algoritmo clasificador. Se observé que dichos pixeles fueron
etiquetados principalmente como soja avanzado. Este comportamiento evidencia la disimilitud
con las clases maiz activo y avanzado (misma familia botdnica), siendo necesario un analisis mas
detallado, a fin de poder delimitar las firmas espectrales representativas de cada estadio del
cultivo de sorgo. Es necesario recalcar que para superar los problemas de falta de datos a campo,
presencia de nubosidad y falla en los instrumentos, para la presente clasificacion se trabajé con
4 imagenes satelitales, provenientes de 2 sensores distintos. En concordancia a lo expresado por
Zhong et al. (2014) las diferencias en la calidad de las imagenes inter-anuales y las discrepancias
en las etapas de crecimiento sensadas pueden ser dos de las razones para las bajas precisiones
de este tipo de clasificaciones.

De manera opuesta a lo descripto para la clase sorgo, para el calculo de la precisién del usuario
de la clase cultivo senescente, no se disponia de verdad de terreno, por lo que no fue posible
determinar esta precisidn. Es importante aclarar que esta clase se introdujo al andlisis, por el
hecho de que se trabajo con una imagen correspondiente a la segunda quincena de abril, en la
que los cultivos en etapas finales de sus ciclos, se encuentran fisioldgicamente menos activos,
con sus firmas espectrales semejantes entre si y a la del suelo desnudo, lo que dificulta su
discriminacién (Bowker et al. 1985). Dicha clase tiene por objetivo agrupar los pixeles que no
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pueden ser asignados a una especie en particular, de forma que el clasificador pueda delimitar
ese hiperespacio y de esta forma limitar etiquetados desacertados. Por Ultimo se aprecia que el
proceso de regularizacion de la imagen elimino los pixeles mixtos dentro de los lotes,
proporcionando coberturas mds homogéneas, por consiguiente mayores valores de los
estadisticos que validan la clasificacion fueron obtenidos. En este sentido sobresale el efecto del
filtro para depurar pixeles de las clases maiz y maiz senescente dentro de los lotes
correspondientes a la clase de referencia cultivo de soja.

Con respecto al calculo de los estadisticos Pseduo-PG y Pseudo-k, estos se determinan tomando
los pares de las clases a comparar. Como se menciond anteriormente los mapas resultantes
poseen seis clases, mientras que los datos de cobertura para la validacién constaron de cuatro
tipos, ademds de no poseer su homologa en el caso de la clase sorgo. Este hecho imposibilito el
computo directo de los estadisticos. Por este motivo se procedid a unir las clase maiz con maiz
senescente, la clase soja con soja senescente, la clase mani quedo sin cambios. Al mismo tiempo
fueron apartados del analisis las clases cultivo senescente y sorgo por no poseer su clase
homologa. Los valores de los indices Pseudo-k y las Pseudo- precisiones globales (en porcentaje)
para cada mapa se exponen en la Tabla 22. En primera instancia se puede observar como el
proceso de regularizacion de la clasificaciéon, mejora los indices de precision. Pasando de un
Kappa catalogado como “suficiente” a uno “muy bueno” para la clasificacidén regularizada con el
filtro de mayoria de tamafio de ventana 5x5. Del mismo modo se aprecia una precision global
gue se incrementa hasta alcanzar el 90%. Zhong et al. (2014) usando datos satelitales de Landsat
5y 7, realizaron clasificaciones interanuales a partir de segmentos con el fin de mapear soja,
maiz y otros cultivos en el estado de Kansas, Estados unidos, logrando precisiones promedio del
82.3%, y maximos de 90%, al utilizar variables espectrales como datos de entrada al modelo.
Recientemente Zhong et al. (2016) utilizaron imagenes MODIS para mapear automaticamente
los cultivos de soja y maiz, tanto de primera como de segunda, con el propdsito de generar
mapas por coberturas de soja, maiz y otras en el estado de Parand, Brasil. Esta estrategia les
permitid alcanzar una precision global y Coeficiente Kappa del 87,2% y 0,804 respectivamente.
Los resultados evidencian la conveniencia de dividir una clase correspondiente a un mismo
cultivo segln sus fechas de siembra, de manera de poder considerar el patrén de reflectancia
caracteristico para cada etapa del cultivo. En la misma linea de investigacion Matton et al. (2015)
y Waldner et al. (2015a) trabajaron en el desarrollo de metodologias capaces extrapolar datos
de diferentes campanas con la finalidad de producir mapas de dreas cultivadas sin la necesidad
de datos de campo y calibracién. Probando estas metodologias en diferentes partes del globo,
alcanzaron precisiones globales mayores al 80%. En sus trabajos hacen hincapié en la necesidad
de depurar la base de datos y contar con resoluciones espaciales finas para poder obtener
registros que describan el estado de los lotes de la forma mas precisa y detallada posible. Por
otra parte en el presente capitulo se hicieron evidentes las falencias del enfoque de trabajo a
nivel de pixel, en el cual la mixtura en el interior de los lotes hizo necesaria una posterior
correccion. Este hecho promete oportunidades para el trabajo con el enfoque orientado a
objetos, sin embargo los ultimos autores manifiestan que los mejores resultados obtenidos con
una segmentacién previa, deben equilibrarse con el costo adicional de este proceso y los
potenciales problemas de ajuste del algoritmo para grandes areas.

Por otro lado (Xiong et al. 2017) manifestaron que un algoritmo de clasificacion no puede ser
aplicado a lo largo de varias dreas geograficas, con igual certeza. Dirigir analisis independientes
para cada ZAH, en el caso de la provincia de Cordoba, puede permitir enfocar el estudio a zonas
agroeconomicas determinadas, capturar sus caracteristicas Unicas y poder obtener mejores
resultados al realizar clasificaciones interanuales. En este sentido los mismos autores sugieren
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en una primera instancia limitar el estudio a las areas tradicionalmente dedicadas a cultivos por
medio de madscaras actualizadas de tierras dedicadas a actividades agricolas.

Tabla 22. Valores de los estadisticos de validacion para los mapas de cultivos

Pseudo Coeficiente Pseudo Precision

Mapa de cultivos Kappa Global
(K) (%0)

Clasificacién original 0,51 81,16

Clasificacioén Filtro 3x3 0,66 88,14

Clasificacion Filtro 5x5 0,71 90,08

Por ultimo es necesario indagar en los recientes estudios que abordan la clasificacion automatica
de coberturas de cultivos (Zhong 2012; Zhong et al. 2016; Waldner et al. 2015; Xiong et al. 2017;
Matton et al. 2015), haciendo uso de caracteristicas fenoldgicas derivadas de indices verdes.
Clasificando cubiertas de suelo utilizando imagenes de MODIS y Landsat en Beijing, China, Jia et
al. (2014) lograron identificar de forma competente tipos de vegetacidn al usar caracteristicas
fenoldgicas. Los autores infieren que la efectividad se relacionada a los diversos tiempos de
siembra de la vegetacién analizada, lo cual resulta en diferencias relevantes en los patrones
fenoldgicos que exhiben los lotes de los cultivos. Entre las ventajas del uso de series de métricas
fenoldgicas respecto a clasificaciones basadas en variables espectrales de una sola observacion,
los autores antes citados indican que son menos afectadas por errores de medicién y vacios
temporales en etapas concretas de cada cultivo. Respecto a esto ultimo la interpolacién entre
fechas de los indices de vegetacién, permite superar la variacidn afio tras afio de los dias libres
de nubosidad. Se resalta que este tipo de metodologias son robustas y extensibles a otras areas.

En referencia a las desventajas inherentes a estos métodos, se menciona que el no disponer de
imdagenes regularmente distribuidas en la estacion de crecimiento de los cultivos, pueden
sucederse brechas temporales amplias en la serie temporal de los indices de vegetacién. Como
resultado, el proceso de ajuste de la curva es afectado y las estimaciones de las métricas
fenoldgicas son menos precisas, causando estimaciones sesgadas en el ajuste de las curvas
(perfiles temporales planos del indice de vegetacion). Por otra parte la variacion interanual del
progreso de los cultivos y su cosecha, es una fuente importante de confusién para la clasificacion
basada en variables fenoldgicas. Estas circunstancias hacen necesario el estudio de
metodologias de mapeo automatico de cultivos, que utilicen de forma directa los datos
espectrales.
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Sintesis

Reunir estadisticas de superficies dedicadas a la agricultura de forma rutinaria y repetitiva en
tiempo y espacio es un desafio significativo. El mapeo de las superficies dedicadas a los cultivos
de soja y maiz, alcanzan hoy en dia muy buenos indices de precisiéon. No obstante tales labores
de mapeo demandan grandes esfuerzos en la recoleccion de datos de referencia. En este
sentido, el presente capitulo de tesis explord la posibilidad de generar mapas de dreas cultivadas
con soja y maiz, sin disponer de datos de campo. Estos nuevos datos de referencia son usados
en el capitulo 6, para el andlisis de los datos SAR. Para ello un algoritmo clasificador fue
entrenado con datos de referencia de una campafia agricola diferente. Se emplearon imagenes
satelitales Landsat 7 y 8 de los afios 2013 y 2016, el algoritmo de segmentacion Meanshift, y el
algoritmo de clasificacién Support Vector Machine.

En la etapa de generacion de segmentos la seleccidn de los pardametros mediante pruebay error
permitié obtener resultados acorde a la dimensién y forma general de los lotes. Sin embargo
este proceder puede ser demandante recursos para grandes areas. Estos objetos se utilizaron
para extraer los estadisticos espectrales de los lotes. Al comparar los valores de dos campaiias
agricolas, pudo definirse un nuevo conjunto de datos de referencia para el aifio 2013, que
diferenciaba por cultivo de soja y maiz préoximos a la floracidn y en estadios mas avanzados no
senescentes. Para posteriores estudios se proyecta realizar esta etapa del estudio por medio de
métodos mas rigurosos como la técnica de analisis discriminante.

En la etapa de clasificacion propiamente dicha, el mapa resultante manifesté una mixtura de
pixeles dentro de los lotes de cultivos. La aplicacidn de un filtro de mayoria (tamafio de ventana
5x5) permitio pasar de un Kappa catalogado como “suficiente” a uno “muy bueno”. Del mismo
modo se aprecia una precision global del 90% (9 puntos mayor a la original). Cuando se examina
el desempefio de clasificacién se observan resultados bastante promisorios, en especial en las
clases correspondientes a los cultivos de soja y maiz. Este hecho avizora oportunidades para el
andlisis con el enfoque orientado a objetos. En general estos resultados evidenciaron la
conveniencia de considerar los estadios fenoldgicos de cada cultivo, en la determinacién de las
clases a analizar. En especial los correspondientes a momentos iniciales de la etapa
reproductiva, en la cual es posible una mejor diferenciacién. Asi mismo las caracteristicas
morfoldgicas de los cultivos de soja y maiz, determinaron una relacidn contrastante entre la
canopia y la radiacién en el espectro del Infrarrojo cercano, lo que posiblemente permitié a
mejor discriminacién

Por ultimo se subraya la simplicidad y efectividad de las técnicas-metodologias utilizadas. Se
resalta la capacidad de la métrica euclidiana en el andlisis de distancias, la cual logrd identificar
correspondencias inter-anuales. A si también las capacidades de generalizacién del algoritmo
clasificador, que permitieron la interpolacién de las caracteristicas espectrales a una campafia
agricola diferente, sin necesidad de calibracion.

A futuro en fin de proseguir en el analisis se sugiere:

e Trabajar en sub areas homogéneas, que permitan disminuir los esfuerzos de
parametrizacion del algoritmo de segmentacién afio tras afio.

e Indagar en la clasificacion haciendo uso del enfoque orientado a objetos.

e Combinar imagenes de multiples sensores, para incrementar la frecuencia y mejorar la
precisidon de los mapas

e Incluir variables auxiliares: de suelo, topograficas y meteoroldgicas a la base de datos
original. Con el fin de distinguir y comprender las heterogeneidades del terreno.
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Capitulo 6

Una primera aproximacion al analisis de coberturas agricolas post
cosecha por medio de imagenes SAR

Como se menciond en el capitulo introductorio, las actividades agricolas deben ser adaptadas
para evitar la generacién de problemas ambientales como el deterioro del suelo, las emisiones
de CO,, la pérdida de biodiversidad y la erosidon hidrica, entre otros (Foley et al. 2011). Cuando
un suelo se degrada intensamente, la pérdida de su productividad puede ser irreversible o su
recuperacion tornarse econdmicamente inviable (Casas 2001). Algunas de las principales causas
de las pérdidas por erosién del suelo, son la escorrentia superficial y una inadecuada cobertura
de residuos de cultivos, junto con practicas agricolas inapropiadas que conducen a procesos de
desertificacién a meso y macro escalas (Potter et al. 1995; Ravelo et al. 2011). En este aspecto
Potter et al. (1997) concluyeron que los residuos en superficie son eficaces para reducir el
impacto de la lluvia y dan lugar a un incremento de las tasas de infiltracién.

En los ultimos afios se han adoptado ampliamente nuevas practicas de manejo agricola, como
lo es la labranza conservacionista y los cultivos de cobertura (Zheng et al. 2014). Los beneficios
de la labranza de conservacién son sustanciales y se asocian a la acumulacién de residuos de
cultivos sobre la superficie del suelo (Alvarez et al. 2014). Desde el aspecto ambiental, los
residuos de cultivos tienen influencias positivas en la infiltracion del agua, la evaporacion, la
temperatura y la estructura del suelo (Bocco et al. 2014). La importancia de la cobertura en los
suelos agricolas, también estd dada por su asociacién con propiedades fisicas, quimicas y
bioldgicas, que mejoran su potencial de produccién (Blough et al. 1990; Mordn 2004). Asi mismo
la degradacion de residuos de cultivos es tan relevante como la fotosintesis; es decir, promueve
el secuestro de carbono en el suelo (Daughtry 2001; Morén 2004; Pacheco & McNairn 2010).
Estos beneficios se consiguen mientras la fertilizacion artificial y el consumo de energia se
reducen, manteniendo asi un ambiente sano para el crecimiento de las plantas (Gelder et al.
2009).

En este contexto, como se ha presentado en capitulos anteriores, la teledetecciéon ofrece la
oportunidad de obtener sistemdaticamente informacién que describa las variables relacionadas
con los cultivos agricolas y los suelos de forma continua, eficiente y a bajo costo para grandes
areas (Gelder et al. 2009; Zheng et al. 2012; De Paul 2012). Mas especificamente los sensores
Radar de Apertura Sintética (SAR), ostentan la capacidad de sortear las condiciones de
nubosidad, permitiendo complementar los datos provenientes de sensores opticos (Chuvieco
2010).

En lo que respecta al estudio de la biomasa muerta, sobre areas agricolas, por medio de
imagenes SAR, la literatura es reciente y limitada. No obstante, ha habido avances significativos
en la comprension de la interaccion entre los desechos de las plantas y los parametros de la
sefial del radar. McNairn et al. (1998) trabajando con datos del sensor de Radarsat (banda C, 56
mm) correlacionaron el promedio de retrodispersidn a campo con el porcentaje de cobertura
por residuos. La regresion lineal obtenida fue estadisticamente significativa (p <0,05) con un
coeficiente de correlacién moderado (R = 0,53), lo que indica un aumento de la retrodispersion
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de la sefial a mayores porcentajes de cobertura. En el mismo estudio se determind que los
cultivos asociados a tipos de rastrojos gruesos como el maiz tienen un coeficiente de
retrodispersidon mas alto que los asociados a rastrojos finos, como en las legumbres, debido a la
pequefia cantidad y a la textura superficial lisa del suelo cuando no es labrado. McNairn et al.
(1998); Oh (2008); y Smith & Major (1996), coincidieron en que el contenido de agua presente
en el rastrojo es muy importante para determinar la magnitud de su participaciéon en la
retrodispersion total.

Poder monitorear los atributos del suelo de forma extensiva no solo es de valor significativo para
evaluar los riesgos asociados con la degradacidon del suelo (Duiker 2011). Esta informacion de la
superficie terrestre es también critica para la aplicacidon operativa de los modelos existentes de
estimacion de la humedad del suelo basados en datos SAR multipolarimetricos (Kornelsen &
Coulibaly 2013), pudiendo usarse para estimar los errores producidos por parte de los residuos
y/o la rugosidad del terreno (Mcnairn et al. 2012).

En el presente capitulo se explord y analizé la aplicabilidad de los datos de radar de apertura
sintética en el analisis de coberturas post-cosecha, para la regién centro de la provincia de
Cordoba. Como se explicitd (capitulo 1), para el afio en el que fueron adquiridas las imagenes
SAR utilizadas en el presente estudio, se disponia de un conjunto de referencia a campo limitado.
Es por ello que se recurrid a los procesamientos y analisis efectuados en los capitulos 4 y 5 con
el fin de generar una base de datos de referencia, que permitiera efectuar un estudio mas
contundente sobre la aplicabilidad de datos SAR en el mapeo de suelos por tipo de residuo
agricola. En una primera instancia se realizé el pre-procesamiento de los datos SAR, el cual
incluyod: calibraciéon, multilooking y geocodificaciéon. Seguidamente se evaluaron filtros
especificos para la reduccién del ruido inherente a las imagenes de radar. Posteriormente a
partir de sitios representativos de los tipos de coberturas presentes, se realizd un analisis de la
interaccion sefial — residuos agricolas, y su variacion en el tiempo, haciendo hincapié en el
potencial de discriminacién por tipo de residuo. Por ultimo, en base a los datos de tipo de
cobertura agricola generados por medio de la metodologia propuesta en el capitulo 5, se pudo
indagar en la capacidad operativa de los sistemas SAR para generar mapas de cobertura por tipo
de residuo agricola.

Materiales y métodos

Datos de referencia

Los datos de referencia a campo para el andlisis de la interaccién sefial — residuo agricola, se
corresponden con 17 lotes de uso agricola muestreados a partir de septiembre de 2013 (capitulo
5). A partir del andlisis de los residuos de cosecha se determind el cultivo estival implantado en
la campafia 2012- 2013. Dichos cultivos abarcaron: Soja, Maiz, Sorgo y Mani.

Los datos de referencia a campo para el proceso de entrenamiento y validacion del mapeo
operativo por tipo de residuo agricola, provinieron del mapa de coberturas generado en el
capitulo 5. De este mapa se utilizaron Unicamente las clases correspondientes a maiz activo y
soja activo, ya que presentaban los mejores valores de los estadisticos que validan los mismos.

Descripcion de los sistemas de radar de apertura sintética

Los sistemas SAR pueden adquirir imagenes independientemente de si es de dia o de noche y
en todas las condiciones meteoroldgicas. Trabajan dentro de las frecuencias de longitud de onda
de 0,1 cmy 1 m. El pixel en una imagen de radar representa el coeficiente de retrodispersién del
area en tierra (Chuvieco 2010). La radiacién emitida por el radar esta polarizada, esto significa
que el vector de campo eléctrico tiene una direccion determinada que puede ser vertical,
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horizontal (con respecto al plano de tierra) o tener ambos componentes (Figura 34). La radiacion
al ser reflejada, generalmente experimenta una rotacién del vector del campo eléctrico. A
continuacién, se debe especificar, si el componente horizontal, el vertical o ambos son
capturados por el sensor. Por lo que hay 4 posibilidades: HH, HV, VV y VH, donde la primera letra
se refiere a la sefal emitida y la segunda a recibida (Buemi 2012).

Figura 34. Representacion del campo eléctrico y polarizacion. Fuente: Canada Center for Remote Sensing (2014).

La onda electromagnética se emite en pulsos, y el retorno de las mismas se detecta y almacena
para su posterior procesamiento. A partir de los pulsos crudos, un algoritmo llamado procesador
SAR produce la imagen (Salvia 2010). Posteriormente los datos de las imagenes SAR deben
calibrarse para relacionar los valores digitales de cada pixel con los valores correspondientes al
de coeficiente de retrodispersion sigma naught -o% (Frulla et al. 1998). Este coeficiente
representa la reflectividad media de una muestra de material horizontal, normalizada al drea en
el plano de tierra. Es una fraccion que describe la cantidad de potencia retrodispersada
comparada con la potencia media del campo incidente. La teoria electromagnética explica que
laintensidad de una onda electromagnética es proporcional al flujo medio de energia por unidad
de tiempo (potencia), es decir, el valor cuadratico medio del campo eléctrico. Entonces la
potencia es proporcional al cuadrado de la amplitud de la onda. Finalmente, los datos en
decibelios se obtienen a partir de la relacién logaritmica (diez veces el logaritmo del coeficiente
de retrodispersion). La Tabla 23 exhibe las correspondencias entre unidades.

Tabla 23. Correspondencias entre magnitudes fisicas/radiométricas

Potencia o? Amplitud 0%  Decibeles 0%s
o? Nl 10 log o°

Propiedades del material superficial que afectan la respuesta de la sefial

El grado de dispersion de la sefal es determinado por la interaccién entre las ondas
electromagnéticas y la superficie terrestre. En esta interaccion dos aspectos resultan
fundamentales: sus caracteristicas geométricas y sus propiedades dieléctricas. A su vez, el
patron de dispersion de las superficies depende principalmente de la rugosidad superficial,
mientras que la potencia con la que la sefial vuelve al sensor estd modulada por las propiedades
dieléctricas, es decir, por el contenido de humedad del suelo (Pampaloni et al. 2004). Si una
superficie se considera 4spera o no, depende de la longitud de onda de la radiacion utilizada y
del angulo que forma la onda con la superficie (dngulo de visién). A longitudes de onda largas
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muchas superficies aparecen lisas, mientras que las mismas superficies pueden ser rugosas a
longitudes de onda mas cortas (Richards 2013).

La sefial medida por el sensor del radar después de haber interactuado con la superficie de la
tierra es la suma de las siguientes aportaciones: a) retrodispersion difusa superficial, b)
retrodispersidon de objetos debajo del suelo (en materiales muy secos), c) retrodispersion doble
rebote (resultado de objetos que forman dngulos rectos con respecto al suelo), y c) dispersién
en volumen. En la Figura 35 se representan graficamente estos mecanismos de dispersién para
longitudes de onda de menor tamafio, como la banda X utilizada en la presente tesis.

Componente de retrodispersion principal Interaccion

\ La penetracion sub-superficial muy fuerte

es poco probable Fuerte
> < Y ) 9
. Caw L8 3 4
i xff\‘ifﬁﬂg' (HF B Sl

atenuacio’n y
dispersion
del canopeo

a)

Figura 35. Mecanismos de dispersion para ondas de longitud corta: a) difusa superficial, b) en profundidad, c) doble
rebote, y d) volumétrica (extraido de Richards (2013)).

Interaccion con la sefial polarizada

Como se menciond, la sefial transmitida puede ser polarizada en el plano vertical y horizontal.
El pulso luego de interactuar con la superficie terrestre, vuelve al sensor con menos energia y
generalmente en la misma polarizacién con la que fue enviada. Sin embargo, una parte de la
energia es despolarizada por la superficie. Existen teorias que atribuyen esta modificacién a
multiples reflexiones causadas por la superficie. Estas teorias se ven reforzadas por el hecho de
que los efectos de despolarizacion de la vegetacidn y el suelo desnudo son muy marcados. Por
estas circunstancias existen sistemas que poseen un segundo modo de adquisicién, que recibe
el impulso eléctrico trasmitido girado 90°. A este tipo de modo se lo denomina polarizacién
cruzada HV o VH (Edrosa 2011).

Trabajando en banda C con polarizaciones VV y HH sobre areas con residuos agricolas, McNairn
et al. (2002) observaron que las respuestas para ambos modos fueron similares para superficies
lisas con angulos de incidencia agudos con respecto a la normal. Sin embargo, a angulos mas
grandes estas respuestas divergen, la retrodispersidon en modo de polarizacidn VV es mayor que
la retrodispersion en la polarizacion HH. Por otra parte, las superficies rugosas producen
respuestas de retrodispersion similares en HH y VV y en cualquier dngulo de incidencia. Para la
mayoria de los suelos que no habian sido cultivados y contenian una cantidad considerable de
rastrojo, la retrodispersidon en HH fue ligeramente mayor que la retrodispersion VV. La firma de
polarizacidn para sitios no cultivados con residuos de especies leguminosas era diferente de
otras superficies no cultivadas. Las legumbres dejan menos residuos después de la cosecha y
este residuo también tiende a ser muy fino. Estas observaciones sugieren que muy pocos
residuos tienen un ligero efecto sobre la respuesta del radar, y estos objetivos aparecen como
superficies lisas en la banda C. Sin embargo, los residuos pueden contener suficiente humedad
para dejar de ser transparentes a las microondas incidentes. Conocer esta interaccién es
importante, ya que puede impedir el mapeo de otras variables como lo es la humedad del suelo
(McNairn et al. 2001).

95



Imagenes satelitales

Para la realizacién del presente trabajo se dispuso de un conjunto de imdgenes provenientes de
la mision satelital COSMO-Skymed (Covello et al. 2010). Este es un sensor de tecnologia de Radar
de Apertura Sintética, perteneciente a la Agencia Espacial Italiana. El mismo trabaja en banda-X
(2,5cm). Las fechas de adquisicién de imagenes y de muestreo a campo, se detallan en la Tabla
24. Todas las imdagenes fueron adquiridas con un angulo de incidencia de referencia de 40°.

Tabla 24. Fechas de viaje de muestreo a campo y adquisicion de imdgenes SAR sobre el drea de estudio

Fecha de muestreo
Imagenes SAR COSMO-Skymed

a campo
Fecha de adquisicion Hora local Pasada

4/09/2013 31/08/2013 12:59:00 Ascendente
18/09/2013

09/10/2013 1/10/2013 13:05:00 Ascendente
25/10/2013 26/10/2013 13:47:00 Ascendente
6/11/2013 6/11/2013 00:24:00 Descendente
20/11/2013 23/11/2013 00:24:00 Descendente
03/12/2013 01/12/2013 13:46:00 Ascendente
17/12/2013 17/12/2013 13:46:00 Ascendente

Pre-procesamiento de imagenes SAR

Calibracion

Los procedimientos de calibracion dependen del sistema procesador del satélite en
consideracion. A nivel de usuario la calibracidn se realiza para ajustar cualquier cambio temporal
en la ganancia de la antena, en la condicidn de saturacidn de la sefial y para convertir los valores
de amplitud de cada pixel (expresados en contadores digitales) a valores de coeficiente de
backscattering o brillo (Laur et al. 2004). Este procedimiento es necesario para estudios
multitemporales (como el de la presente tesis) y/o multi-angulos (Frulla et al. 1998).

Multilooking

Todas las imagenes de radar se ven afectadas en mayor o menor grado por algun ruido. Este
aparece como una textura granulada en toda la imagen, la cual se denomina como efecto de
"sal y pimienta". Este "ruido" se debe a la suma de ondas electromagnéticas con diferentes fases
gue causan constantes interferencias constructivas y destructivas, en la sefal recibida por el
detector en cada pixel (Oliver & Quegan 2004). En general, es un "ruido" no deseado que
degrada la calidad final de la imagen y dificulta su interpretacion.

Las imdagenes producidas por el sistema SAR pueden ser single look de datos complejos (Single
Look Complex, SLC) o en uno o mas looks de datos reales. En el caso de imagenes de single look,
la relacion sefial/ruido (SNR) es baja, lo que a menudo hace dificil un analisis visual y automatico.
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Para mejorar la SNR, se utilizan varias técnicas, entre las cuales la mas importante es el
procesamiento de multilooking. Este proceso se refiere a la divisién del haz de radar en varios
haces estrechos angularmente. Cada sub-haz proporciona una mirada independiente de la
escena iluminada. El promedio pixel por pixel de cada mirada genera una imagen multi-looking
que tiene menos “ruido” speckle, mejorando la resolucidon radiométrica a expensas de la
resolucidn espacial (Salvia 2010). El nivel de reduccion del ruido esta directamente relacionado
con el nimero de looks. Este proceso de generacién de multiples vistas produce imdagenes con
pixeles aproximadamente cuadrados en tres direcciones: en direccidn azimutal, en direccién en
rango y angulo de incidencia (Henderson & Lewis 1998). Dependiendo del propésito del estudio
es necesario determinar el nimero de looks a usar.

Para la cuantificacién del nimero de looks, se debe calcular la media y la desviacién estandar de
los tipos de cobertura representativos en el area de estudio. Estos objetos deben ser
homogéneos. El nimero equivalente de looks (ENL) se define como la inversa de la varianza de
la intensidad de la sefial normalizada (Ecuacion 3).

ENL=1/ o, ar="C (3)

Donde u y o representan la media y la desviacion estdndar de la intensidad de la seiial
retrodispersada de un objetivo homogéneo, y qr es la desviacién estandar normalizada (Laur et
al. 2004).

Filtros reductores de speckle

En los ultimos afios se han disefiado muchos filtros para reducir el "ruido" speckle. La reduccion
del moteado se basa en mover una ventana (de dimensién 3x3, 5x5 o mayor) sobre cada pixel
de la imagen aplicando una operacidn matematica que utiliza los valores de pixeles incluidos en
la misma. El valor del pixel central se sustituye por el nuevo valor, resultante de la operacion
matemadtica. La ventana se mueve a través de filas y columnas de los datos, un pixel a la vez,
hasta que se procesa toda la escena. Las posibles operaciones a realizar pueden ser el cdlculo de
la media, mediana y entre otras. Estos filtros se basan en modelos acordes a las propiedades
estadisticas del coeficiente de retrodispersién y del “ruido” speckle. Ademas, debemos tener en
cuenta los pardmetros de entrada de los filtros, tales como el tamafio de la ventana, la
desviacion estandar del moteado y el factor de amortiguacion, estos deben ajustarse al objetivo
del estudio (Frulla et al. 1998). Por ejemplo, en el caso de regiones heterogéneas con grandes
variaciones de tono, es preferible tratar con ventana pequefia. Con respecto a la variacion del
factor de amortiguacion, los grandes valores, preservar mejor los bordes, pero reducen el efecto
de suavizado. Por el contrario, valores mas pequefios aumentan el efecto suavizante, pero no
mantienen los bordes correctamente (Schreier 1993). Una descripcion y analisis de los filtros
utilizados en las imagenes de radar se puede encontrar en (Mansourpour et al. 2006; Gaghon &
Jouan 1997; Lee et al. 1994).

Correcciones Geométricas

Las correcciones geométricas se realizan para subsanar las deformaciones que se producen en
el proceso de generacidn de la imagen. Ya sea utilizando un modelo digital de elevacién de
terreno, para obtener una orto-imagen, o una correccién polindmica asumiendo una superficie
plana, dichas correcciones involucran la utilizacidn de técnicas de re-muestreo. Estas incluyen la
interpolaciéon radiométrica entre pixeles vecinos. La ecuacidn de radar generalizada para
objetivos extendidos calcula la potencia recibida mediante la suma pesada (en el limite, una
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integral) incluyendo valores ¢° en incrementos de 4rea relevantes. Si se amplia este concepto,
la magnitud mas adecuada para la interpolacién radiométrica en el procedimiento de re-
muestreo es a® en potencia. Si el método de interpolacién utilizado es el vecino méas cercano,
el resultado es el mismo independientemente del tipo de representacién utilizado para °. En
cuanto a los métodos de re-muestreo, se debe considerar lo siguiente: 1) el método del vecino
mas cercano mantiene las estadisticas globales, pero cambia la textura local, 2) la interpolacion
bilineal degrada la resolucion, y 3) la convolucidn cubica tiende a conservar leales los valores y
texturas locales. Por lo tanto, el Gltimo método es recomendado (Frulla et al. 1998).

En este estudio los datos fueron calibrados y geocodificados utilizando el software ENVI 4.8.
Para ello se utiliz6 un modelo digital de elevacién del terreno de 90 metros de resolucidn,
derivado de la misidn SRTM. Las imagenes SAR fueron corregidas geograficamente a un tamano
de pixel de 15 metros. En la etapa de multilooking, y evaluacion de filtros para la reduccion del
speckle, las imdgenes se utilizaron en valores de intensidad. Para la clasificacién por tipo de
cobertura, los datos de las imagenes fueron procesados en la magnitud decibeles.

Procesamiento de los datos

Evaluacion del filtro reductor de speckle

Con el fin de reducir el moteado en las imagenes a analizar, se comparé el desempefio de nueve
filtros especificos para imagenes radar: Media, Mediana, Paso bajo, Lee, Lee mejorado, Frost,
Frost mejorado, Gamma y Sigma local. Cada uno con 5 tamarios de ventana (3, 5, 7, 9, 11). Se
utilizaron criterios cualitativos tales como la comparacion visual de imdagenes filtradas con
respecto a la original. La preservacién de los bordes se consideré de menos relevancia, debido
a que se buscé una estadistica representativa del interior de las parcelas, y se descartaron los
pixeles de los margenes. Por otro lado, se utilizaron criterios cuantitativos basados en las
estadisticas de la imagen filtrada y original, como la preservacion de los valores originales, la
reduccion de la desviacidn estandar y el valor medio de la diferencia absoluta entre la imagen
original y la filtrada. El andlisis se realizé en sitios representativos de los tipos de cobertura por
residuos agricolas.

Andlisis espacial y temporal de la interaccion entre la sefial y la superficie del suelo

Sobre las imdagenes SAR pre-procesadas y filtradas, de las distintas fechas y en ambas
polarizaciones, se posicionaron los poligonos correspondientes a los lotes agricolas de la
campafa 2012-2013. De este modo se extrajo el valor de coeficiente de retrodispersion de los
pixeles incluidos en los objetos, para su procesamiento en el software estadistico R.
Preliminarmente se verificaron los supuestos de normalidad e independencia de los datos.

A partir de los conjuntos de valores de retrodispersidon de cada lote, correspondientes a la
imagen con fecha de adquisicion mds cercana a la cosecha y para ambas polarizaciones, se
construyeron diagramas de caja. Para comparar los valores de las clases de cobertura, e
identificar diferencias estadisticas entre sus medias, se realizd un analisis de la varianza, con test
a posteriori de Tukey. En el caso de los lotes con cultivo antecesor correspondiente a maiz, y
aquellos que solo exhibian restos de residuos de cultivo de soja, se realizd un estudio
multitemporal. En este caso se construyeron diagramas de caja a partir de lotes representativos
de estas coberturas, para cada fecha de adquisicidon y banda de la imagen.

Clasificacion supervisada de datos SAR.

Para la clasificacion de los datos de radar, las imagenes correspondientes a las distintas fechas
y polarizaciones fueron apiladas en un solo archivo. No se realizaron clasificaciones en base a
una Unica imagen SAR, ya que en el modo de adquisicién descripto, no se obtienen resultados
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satisfactorios (Violini 2016). Las imagenes variaban en la direccién de adquisicion (ascendente-
descendente), y/o se encontraban desplazadas con respecto al centro del area de estudio.
Debido a esto no se correspondian espacialmente en su totalidad. Por lo cual se resolvié realizar
clasificaciones de acuerdo a las areas de conjuncion entre imagenes. Cada clasificacidon abarco
el drea de coincidencia entre imagenes de 2, 3, y 4 fechas®. Asi mismo se realizaron pruebas con
una y ambas bandas de polarizaciéon. El esquema espacial de la clasificacion quedd establecido
como se explicita en la Figura 36.

Fechas de las imdgenes
B A utilizadas en cada area de

B irean

31 de agosto
o 01 de octubre

Area 2
06 de noviembre
26 de noviembre

B ireas

01 de octubre
06 de noviembre
26 de noviembre

Area 4
31 de agosto
01 de octubre
06 de noviembre
26 de noviembre

o

Figura 36. Areas de clasificacion con las correspondientes fechas de adquisicion de las imdgenes intervinientes.

El proceso se realizd en base al enfoque de clasificacidn pixel por pixel, sin tener en cuenta clases
nulas, lo cual forzé a que todos los pixeles sean asignados a una de las categorias definidas en el
set de entrenamiento. El algoritmo de clasificacidon supervisada utilizado fue el de mdaxima
verosimilitud. Para cada drea de clasificacidn el algoritmo fue corrido sobre tres conjuntos de
datos: los correspondientes a la polarizacidon HH, a la polarizacion VV, y a las dos polarizaciones
(HH-VV).

Las clases a ingresar en el modelo de clasificacidon fueron tres: rastrojo de soja, rastrojo de maiz,
y verdeo de invierno. Para la generacion de los conjuntos de entrenamiento y validacién
correspondientes a las clases rastrojo de soja y rastrojo de maiz, se utilizaron los datos
generados por medio del andlisis realizado en el capitulo 5. En el caso de la clase verdeo de
invierno, se utilizé un mapa de valores de NDVI del periodo en estudio.

8 La imagen con fecha de adquisicién 26 de noviembre fue apartada del analisis, por irregularidades en
los valores de retrodispersion.
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Para este estudio, los datos de referencia de cada categoria se utilizaron en un 50% para
entrenar y el 50% restante para validar la precisidn clasificacion. Los mapas de clasificacion a
menudo poseen pixeles mal clasificados dentro de poligonos de clases de referencia
homogéneas, especialmente en los mapas derivados de datos radar. Para reducir el ruido en
estos productos y mejorar las precisiones de la clasificacién, la aplicacién de un filtro de
postclasificacion es comun (McNairn et al. 2014). Del mismo modo que en el capitulo 5, se
procedid con una regularizacion aplicando un filtro de mayoria (ventana 5x5) sobre las
clasificaciones que integraban ambas polarizaciones.

La evaluacion de la precision de la clasificacidn se realizé por medio de la construccion de las
matrices de confusidn, y los estadisticos asociados descriptos en el capitulo 4 de la presente
tesis.

Resultados y discusion

Evaluacion de filtros para la reduccion del speckle

Las Figuras 37 y 38 muestran la diferencia porcentual entre el valor medio de los pixeles de las
imagenes filtradas (nueve filtros) y la imagen original para los lotes con rastrojo de maiz y soja
respectivamente. Las Figuras 39 y 40 exponen la desviacion estdandar de los pixeles
correspondientes a los lotes con rastrojo de maiz y soja respectivamente, para cada tipo de filtro
aplicado. Las figuras 41 y 42 muestran el valor medio de la diferencia absoluta, entre los pixeles
de la imagen original y la resultante de aplicar los filtros, para los lotes con rastrojo de maiz y
soja respectivamente. Los filtros probados fueron (de izquierda a derecha): Media, Mediana,
Paso bajo, Lee, Lee mejorado, Frost, Frost Mejorado, Gamma y Local Sigma.
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Media Mediana Paso bajo Lee Lee mejorado Frost Frost mejorado Gamma Sigma local
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Tipo de filtro y tamafio de la ventana

Figura 37. Diferencia porcentual entre el valor medio de los pixeles de la imagen original y filtradas (rastrojo de maiz).
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Figura 38. Diferencia porcentual entre el valor medio de los pixeles de la imagen original y filtradas (rastrojo de soja).
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Figura 39. Desviacion estdndar de la imagen original, y filtradas (rastrojo de maiz).
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Figura 40. Desviacion estdndar de la imagen original, y filtradas (rastrojo de soja).
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Figura 41. Diferencia absoluta entre las medias de la imagen filtrada y original (rastrojo maiz).
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Figura 42. Diferencia absoluta entre las medias de la imagen filtrada y original (rastrojo soja).

Las Figuras 37 y 38 sugieren que el filtro Lee es el que mejor preserva el valor promedio respecto
a la imagen original con los cinco tamafos de ventana, presentando diferencias menores de
0,8% y 1,8% para maiz y soja respectivamente con respecto al valor medio de la imagen original.
El resto de los filtros tienen diferencias que van desde 0.2% a 5.8%, aumentando con el tamafio
de la ventana. La desviacion estandar en las imagenes filtradas (Figuras 39 y 40) disminuye con
el aumento de la ventana de filtrado, lo que indica una disminucién en el contenido de la
informacidn. La imagen filtrada usando el algoritmo Lee presenta valores mds cercanos a la
original, los cual indica una mayor conservacion del contenido de la informacién. Las Figuras 41
y 42 revelan que este mismo filtro produce las menores diferencias en término de las medias de
las imagenes filtradas y sin filtrar, por tanto, una menor pérdida de informacién. Conforme a
estos resultados, Lee puede ser considerado el filtro mas apropiado para el problema en estudio.
Cabe aclarar que esta conclusion no se puede extrapolar a otras regiones (Lee et al. 1994). En la
Figura 43 se adjuntan los recortes de las imagenes procesadas con los distintos filtros.

En trabajos de aplicacién de datos SAR para el estudio de la humedad del suelo sobre tierras de
uso agricola, la utilizacidn del filtro Lee brindo convenientes resultados. Van Oevelen (1998),
logré con el filtro Lee, una mejor reduccidn de la varianza espacial de los datos de humedad
estimados respecto al filtro de media. Leconte et al. (2004) también con el filtro Lee informaron
buenos resultados, destacando como importante que preserva el valor medio del coeficiente de
retrodispersion en areas homogéneas (Lopes et al. 1990). Estudiando la relacion entre la
humedad del suelo y datos SAR en banda C, Glenn & Carr (2003) realizaron un analisis en la gran
cuenca del lago Winnemucca, Nevada, en un drea topograficamente plana, sin vegetacion y
uniforme, con minima rugosidad superficial. Para la eliminacion del ruido del moteado y la
variacion local en los valores de pixel propios de las imagenes radar, utilizaron los filtros
adaptativos mediana y Lee. Estos filtros proporcionaron una imagen mas suave preservando la
resolucidon espacial, estadisticamente redujeron la variabilidad de los datos dando como
resultado valores mas "adaptados y convenientes", al tiempo que se preserva la similitud con la
imagen original.
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Figura 43. Recortes de las imdgenes resultantes de aplicar los distintos filtros (imagen original: polarizacion HH, 31
agosto).

Analisis de la interaccion de la onda segun el tipo de rastrojo

Variacion dentro y entre las clases de rastrojo’

En relacion a los valores del coeficiente de retrodispersion (en decibeles), sobre las areas con
cobertura de rastrojo de maiz y soja, se demostrd que los mismos cumplian con los requisitos
de distribucidon del tipo normal (Apéndice B). Comprobado este supuesto, se elaboraron
diagramas de caja a partir de los datos de retrodispersion para cada tipo de cobertura. Para ello
se definieron 5 clases de cobertura del suelo; rastrojo de soja, rastrojo de soja con otros
desechos vegetales (S-C), rastrojo de maiz, rastrojo de sorgo y suelo removido. Los gréficos
suministran informacién sobre los valores minimo y maximo, los cuartiles Q1, Q2 o mediana y
Q3, y sobre la existencia de valores atipicos y la simetria de la distribucién.

% Debido al limitado nimero de lotes por clase, el anélisis efectuado fue solo a modo exploratorio.
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En los diagramas de caja de cada una de las parcelas en las bandas HH y VV (Figuras 44 y 45) es
posible inferir una diferenciacidn segun el tipo de rastrojo. La prueba de andlisis de la varianza
evidencio diferencias significativas entre clases de cobertura y entre los sitios. A través del test
de Tukey, fue posible examinar estas diferencias para cada banda de polarizacidn (Apéndice C).
En estas salidas las comparaciones con un valor p-ajustado mayor que 0,05 indican que existen
diferencias significativas entre las medias de los lotes contrastados. Al analizar estas salidas se
verificd que es minima la diferenciacion entre los lotes con rastrojo de maiz y aquellos con
rastrojo de soja, que presentaban aun restos de rastrojo de maiz de la campafia anterior,
independientemente de la banda utilizada. La misma dificultad se manifiesta para discriminar
lotes con rastrojo de soja del lote con rastrojo de sorgo. El andlisis de los datos en polarizacion
HH produce la misma tasa de error, que utilizando la polarizacién VV. Sin embargo, un mayor
numero de pares de lotes pertenecientes a la misma clase cobertura, fueron considerados "no
diferentes" al usar los datos en polarizacién HH. En el analisis de los lotes con los datos en la
polarizacidn VV se determinaron diferencias entre lotes de la misma o diferente clase de
cobertura. Trabajando con polarizacion HH, las medias de los valores de retrodispersion de los
sitios con rastrojo de maiz no se consideran significativamente diferentes. Comportamiento
similar ocurre con la clase de rastrojo de soja. El uso de los datos en la polarizacién HH logré una
mejor diferenciacidn entre las clases que dentro de ellas (Figuras 46 y 47). Al respecto McNairn
et al. (2001) trabajando con la banda C, comprobaron una correlacion significativa entre los
valores de retrodispersion en polarizaciéon HH y la cantidad de rastrojo de maiz, no asi con en la
polarizacidn VV. La correlacion fue positiva, indicando que aumentos en el porcentaje de
coberturas de residuos resultaban en un mayor coeficiente de retrodispersién. En el mismo
estudio reportaron que la retrodispersion entre lotes con suelo desnudo y lotes con rastrojo de
maiz, era significativamente diferente usando la polarizacién HH a d&ngulos llanos. Esta
diferenciacion no era tan prometedora en la polarizacién VV. Para angulos de incidencia
mayores a 30° la polarizaciéon HH en la banda C es la que mejor correlaciona con la humedad del
rastrojo de maiz, mientras que la relacion con la humedad del suelo es insignificante (McNairn
et al. 1997; McNairn et al. 1996).
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Lote_1 Lote_3 Lote_6 Lote_S Lote_10 Lote_S Lote_7 Lote_8 Lote_2b Lote_3b Lote_4 Lote_20 Lote_7b

Lotes

Figura 44. Diagramas de caja para los valores de retrodispersion (polarizacion HH) de los diversos lotes.
Verde: rastrojo de soja, Amarillo: rastrojo de maiz, Naranja: rastrojo de soja con otros restos, Bordo: rastrojo de
sorgo, Azul: suelo removido.

104



-10

Decibeles

Lote_1 Lote3 Lote 6 Lote 9 Lote 10 Lote S5 Lote_7 Lote 8 Lote 2b Lote_3b Lote_4 Lote_20 Lote_7b
Lotes

Figura 45. Diagramas de caja para los valores de retrodispersion (polarizacion VV) de los diversos lotes.
Verde: rastrojo de soja, Amarillo: rastrojo de maiz, Naranja: rastrojo de soja con otros restos, Bordo: rastrojo
de sorgo, Azul: suelo removido

Smith & Major (1996) trabajando con datos de radar en banda L, C y Ku, observaron que la
retrodispersion en polarizacién HH a angulos mayores de 30° fue sensible ante la presencia de
residuos de cultivos mojados, mientras que la polarizacion VV no mostro diferencias
significativas entre suelos con o sin residuos del cultivo en ningin dngulo o contenido de
humedad. McNairn et al. (2002) sefialan que la polarizaciéon VV es mas sensible a los restos
vegetales en pie.

Existe un consenso en que la intensidad de la retrodispersion en la polarizacion HH estd
fuertemente correlacionada con la rugosidad del suelo, en especial a dngulos de incidencia
grandes. Con angulos de incidencia pequefios (<30°), la correlacién con el contenido de
humedad de suelo es mas fuerte (Adams, Berg, et al. 2013; Major et al. 1993). Comparando
todas las polarizaciones en banda C, la precisién de prediccién global mas alta para humedad y
rugosidad se obtiene con la polarizacion HH (McNairn et al. 1996). Este hecho se relaciona con
la mayor rugosidad y contenido de humedad del rastrojo de maiz (McNairn et al. 1997), en
relacidn al rastrojo de soja, bajo las mismas condiciones de humedad del suelo.

En los sitios identificados como Lote_7 y Lote_8 la presencia de remanentes de cultivo de maiz
de campafias anteriores, pueden ser causantes de que los valores de retrodispersion en la
polarizacion HH sean semejantes a la clase rastrojo de maiz. En el sitio Lote_20 los valores del
coeficiente de retrodispersion son sutilmente diferentes respecto a las otras clases, esto podria
deberse a la estructura de los residuos del cultivo de sorgo después de la cosecha, la cual se
presenta con parte de los vastagos en pie. Por otro lado el sitio Lote_7b representa un suelo
recién labrado, después de la cosecha de mani. La rugosidad y contenido de humedad de la
superficie del suelo en este lote puede explicar el mayor valor del coeficiente de retrodispersion.
Al mapear coberturas labradas a partir de radar, una mayor separabilidad de estas clases puede
obtenerse inmediatamente después de la aplicacion de la labranza, antes de que factores
ambientales como la lluvia afecten la rugosidad del terreno (McNairn et al. 1996). Analizando
diversos tipos de residuos de cultivos con imdgenes SAR en banda C, (Adams, Rowlandson, et
al. 2013; McNairn et al. 2002)encontraron una correlacién estadisticamente significativa entre
la intensidad de la retrodispersién en polarizacion HH y la rugosidad de la superficie. Para una
mejor interpretacidon se muestran las imagenes de los principales arquetipos de rastrojos en la
Figura 46.
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Rastrojo de soja. Rastrojo de maiz. Rastrojo de sorgo.

Figura 46. Captura de los principales tipos de rastrojos en el drea de estudio.

Estudio de discriminacion de los tipos de residuo agricola

A partir de la imagen del 31 de agosto, en polarizacién HH, procesada con filtro de Lee se
computaron los estadisticos media y desvid estandar para dos sitios representativos de los tipos
de residuos (Tabla 25). El primero poseia rastrojo de maiz, y el segundo rastrojo de soja sin
presencia de residuos de otros cultivos. Con estos valores se calculd el nimero equivalente de
looks (ENL), obteniendo como resultado un valor préximo a 8. A si mismo se observa que la
diferencia en términos de la media de cada cobertura es de 3,3 decibelios. Al ingresar estos dos
ultimos valores en la tabla de intervalos de confianza (Apéndice D), se puede asegurar con un
nivel de confianza del 95% que las 2 cubiertas son diferentes. Los residuos mas grandes que
proporcionan una mejor proteccion contra la erosion por el viento y el agua pueden separarse
de residuos mas finos (McNairn et al. 1998).

En las Figuras 47 y 48 se exponen los histogramas de frecuencia absoluta de los valores de
retrodispersion (en decibeles) para dareas con cobertura de rastrojo de maiz y soja
respectivamente. En la Figura 49 se comparan los dos histogramas en un mismo grafico, se
aprecia un patrdn distintivo para cada tipo de cubierta. El valor medio de la clase rastrojo de
maiz es mayor que el de rastrojo de soja. Este tipo de interaccidn puede ser adjudicada a la
mayor cantidad y tamafio de los residuos de maiz. Como se menciond en el marco tedrico, las
sefiales de radar interactuan con objetos de tamafo igual o mas grande que la longitud de onda
de la sefial. El tamafo de los componentes del residuo de soja y maiz (en su mayor parte trozos
de cafia), poseen una dimensidén semejante al valor de la longitud de onda de la banda X. Sin
embargo el rastrojo procedente del cultivo de maiz, es considerablemente mas abundante. Esto
puede explicar las tres unidades de diferencia (en dB). Analizando residuos de cultivos con
imagenes SAR en banda C McNairn et al. (1998) encontraron una correlacién significativa y
positiva entre porcentaje superficial de residuos de cultivos y el coeficiente de retrodisperison.
El valor del coeficiente variaba 3-4 dB si se comparaban los retornos de suelos con alta y baja
cobertura de residuos. Los bajos retornos en la seial de radar fueron resultado de la pequeia
cantidad de cubierta de residuos y a la superficie del suelo lisa, condiciones asociadas a lotes de
legumbres cosechados sin arar. Segun McNairn et al. (2002) quienes trabajaron con banda C en
suelos con abundantes rastrojos superficiales, pudieron determinar que el mecanismo de
dispersion dominante es el volumétrico, por el contrario en lotes con residuos de cultivos
esparcidos y muy finos, el mecanismo mas imperante es la dispersidn superficial, ya que los
residuos pequefios tienen poco efecto en la respuesta del radar. Narayanan et al. (1992)
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reportaron que no existe una correlacién aparente entre la retrodispersiéon en polarizacion
simple y los residuos de soja, pero si una respuesta positiva a los niveles de residuos de maiz.

Tabla 25. Medidas resumen filtro Lee 5x5 en decibeles (dB) e Intensidad (c0), para los estadisticos media, desvié
estdndar y numero equivalente de looks, para los rastrojos de soja y maiz.

Tipo de rastrojo Media (6°dB) Media (c°) DE(o?) NEL

Soja -25.198068 dB 0,056093 0,018919 8,7906498442
Maiz -21.866720 dB 0,083025 0,030338 7,4893456472
Diferencia 3331348 dB

(Valores absolutos)
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Figura 47. Histograma de valores de retrodispersion (dB) para un lote con rastrojo de maiz. 31 de agosto,
polarizacion HH.
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Figura 48. Histograma de valores de retrodispersion (dB) para un lote con rastrojo de soja. 31 de agosto,
polarizacion HH.
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Figura 49. Histograma de valores de retrodispersion (dB) para los lotes con rastrojo de maiz (naranja) y soja
(verde). 31 de agosto, polarizacion HH.

Andlisis de la variacion temporal de las clases representativas

Las Figuras 50, 51 y 52 se muestran los diagramas de caja para los valores del coeficiente de
retrodispersidn (polarizacion HH) de 3 sitios con rastrojo de maiz (Lote 2b, Lote 3b y Lote4,
respectivamente). En las Figuras 53 y 54 se presentan los diagramas de caja para los sitios
"Lote_3" y "Lote 5", respectivamente, los cuales presentaban rastrojo de soja. En total se
procesaron imagenes de 7 fechas, cuya adquisicidn se efectud entre la temporada post-cosecha
(setiembre) y comienzo de la siembra de la nueva campaiia (diciembre). El estudio se limit6 a
este periodo ya que en fechas posteriores la interaccién de la sefial puede incluir al dosel de los
nuevos cultivos en crecimiento.
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Figura 50. Diagramas de caja para la dindmica temporal del coeficiente de retrodispersion en el sitio "lote_2b".
Rastrojo de maiz, polarizacion HH.
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Figura 51. Diagramas de caja para la dindmica temporal del coeficiente de retrodispersion en el sitio "lote_3b".
Rastrojo de maiz, polarizacion HH.
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Figura 52. Diagramas de caja para la dindmica temporal del coeficiente de retrodispersion en el sitio "lote_4".
Rastrojo de maiz, polarizacion HH.
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Figura 53. Diagramas de caja para la dindmica temporal del coeficiente de retrodispersion en el sitio "lote_3".
Rastrojo de soja, polarizacion HH.
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Figura 54. Diagramas de caja para la dindmica temporal del coeficiente de retrodispersion en el sitio "lote_5".
Rastrojo de soja, polarizacion HH.

Los graficos precedentes no reflejan una tendencia temporal uniforme para los datos
correspondientes a sitios con rastrojo de maiz y soja. Sin embargo pueden advertirse un
aumento en los valores del coeficiente de retro dispersién de izquierda a derecha. Este
comportamiento puede relacionarse con el comienzo de la temporada de lluvias en el drea de
estudio, lo cual implica mayores valores de humedad en los residuos sobre superficie y por
consiguiente mayores valores del coeficiente de retrodispersion.

Para la imagen adquirida con fecha 26 de octubre de 2013, es posible apreciar un aumento en
la retrodispersion en todos los lotes, esto puede relacionarse a un evento de precipitacion
ocurrido en la fecha de adquisicidn. En este punto hay que mencionar que poseer informacion
sobre las condiciones del tiempo antes y al momento de la adquisicién de los datos SAR,
posibilita una mejor interpretacion de las imagenes (Smith & Major 1996). La lluvia registrada
en la estacion meteoroldgica Pilar (-31,67 S, -63,85W) en los dias previos a la fecha de
adquisicion, presumiria un aumento de las propiedades dieléctricas de la superficie del suelo. Se
aprecia una concordancia en la direccion de movimiento de las nubes (imagen Landsat 8) y el
patron observado en la imagen SAR (Figura 55).

110



Figura 55. Imagen dptica (25/10/2013) y SAR (26/10/2013) sobre el drea de estudio.

En relacion a la lluvia y los eventos de rocio Smith & Major (1996) mencionan que estos
acontecimientos pueden mejorar la retrodispersion del radar, posibilitando la separacion de los
suelos con cubiertas de residuos de suelos desnudos. Asimismo McNairn et al. (1998) expresan
que adquisiciones de imagenes SAR durante periodos de alta humedad en los residuos,
probablemente proporcionen la mejor separacidn entre las clases. Sin embargo, las imagenes
precedentes demuestran que, si el evento no es uniforme, puede sucederse un efecto contrario,
el cual dificulte e imposibilite la separacidn de las coberturas. Esta variabilidad puede disminuir
a partir de los tres dias posteriores si las condiciones de humedad son bajas (McNairn et al.
1996). Asimismo, la humedad del suelo en lotes con coberturas de residuos es mas variable
espacialmente, con respecto a suelos desnudos. En contraste temporalmente la humedad del
suelo varia menos en lotes con residuos (McNairn et al. 1997).

Trabajando sobre la misma regidn que en el presente estudio, pero con los cultivos en etapas
activas de su ciclo, Violini (2016) sugiere incluir multiples fechas y ambas polarizaciones para
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aumentar las precisiones de las clasificaciones a partir de imagenes SAR. Sin embargo es
necesario combinar este tipo de imdagenes con los de sensores opticos si se quiere obtener
resultados promisorios. Por otro lado los resultados de Holmes (1990) sugieren que la
polarizacion cruzada puede ser mas adecuada respecto a la polarizacion simple en Ia
identificacién de residuos de cultivos secos. Asi mismo los cocientes HH/VV y HV/VV son
sensibles a la rugosidad superficial. En especial el cociente HV/VV exhibe una dependencia mas
fuerte a la rugosidad, a la vez que es poco influenciable por el contenido de humedad (Oh et al.
1992). El porcentaje de cobertura por residuos estd altamente correlacionado con varios
pardmetros del radar sensibles a la dispersion volumétrica o multiple. Estos parametros incluyen
la polarizacidn lineal cruzada, la co-polarizaciéon circular y altura del pedestal (McNairn et al.
2002). La polarizacion cruzada en banda C y L puede ser usada para discriminar practicas de
manejo de sitios con residuos de maiz. Para residuos mas finos como el de cebada, menos clases
pueden ser discriminadas. Los residuos de cebada son mas chicos que las microondas de la
banda L (=20cm), lo cual sugiere una reducida sensibilidad a las caracteristicas de este tipo de
residuos (McNairn et al. 2001). Ante este hecho las imagenes en banda X en polarizacién cruzada
pueden ser prometedoras, ya que su longitud de onda es de menor tamafio (=2.5 cm). En el
mismo sentido trabajando con banda C, McNairn et al. (2001) comprobaron que la polarizacion
VH a angulos de incidencia de 40 o 50° puede separar lotes con residuos agricolas de aquellos
con suelo desnudo independientemente de la direccién de mirada. La respuesta de este tipo de
polarizaciones es resultado de la dispersidon multiple dentro del objetivo (McNairn et al. 1997).
A futuro es interesante indagar en el potencial uso de otras polarizaciones.

En lo que respecta al mapeo de la humedad del suelo, los residuos de maiz poseen un efecto de
mdscara mas acentuado, y consecuentemente es de esperar que la prediccidén del contenido de
humedad en lotes cubiertos con residuos grandes como el de maiz alcance pobre resultados. La
humedad propia del cultivo de maiz es el mayor contribuidor al coeficiente de retrodispersion
cuando se trabaja con banda C (McNairn et al. 2001).

Clasificacion

Los resultados de la evaluacion de la precisidn para la clasificacion sobre el area 1, 2, 3y 4, son
detallados en las Tablas 27, 28, 29, y 30 respectivamente. Dentro de las tablas fueron resaltados
los estadisticos Precision del Productor (PP), Precision del Usuario (PU) y estadistico Kappa (k)
que alcanzaron los maximos valores para cada clase de cobertura. Se aprecian resultados
catalogados como buenos y muy buenos segln la escala propuesta por Monserud & Leemans
(1992), para las areas de clasificacién que agrupan imagenes de 2 y 3 fechas. Para estas areas
las precisiones globales y k logrados al usar ambas polarizaciones (HH-VV), superaron a aquellos
alcanzados con un Unico tipo de polarizacidn. Este aumento de los indices de precisién es mayor
en las clasificaciones que involucraron imagenes de 2 fechas contiguas en relacién a la que
incluyo imagenes de 3 fechas, también contiguas pero que abarcaban un periodo temporal mas
amplio. Los estadisticos que validan la clasificacién que abarcaba 4 fechas, fueron los menores
respecto a la que abarcaba 3. Estos resultados sugieren la necesidad de estudios mas
exhaustivos en el analisis multi-temporal de imagenes SAR, si se quieren obtener mejores
precisiones.

Cuando se comparan los resultados de las clasificaciones que involucran imdagenes de dos fechas,
se aprecian mejores valores de los indices que validan la misma en los mapas generados a partir
de las imagenes del mes de noviembre. Dichas mejoras pueden asociarse al aumento en el
contenido de agua registrado en los rastrojos (Tabla 26), y por ende una mayor interaccion de
estos con la onda de radar (McNairn et al. 1997). Este comportamiento sugiere, que para lograr
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separar coberturas por tipos de residuos pos cosecha, es critico el contenido de humedad de los
mismos. Mas aun apartar del andlisis las fechas en las que los valores de humedad son bajos,
mejoran la separabilidad (McNairn et al. 2001). Esto ultimo se observa en la clasificacién del area
4, la cual posee datos de cuatro fechas, sin embargo, las precisiones alcanzadas son menores
con respecto a la del area 3, que utiliza tres fechas en las que el rastrojo contenia mas humedad.

Tabla 26. Porcentaje de humedad presente en el rastrojo de maiz (amarillo) y rastrojo de soja (verde) de los
diferentes lotes registrados, segun fecha de muestreo.

Lote Momento de muestreo a campo
18 sep 9 oct 250ct  6nov 20 nov 3 dic
Lote 2 9,11 9,58
Lote 3b 9,04 10,16 16,33 64,60
Lote 3 7,4 8,51 9,17 12,33 11,53 39,54
Lote 4 6,33 8,24 9,00 10,23 14,20 35,31
Lote 5 4,82 7,74 8,17 9,84 9,29 38,02

Respecto al proceso de regularizacion efectuado, en las cuatro areas se observé un aumento de
los estadisticos PG y k posterior al empleo del filtro de mayoria. Estos mayores valores vaticinan
oportunidades para el andlisis con el enfoque orientado a objetos, ya que se podria sortear el
problema de la mixtura de pixeles dentro de los lotes con cobertura homogénea. El incremento
mas significativo se aprecia para la clasificacidn realizada a partir de las imagenes del mes de
noviembre, logrando valores de PG y k de 82,65% y 0,72 respectivamente. Aunque en el
momento de adquisicion de las imagenes del drea 2 (noviembre), los residuos de cultivos
poseian los mayores valores de humedad, las precisiones de la clase rastrojo de maiz no
exhibieron grandes aumentos. Para la zona de estudio en dicha época las condiciones
ambientales empiezan a ser propicias para la siembra (Figura 56), como asi también para la
emergencia de malezas (Figura 57). Estos elementos pueden atentar contra una correcta
clasificacion, al modificar la interaccion con la onda de radar y dificultar la observacién de los
efectos de los rastrojos sobre el coeficiente de retrodispersién (Smith & Major 1996). Al
comparar los indices de precisidén de cada clase para el area 1y 2, se aprecia que los valores de
Precision del Productor de la clase rastrojo de maiz muestran pequefias diferencias, en
comparacion a las clases rastrojo de soja y verdeo de invierno, cuyos indices aumentaron
significativamente. Al analizar la matriz de confusién de dicha clasificacion el mayor error ocurre
en los pixeles de referencia de la clase rastrojo de maiz, que son clasificados como rastrojo de
soja. Este hecho puede explicarse por el aumento en el coeficiente de retrodispersidon que
genera las operaciones de labranza (siembra directa) en los lotes con rastrojo de soja, y por ende
cuando estos son utilizados en el entrenamiento pueden asemejarse en valores del coeficiente
a los lotes con rastrojo de maiz sin roturar. Trabajando con imagenes SAR en banda C sobre
lotes sin roturar o con diferentes niveles de roturacién (Adams, Rowlandson, et al. 2013)
observaron que es posible una confusién al contabilizar los campos con labranza de
conservacién ya que estos campos pueden ser fisicamente similares tanto a la labranza cero
(debido a la presencia de biomasa) como a la labranza convencional (debido a la rugosidad
superficial).
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Figura 56. Comienzo labores de siembra (imagen CNES/Airbus, adquirida el 15 de noviembre de 2013).

Lote 3b Lote 4 Lote 3 Lote 5

o R 1
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Figura 57. Estado de los lotes al momento del muestreo efectuado el 20 de noviembre de 2013.

Cuando se analizan los valores de los estadisticos PP, PU y k de cada clase de cobertura para las
areas clasificadas, se observa que no siempre los mejores valores se encuentran en la
clasificacién que utiliza ambas polarizaciones. Diversos autores coinciden que los rastrojos son
detectados de manera mas eficiente si se utiliza polarizacién horizontal (Smith & Major 1996;
McNairn et al. 2002; Adams, Berg, et al. 2013), mientras que la polarizacidn vertical es mas util
cuando se trabaja con elementos erguidos, como los cultivos de invierno en este trabajo. Sin
embargo, para el caso de la clase rastrojo de maiz en el drea 2, se obtuvieron estadisticos de
validacién levemente mejores al utilizar inicamente la polarizacién VV (Tabla 28). De manera
semejante la clase verdeo de invierno solo registra mejores estadisticos al utilizar la polarizacién
VV, respecto a la HH, cuando se trabajan con imagenes de 3 y 4 fechas (Tablas 29 y 30,
respectivamente). Estos resultados pueden explicarse en la longitud de onda utilizada en el
presente trabajo (banda X), cuya interaccién es mejor con objetos de similar dimension. El hecho
de que se alcanzaron semejantes valores de los estadisticos al utilizar idnicamente la banda HH
con o sin la banda VV, e incluso valores superiores en la clasificacidon del area 4, reafirman la
utilidad de los sensores en banda X, para el mapeo de superficies agricolas que fueron utilizadas
para el cultivo de legumbres en siembra directa. Trabajos que utilizan imagenes en banda L, aun
con polarizaciones cruzadas, no detentaron diferencias significativas entre varios estados de
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lotes con residuos de cebada (McNairn et al. 2001). Las sefales transmitidas a longitudes de
onda mas largas tienden a penetrar mas profundamente en la superficie del sueloy, por lo tanto,
son menos sensibles a la presencia de residuos de cultivo. Como resultado, es probable que las
longitudes de onda relativamente cortas de los sistemas SAR en banda X y C sean mas efectivas
(Zheng et al. 2014).

Tabla 27. Estadisticos de validacion de la precision de la clasificacion en el drea 1, segun polarizacion utilizada.

Se resaltan los mayores valores de los estadisticos para cada clase.

HH-VV HH-VV filtro 5x5 HH W
PG (%) K PG (%) K PG (%) K PG (%) K
6372 044 7082 055 5999 038 588 0,33
Clases PP PU « PP PU «x PP PU «x PP PU «x
raj;:,)zjo 57 42 0,34 71 48 0,54 40 39 0,18 39 38 0,17
ra:’;c;ajo 64 81 0,40 68 85 0,46 64 79 0,39 69 68 0,36
verdeo 70 66 0,60 77 83 0,70 72 53 0,60 59 62 0,47

Tabla 28. Estadisticos de validacion de la precision de la clasificacion en el drea 2, segun polarizacion utilizada.

Se resaltan los mayores valores de los estadisticos para cada clase.

HH-VV HH-VV filtro 5x5 HH A%

PG (%) K PG (%) K PG (%) K PG (%) K

72,51 0,57 82,65 0,72 63,36 0,42 65,07 0,42
Clases PP PU K PP PU K PP PU K PP PU K
raStr?Jo 58 86 0,41 70 93 0,55 49 70 0,31 65 84 0,47

maiz

ra:g}zjo 88 72 0,76 96 77 0,91 89 69 0,76 86 57 0,65
verdeo 73 54 0,65 85 80 0,82 38 35 0,11 10 32 0,05

Tabla 29. Estadisticos de validacion de la precision de la clasificacion en el drea 3, segun polarizacion utilizada.

Se resaltan los mayores valores de los estadisticos para cada clase.

HH-VV HH-VV filtro 5x5 HH VvV
PG (%) K PG (%) K PG (%) K PG (%) K
75,66 0,58 81,36 0,68 73,01 0,53 71,87 0,52
Clases PP PU K PP PU K PP PU K PP PU K
rarsr;[;iozjo 68 68 0,50 78 73 0,65 63 64 0,44 65 66 0,47
ra:;c)gca)jo 80 80 0,57 83 86 0,66 80 79 0,57 75 76 0,47
verdeo 82 79 0,79 82 91 0,79 71 72 0,67 77 70 0,74
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Tabla 30. Estadisticos de validacion de la precision de la clasificacion en el drea 4, segun polarizacion utilizada.
Se resaltan los mayores valores de los estadisticos para cada clase.

HH-VV HH-VV filtro 5x5 HH \'AY
PG (%) K PG (%) K PG (%) K PG (%) K
64,98 0,43 69,94 0,52 70,26 0,50 66,96 0,44
Clases PP PU K PP PU K PP PU K PP PU K

rastrolo g6 49 @@ 64 53 041 48 B 028 49 52 027
maliz
razgzjo 67 B o041 69 90 046 8 81 057 76 76 047

verdeo 78 54 0,73 90 60 087 82 61 0,78 74 64 0,69

Cuando se analizan los resultados de la clase verdeo de invierno, los mejores resultados se
observan en la clasificacion que engloba imdgenes de 3 fechas, seguidos por la que integra
imagenes de 4 fechas (Tablas 29 y 30, respectivamente). Con respecto a las que utilizan
imagenes adquiridas en dos fechas para el area 1 (situada al este de la ruta nacional nimero 9),
no se observan grandes mejoras entre trabajar con una Unica polarizacidn, o incluir al andlisis
ambas polarizaciones (Tabla 27). Sin embargo, para el area 2 (al oeste de la ruta nacional nimero
9), la cual trabaja con imagenes adquiridas en el mes de noviembre, existe una gran diferencia
entre los indices obtenidos al utilizar una Unica polarizacion, respecto a los resultantes de utilizar
ambas en conjunto (Tabla 28). Para el caso del indice Kappa, su valor se incrementa, desde los
0,11 (HH) y 0,05(VV) a un valor del 0,65 cuando se utilizan ambas polarizaciones. En el mes de
noviembre los cultivos de invierno se encuentran en sus etapas finales de sus ciclos, para el caso
del trigo su cosecha estaba préxima. Mas aun para el afio 2013,las condiciones de sequia que
imperaron durante el ciclo de los cultivos de invierno, hizo disminuir temporalmente el ciclo de
los mismos (Bolsa de Cereales de Cérdoba 2013). Estos resultados sugieren la necesidad de
trabajar con ambas polarizaciones cuando se desea mapear cultivos de invierno que se
encuentran en etapas finales de sus ciclos. Asi mismo es preferente mapear este tipo de cultivos,
con imagenes adquiridas a lo largo de su ciclo de cultivo, o de la mayor parte del mismo (Tabla
29).

Por otra parte, es necesario mencionar el efecto de la topografia sobre la condicion de los suelos.
La presencia de pozos de infiltracidn y sus redes de drenaje asociadas (como las existentes en la
parte este del area de analisis), pueden incorporar otra variable de importancia en la respuesta
de la sefial de radar. En estos sectores colindantes al Rio Segundo, las parcelas agricolas se
encuentran en areas ligeramente deprimidas, cuyos suelos se caracterizan por ser areno sédicos,
imperfectamente drenados permaneciendo mojados por importantes lapsos de tiempo (Jarsin
et al. 2003). El mayor contenido de humedad en el suelo de estos sectores, puede aumentar el
valor de su constante dieléctrica, por lo cual los valores del coeficiente de retrodispersion dentro
de un mismo lote con cultivo homogéneo, pueden diferir considerablemente en estas zonas.
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Examen del mapeo operativo de coberturas de residuos agricolas

Cuando se analizan las precisiones y coeficientes Kappa alcanzados en las areas de clasificacion
1, 2 y 3 que involucran ambas polarizaciones y su posterior filtrado, se aprecia que los mejores
valores para cada tipo de cobertura son alcanzados en distintas areas (Figura 58).

En el mapeo de las areas con residuos de cultivo de maiz, mejores valores de los estadisticos de
validacidn se obtienen en el area 3, la cual agrupa imagenes de tres fechas en el periodo octubre-
noviembre. Para el caso de los lotes con rastrojo de soja se obtienen muy buenos indices en el
area 2, lo cual sugiere que es mejor esperar el momento en que estos poseen mds humedad,
para su posterior deteccidn. Por Ultimo, para las superficies con verdeo de invierno, es casi
indistinto el momento de identificaciéon. En la regidn analizada los lotes con verdeo de invierno
alcanzaban sus mayores valores de NDVI en distintas fechas. Para préoximos estudios las
imagenes a utilizar podrian ser elegidas teniendo en cuenta el ciclo de cultivo del verdeo de
invierno de interés, o generar sub-clases para esta categoria.

Segun el propdsito de estudio se podrian emplear los mapas generados préximos a la cosecha
de los cultivos, para incluir una aproximacién del efecto segun el tipo de residuo sobre las
estimaciones del contenido de humedad de los suelos. Aun cuando los mismos detentan bajas
precisiones. Por otro lado, los mapas generados con imagenes préximas al inicio de la nueva
campafia, los cuales detentan mejores precisiones en especial para la clase rastrojo de soja,
pueden ser Gtiles en la estimacion de areas vulnerables a la erosidn. Para el drea de estudio
estos mapas pueden ser generados con antelacion a la época de eventos hidricos de gran
milimetraje. Conocer la cuantia y localizacion de las superficies con escaza cobertura, como las
gue fueron cultivadas con soja, puede ser util en la generacidon de planes de mitigacion y
contencidn de procesos erosivos.
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Figura 58. PP, PU y k alcanzados para cada tipo de cobertura en el drea 1, 2 y3

Por ultimo el uso de polarizacién cruzada (HV — VH), es una alternativa en el mapeo de rastrojos,
ya que pueden reducir el efecto de otras variables como el contenido de humedad y orientacién
de los surcos (Smith & Major 1996). Si por el contrario solo se dispone de datos SAR en
polarizacidn simple, la integracién de estos datos con aquellos de origen dptico es necesario
para alcanzar precisiones de clasificacidon aceptables (McNairn et al. 2009; Violini 2016).
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Sintesis

En los ultimos afios se han adoptado ampliamente mejores practicas de manejo agricola, como
lo es la labranza conservacionista y los cultivos de cobertura. Los beneficios de la labranza de
conservacién son sustanciales y se asocian a la acumulacién de residuos de cultivos sobre la
superficie del suelo. En este contexto la teledeteccién ofrece la oportunidad de obtener
sistematicamente informacién que describa las variables relacionadas con los cultivos agricolas
y los suelos. Mas especificamente los sensores Radar de Apertura Sintética (SAR), ostentan la
capacidad de sortear las condiciones de nubosidad, permitiendo complementar los datos
provenientes de sensores épticos.

En el presente capitulo se estudid la aplicabilidad de datos de radar de apertura sintética en el
analisis de coberturas postcosecha, sobre la regién centro de la provincia de Cérdoba. En una
primera instancia, se evaluaron diversos filtros especificos para la reduccion del ruido speckle
inherente a las imagenes de radar. Los resultados evidenciaron la conveniencia del uso de filtro
Lee en el estudio de areas agricolas durante el periodo de barbecho. Dicho filtro preservo el
valor medio del coeficiente de retrodispersidn de areas homogéneas. En lo que respecta al
desvid estandar, este disminuia cuando la dimensidn de la ventana de todos los filtros evaluados
se incrementaba. El filtro Lee mantuvo valores mas cercanos a la imagen original, indicando una
mayor conservacién de la informacidn.

Posteriormente se realizd un andlisis de la interaccidn sefial - residuos agricolas, haciendo
hincapié en el potencial de discriminacién. En general, el tamafio de los residuos relativo a la
longitud de onda empleada, asi como el contenido de humedad del residuo fueron clave en
términos de la retrodispersion que presentaron los lotes agricolas en el periodo de barbecho. El
uso de los datos en la polarizacion HH logré una mejor diferenciacion entre los sitios con rastrojo
de soja y rastrojo de maiz, en comparacién a los datos en polarizacién VV. En cuanto a los valores
del coeficiente de retrodispersidn, los sitios con rastrojo de soja presentaban valores bajos, los
gue poseian una mezcla de residuos de soja y maiz valores intermedios, mientras que los sitios
con rastrojo de maiz valores mas altos. Este comportamiento indicé un aumento del coeficiente
de retrodispersion, ante la presencia de mayores cantidades de residuos. Al comparar los valores
de NEL y diferencia absoluta en decibeles para dos sitios con cobertura homogénea de rastrojo
de maiz y rastrojo de soja respectivamente, se demostrd con un 95% de confianza, que las
mismas eran disimiles.

Por ultimo, se realiz6 un examen de la capacidad operativa de los sistemas SAR para el mapeo
de coberturas de residuos agricolas. En general las precisiones de los modelos que trabajaban
con ambas polarizaciones superaron a los que trabajaban con una sola. Sin embargo, la inclusién
de datos SAR de fechas en las que se registraron bajos valores de humedad en el rastrojo
menguaba las precisiones de los mapas resultantes. Para el area de estudio los resultados del
presente trabajo sugieren solicitar imdgenes SAR de los meses de octubre y noviembre a fin de
obtener las mejores precisiones en el mapeo de areas con residuos de soja y maiz. Sin embargo,
los mapas generados préximos al fin de las labores de cosecha, aunque son menos precisos,
pueden ser utilizados para incluir el efecto del tipo de rastrojo en la estimacion del contenido
de humedad de los suelos. Por ultimo, el proceso de regularizacion mejoro los indices de
precision, lo cual vaticina oportunidades para el analisis con el enfoque orientado a objetos.
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Para proximos estudios se plantea:

e Evaluar la conveniencia de utilizar polarizaciones cruzadas en el mapeo de areas con
residuos agricolas.

e Incluir en los estudios imagenes de sensores que trabajen en la banda Co L.

e Examinar la potencialidad de los datos SAR en el monitoreo de practicas de labranza.

e Evaluar la implementacién de estudios multitemporales de datos SAR para el mapeo
de coberturas por rastrojo.
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Capitulo 7

Conclusiones

La informacién sobre superficies dedicadas a cultivos agricolas es fundamental para el calculo
de estimaciones de produccion, conocer el riesgo de erosidn de los suelos, y para mitigar las
fluctuaciones en los suministros de alimentos. En el presente trabajo de tesis se evalud la
aplicabilidad de datos de sensores remotos pasivos y activos, en el mapeo de dreas agricolas
durante el periodo de cultivo y en momentos post cosecha. Los resultados de esta investigacién
proporcionan nuevos conocimientos sobre el desempefio de clasificadores paramétricos y no
paramétricos, la posibilidad de extrapolar firmas espectrales y la aplicabilidad de datos radar en
estudios sobre areas agricolas en el centro de la provincia de Cérdoba, Argentina.

Con base a una metodologia rigurosa de muestreo y registro de datos de campo, y posterior
organizacion de la informacién a gabinete, se pudieron conformar clases de coberturas para
cada cultivo y respectiva fase fenolégica presente. La validacion de la clasificacién de los datos
satelitales para la campana agricola 2015-2016, por medio de una Unica imagen de fines de
temporada, demostro la efectividad de las variables espectrales de Landsat 8 para discriminar la
variedad de cultivos presentes. La evaluacion y comparacion de los métodos de clasificacién aqui
presentados respaldan la conveniencia del algoritmo de Maxima Verosimilitud en el mapeo de
cultivos agricolas; el cual logra excelentes resultados en la discriminacion de los cultivos por sus
respectivos estadios fenolégicos, es de ejecucidon sencilla y bajo costo computacional.

Cuando se analizaron los resultados de la validacién de los mapas realizados con los algoritmos
derivados del enfoque de aprendizaje automatico, sobresale en primera instancia la capacidad
del algoritmo SVM y RF para mantener buenos indices de precisién con los diversos grupos de
clases de cultivos y coberturas no agricolas. Estos superiores valores en los indices, pueden
relacionarse con la capacidad del algoritmo SVM para detectar y superar las bandas ruidosas.
Asi mismo el gran impacto de la optimizacién de los parametros C y y en la precisién de la
clasificacidn, permitié sortear el sobre entrenamiento y una pobre generalizacién. Con respecto
al algoritmo RF, se evidencid su sensibilidad a la reduccidn en el conjunto de entrenamiento.

En cuanto a la extrapolacion de firmas espectrales, los resultados evidenciaron la posibilidad de
realizar mapas de areas cultivadas con las especies soja y maiz, utilizando datos de referencia a
campo de campafias agricolas pasadas. En particular el momento de adquisicion de los datos
satelitales es critico, las mayores precisiones se alcanzan al mapear dichos cultivos en estadios
fenoldgicos proximos a la etapa floracidn. Asi mismo en la realizacién de esta fase del estudio,
se hicieron evidentes las falencias del enfoque de trabajo a nivel de pixel, en el cual la mixtura
en el interior de los lotes hizo necesaria una posterior correccién. Este hecho promete
oportunidades para el trabajo con el enfoque orientado a objetos, sin embargo los mejores
resultados obtenidos con una segmentacion previa, deben equilibrarse con el costo adicional de
este proceso y los potenciales problemas de ajuste del algoritmo para grandes areas.
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Respecto a la evaluacién de la aplicabilidad de datos de radar de apertura sintética en el andlisis
de coberturas post-cosecha, las pruebas de reduccién del “ruido” speckle, determinaron que el
filtro Lee el mas apropiado para el problema en estudio, comparado a otros ocho filtros
especificos para datos SAR. El filtro Lee fue el que mejor preservé el valor promedio y desvio
estandar de las imagenes, en los cinco tamafios de ventana evaluados. Lo cual indica una mejor
conservacion del contenido de la informacion.

En lo que respecta a la discriminacidn de las clases de cobertura rastrojo de soja y rastrojo de
maiz, el uso de los datos en la polarizacidon HH logré una mejor diferenciacién entre las mismas
que dentro de ellas. El valor medio de la retrodispersién de la clase rastrojo de maiz fue mayor
que la de rastrojo de soja. Este tipo de interaccion puede ser adjudicada a la mayor cantidad y
tamanio de los residuos del cultivo de maiz. El tamafo de los componentes del residuo de sojay
maiz (en su mayor parte trozos de cafa), poseen una dimension semejante al valor de la longitud
de onda de la banda X, lo cual explica en parte esta interaccion. Cuando se analizaron las
diferencias absolutas de los valores de retrodispersidon y el NEL de la imagen, se puedo aseverar
con un nivel de confianza del 95% que los dos tipos de coberturas eran diferentes.

Al analizar los mapas por tipo de cobertura post cosecha, se evidencio la utilidad de los datos
SAR en banda X, en especial para identificar superficies agricolas bajo siembra de monocultivo
de soja. Para lograr la separacién de las diversas clases es decisivo el contenido de humedad de
los residuos. Por ultimo cuando se desea mapear cultivos de invierno que se encuentran en
etapas finales de sus ciclos se sugiere trabajar con ambas polarizaciones. Asi mismo es
preferente mapear este tipo de cultivos, con imagenes adquiridas a lo largo de su ciclo de cultivo,
o de la mayor parte del mismo.

Perspectivas futuras

El presente trabajo de tesis brindd respuestas, como asi también generd nuevos interrogantes
y propuestas de trabajo, en lo que respecta al mapeo de areas dedicadas a cultivos extensivos.
Estas Ultimas pueden ser abordadas en futuras investigaciones, en especial referidas al estudio
con conjuntos de clasificadores, series temporales y al uso de sensores de mayor resolucion
espacial, temporal y espectral. A continuacidn se presentan las principales lineas sobre las cuales
seria interesante y provechoso, a nuestro criterio, realizar futuros estudios.

e Comparar el desempefio de distintos algoritmos y metodologias de segmentacion en la
generacion de objetos conforme a la forma y tamafio de las parcelas de cultivo.
Examinar el efecto por tipo de dato satelital e inclusion de datos vectoriales pre-
existentes.

e Investigar los beneficios de utilizar conjuntos de algoritmos de clasificacion, en el
etiquetado de los datos. Comparar los enfoques pixel a pixel y el orientado a objetos.

e Indagar en los efectos de la cantidad y diversidad de clases a ingresar en los modelos.

e Dirigir los estudios de mapeo de cultivos, hacia analisis independientes para cada ZAH
(dentro de la provincia de Cérdoba). De esta forma poder considerar sus caracteristicas
Unicas y mejorar el contraste entre las clases de cobertura.

e Analizar el desempefio del uso de datos SAR de mayores longitudes de onda y en
polarizacidn cruzada.

e Determinar la conveniencia de incluir variables auxiliares -de suelo, topograficas,
climaticas- en los procesos de segmentacion y clasificacién.

e Realizar estudios multi-temporales de imagenes SAR, a fin de determinar las
configuraciones mas adecuadas en el mapeo de coberturas agricolas pos cosecha.
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Apéndice A

Matrices de confusidn calculadas para cada modelo de clasificacion evaluado.

Maxima Verosimilitud (ML_4)

Precisién Global = 94,8744%

Coeficiente Kappa = 0,9421

Datos de referencia a terreno (pixeles)

. . ; . . . . Ruta Prec.
Clases Maiz Maiz .Malz Mal’z Maiz Soja ,So]a SOJE,’ Sorgo Mani Urbano asfaltada Total Usuario
ext.tem. tem. inter. tardio ext.tar. tem. inter.  tardia (%)
Maiz ext. temprano 0 0 0 0 0 0 0 0 0 0 0 0 0 --
Maiz temprano 0 114 0 0 0 0 0 0 0 0 0 0 114 100,00
Maiz intermedio 0 0 507 0 0 0 0 0 0 0 0 0 507 100,00
Maiz tardio 0 0 0 1065 0 0 0 0 0 0 0 0 1065 100,00
Maiz extra tardio 0 0 0 0 778 0 0 0 0 0 0 0 778 100,00
Soja temprana 0 0 0 0 0 871 0 0 0 0 0 0 871 100,00
Soja intermedia 0 0 0 0 0 0 639 7 0 0 0 0 646 98,92
Soja tardia 0 0 0 0 0 0 2 476 0 0 0 0 478 99,58
Sorgo 0 0 95 0 97 0 0 0 103 0 0 0 295 34,92
Mani 0 0 0 0 0 0 0 0 0 684 0 0 684 100,00
Urbano 121 471 401 124 20 358 102 588 284 14 626 52 3161 19,80
Ruta asfaltada 0 0 0 0 0 0 0 0 0 0 0 328 328 100,00
Total 8927
121 585 1003 1189 895 1229 743 1071 387 698 626 380

Prec. Productor (%) 0,00 19,4 50,55 89,57 86,93 70,87 86,00 44,44 26,61 97,9 100,00 86,32
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Maxima Verosimilitud (ML_5)
Precisién Global = 94,8744%

Coeficiente Kappa = 0,9421

Datos de referencia a terreno (pixeles)

Clases Maiz Maiz .Mal'z Mal"z Maiz Soja .Soja Sojzi\ Sorgo Mani Total U::i‘:io
ext. tem. tem. inter. tardio ext. tar. tem. inter. tardia (%)

Maiz ext. temprano 121 0 0 0 0 3 0 0 0 0 124 97,58
Maiz temprano 0 575 0 0 0 0 0 0 0 0 575 100,00
Maiz intermedio 0 4 755 0 1 0 0 0 0 0 760 99,34
Maiz tardio 0 1 0 1189 0 0 0 0 0 0 1190 99,92
Maiz extra tardio 0 0 0 0 779 0 0 0 0 0 779 100,00
Soja temprana 0 0 0 0 0 1226 0 0 0 0 1226 100,00
Soja intermedia 0 0 0 0 0 0 738 14 0 0 752 98,14
Soja tardia 0 0 0 0 0 0 4 1050 0 1 1055 99,62
Sorgo 0 5 248 0 115 0 1 7 387 2 765 50,59
Mani 0 0 0 0 0 0 0 0 0 695 695 100,00
Total 121 585 1003 1189 895 1229 743 1071 387 698 7921
Prec. Productor (%) 100,00 98,29 75,27 100,00 87,04 99,76 99,33 98,04 100,00 99,57
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Maxima Verosimilitud (ML_6)
Precisién Global =99,2101%

Coeficiente Kappa = 0,9908

Datos de referencia a terreno (pixeles)

Maiz extra Maiz Maiz Maiz Maiz extra Soja Soja Soja Prec:
Clases . . . , . . , Total  Usuario

temprano temprano intermedio tardio tardio temprana intermedia tardia (%)
Maiz ext. temprano 121 1 0 0 1 4 0 0 127 95,28
Maiz temprano 0 579 0 0 0 0 0 0 579 100,00
Maiz intermedio 0 4 1003 0 26 0 0 0 1033 97,10
Maiz tardio 0 1 0 1189 0 0 0 0 1190 99,92
Maiz extra tardio 0 0 0 0 867 0 0 0 867 100,00
Soja temprana 0 0 0 0 0 1225 0 0 1225 100,00
Soja intermedia 0 0 0 0 0 0 741 14 755 98,15
Soja tardia 0 0 0 0 1 0 2 1057 1060 99,72
Total 121 585 1003 1189 895 1229 743 1071 6836
Prec. Productor (%) 100,00 98,97 100,00 100,00 96,87 99,67 99,73 98,69
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Maxima Verosimilitud (ML_7)

Precisién Global = 96,2990%

Coeficiente Kappa = 0,9245

Datos de referencia a terreno (porcentaje)

Clases Maiz Soja Total Prec. Usuario(%)
Maiz 3793 0 3793 100,00
Soja 253 2790 3043 91,69
Total 4046 2790 6836
Prec. Productor (%) 93,75 100,00
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Random Forest (RF_4)
Precisién Global = 77,4076%

Coeficiente Kappa = 0,7506

Datos de referencia a terreno (pixeles)

Clases Maiz Maiz .Mal'z Mai’z Maiz Soja .Soja Sojelz Sorgo  Mani Urbano Ruta Total U:::io
ext.tem. tem. inter. tardio ext.tar. tem. inter.  tardia asfaltada (%)

Maiz ext. temprano 44 16 0 0 0 0 0 0 33 0 1 0 94 46,81
Maiz temprano 0 460 0 0 0 0 0 0 0 0 0 0 460 100,00
Maiz intermedio 0 109 279 0 0 0 0 0 48 0 0 0 436 63,99
Maiz tardio 0 0 60 1184 0 0 0 0 0 0 0 0 1244 95,18
Maiz extra tardio 0 0 352 0 868 0 0 0 0 0 0 0 1220 71,15
Soja temprana 0 0 0 0 0 1211 0 0 0 0 0 0 1211 100,00
Soja intermedia 0 0 0 0 0 2 742 48 154 0 0 0 946 78,44
Soja tardia 0 0 0 0 0 0 0 297 0 3 0 0 300 99,00
Sorgo 0 0 228 0 0 0 0 0 150 0 0 0 378 39,68
Mani 0 0 84 0 21 0 0 725 0 695 0 0 1525 45,57
Urbano 47 0 0 0 0 8 0 0 2 0 680 5 742 91,64
Ruta asfaltada 30 0 0 0 0 0 1 0 0 0 78 431 540 79,81
Total 121 585 1003 1184 889 1221 743 1070 387 698 759 436 9096
Prec. Productor (%) 36,36 78,6 27,82 100,00 97,64 99,18 99,87 27,76 38,76 99,5 89,59 98,85
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Random Forest (RF_5)

Precisidon Global = 76.7877%

Coeficiente Kappa = 0,7380

Datos de referencia a terreno (pixeles)

Clases Maiz Maiz .Mal'z Mal’lz Maiz Soja .Soja Sojzi\ Sorgo Mani Total U:::\‘:io
ext. tem. tem. inter. tardio ext. tar. tem. inter. tardia (%)

Maiz ext. temprano 93 178 0 0 0 0 9 0 89 0 369 25,20
Maiz temprano 0 336 0 0 0 0 0 0 0 0 336 100,00
Maiz intermedio 0 71 398 0 0 0 186 0 66 0 721 55,20
Maiz tardio 0 0 14 1184 0 0 0 0 0 0 1198 98,83
Maiz extra tardio 0 0 44 0 849 0 0 0 0 0 893 95,07
Soja temprana 28 0 0 0 0 1221 6 0 0 0 1255 97,29
Soja intermedia 0 0 0 0 0 0 410 0 96 0 506 81,03
Soja tardia 0 0 0 0 0 0 99 744 0 2 845 88,05
Sorgo 0 0 214 0 0 0 33 0 136 0 383 35,51
Mani 0 0 333 0 40 0 0 326 0 696 1395 49,89
Total 121 585 1003 1184 889 1221 743 1070 387 698 7901
Prec. Productor (%) 76,86 57,44 39,68 100,00 95,50 100,00 55,18 69,53 35,14 99,71
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Random Forest (RF_6)

Precisién Global = 74,9266%

Coeficiente Kappa = 0,707964

Datos de referencia a terreno (pixeles)

Maiz extra Maiz Maiz Maiz Maiz extra Soja Soja Soja Prec:
Clases . . . , . . , Total  Usuario

temprano temprano intermedio tardio tardio temprana intermedia tardia (%)
Maiz ext. temprano 64 214 0 0 0 83 0 0 361 17,73
Maiz temprano 0 300 0 0 0 0 0 0 300 100,00
Maiz intermedio 57 71 225 0 0 0 190 0 543 41,44
Maiz tardio 0 0 127 1184 0 0 0 0 1311 90,31
Maiz extra tardio 0 0 638 0 889 0 0 281 1808 49,17
Soja temprana 0 0 0 0 0 1138 0 0 1138 100,00
Soja intermedia 0 0 0 0 0 0 553 35 588 94,05
Soja tardia 0 0 13 0 0 0 0 754 767 98,31
Total 121 585 1003 1184 889 1221 743 1070 6816
Prec. Productor (%) 52,89 5,.28 22,43 100,00 100,00 93,20 74,43 70,47
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Random Forest (RF_7)
Precision Global = 94.3662%

Coeficiente Kappa = 0,884816

Datos de referencia a terreno (porcentaje)

Clases Maiz Soja Total Prec. Usuario(%)
Maiz 3741 343 4084 91,60
Soja 41 2691 2732 98,50
Total 3782 3034 6816
Prec. Productor (%) 99,92 89,69

142



Support Vector Machine (svm_4)
Precisién Global = 86,4445%

Coeficiente Kappa = 0,8496

Datos de referencia a terreno (pixeles)

Maiz Maiz Maiz  Maiz Maiz Soja Soja Ruta Prec:
Clases . . . , Total Usuario
ext.tem. tem. inter. tardio ext. tar. inter.  tardia asfaltada (%)
Maiz ext. temprano 84 131 0 0 0 0 0 0 0 0 215 39,07
Maiz temprano 0 412 0 0 0 0 0 0 0 0 412 100,00
Maiz intermedio 0 42 712 0 0 0 0 0 1 0 875 81,37
Maiz tardio 0 0 144 1184 0 0 0 0 0 0 1328 89,16
Maiz extra tardio 0 0 128 0 883 0 0 0 0 0 1011 87,34
Soja temprana 8 0 0 0 0 1220 0 0 0 0 0 0 1228 99,35
Soja intermedia 0 0 0 0 0 0 741 20 197 0 0 0 958 77,35
Soja tardia 0 0 0 0 0 0 0 746 0 17 0 0 763 97,77
Sorgo 0 0 19 0 6 0 0 0 67 0 0 0 92 72,83
Mani 0 0 0 0 0 0 0 246 0 675 0 0 921 73,29
Urbano 9 0 0 0 0 1 0 58 3 6 703 0 780 90,13
Ruta asfaltada 20 0 0 0 0 0 2 0 0 0 55 436 513 84,99
Total 121 585 1003 1184 889 1221 743 1070 387 698 759 436 9096

Prec. Productor (%) 69,42 70,4 70,99 100,00 99,33 99,92 99,73 69,72 17,31 96,7 92,62 100,00
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Support Vector Machine (svm_5)

Precisidon Global = 82.8259%

Coeficiente Kappa = 0,805751

Datos de referencia a terreno (pixeles)

Clases Maiz Maiz .Mal'z Mal’lz Maiz Soja .Soja Sojzi\ Sorgo Mani Total U:::\‘:io
ext. tem. tem. inter. tardio ext. tar. tem. inter. tardia (%)

Maiz ext. temprano 119 137 0 0 0 0 0 0 0 0 256 46,48
Maiz temprano 0 366 0 0 0 0 0 0 0 0 366 100,00
Maiz intermedio 0 82 652 0 0 0 0 0 57 0 791 82,43
Maiz tardio 0 0 78 1184 0 0 0 0 0 0 1262 93,82
Maiz extra tardio 0 0 219 0 883 0 0 0 0 0 1102 80,13
Soja temprana 2 0 0 0 0 1219 0 0 0 0 1221 99,84
Soja intermedia 0 0 0 0 0 0 743 263 184 2 1192 62,33
Soja tardia 0 0 0 0 0 0 0 552 0 16 568 97,18
Sorgo 0 0 54 0 6 0 0 0 146 0 206 70,87
Mani 0 0 0 0 0 2 0 255 0 680 937 72,57
Total 121 585 1003 1184 889 1221 743 1070 387 698 7901
Prec. Productor (%) 98,35 62,56 65,00 100,00 99,33 99,84 100,00 51,59 37,73 97,42
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Support Vector Machine (svm_6)
Precisién Global =92,8843%

Coeficiente Kappa = 0,916906

Datos de referencia a terreno (pixeles)

Maiz extra Maiz Maiz Maiz Maiz extra Soja Soja Soja Prec:
Clases . . . , . . , Total  Usuario

temprano temprano intermedio tardio tardio temprana intermedia tardia (%)
Maiz ext. temprano 121 150 0 0 0 0 0 0 271 44,65
Maiz temprano 0 401 0 0 0 0 0 0 401 100,00
Maiz intermedio 0 34 713 0 1 0 0 0 748 95,32
Maiz tardio 0 0 78 1184 0 0 0 0 1262 93,82
Maiz extra tardio 0 0 212 0 888 0 0 0 1100 80,73
Soja temprana 0 0 0 0 0 1221 0 0 1221 100,00
Soja intermedia 0 0 0 0 0 0 743 10 753 98,67
Soja tardia 0 0 0 0 0 0 0 1060 1060 100,00
Total 121 585 1003 1184 889 1221 743 1070 6816
Prec. Productor (%) 100,0 68,55 71,09 100,00 99,89 100,00 100,00 99,07
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Support Vector Machine (svm_7)

Precisién Global = 95.8480%

Coeficiente Kappa = 0,916716

Datos de referencia a terreno (porcentaje)

Clases Maiz Soja Total Prec. Usuario(%)
Maiz 3499 283 3782 92,52
Soja 0 3034 3034 100,00
Total 3499 3317 6816
Prec. Productor (%) 100,00 91,47
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Apéndice B

Verificacion de la normalidad de los datos. Shapiro test:

> shapiro.test(rstandard(fit))
Shapiro-wilk normality test

data: rstandard(fit)
w = 0.899, p-value = 0.1797

El p-valor es mayor que el nivel de significancia (0.05), la hipdtesis nula no es rechazada. Se
asume una distribucion del tipo normal para los datos.

Apéndice C
Anadlisis de la varianza.
31 agosto, 2013. HH band.

Entre clases

> summary (fit3)
Df Sum Sg Mean Sg F value Pr (>F)

d$clase 4 64.04 16.010 60.3 5.18e-06 ***
Residuals 8 2.12 0.266
Signif. codes: 0 ‘***/ (0.001 ‘**’ (0.01 ‘*" 0.05 ‘.7 0.1 Y’ 1
> TukeyHSD (fit3)

Tukey multiple comparisons of means

95% family-wise confidence level

Fit: aov(formula = d$x ~ d$Sclase)

$ dsclase’

diff lwr upr p adj
Sorghum-Corn -4.756901 -6.8124800 -2.7013229 0.0003027
Soybean-Corn -3.023794 -4.3238562 -1.7237322 0.0002920
Soybean-Corn-Corn -1.058897 -2.5124108 0.3946162 0.1789836
Tilled soil-Corn 4.377037 2.3214585 6.4326156 0.0005437
Soybean-Sorghum 1.733107 -0.2169858 3.6832002 0.0845443
Soybean-Corn-Sorghum 3.698004 1.6424256 5.7535827 0.0017105
Tilled soil-Sorghum 9.133939 6.6163792 11.6514978 0.0000109
Soybean-Corn-Soybean 1.964897 0.6648349 3.2649590 0.0052147
Tilled soil-Soybean 7.400831 5.4507383 9.3509243 0.0000078
Tilled soil-Soybean-Corn 5.435934 3.3803558 7.4915129 0.0001157
Entre y dentro de las clases
ANAVA test:
> fit<-aov(db~c)
> summary (fit)

Df Sum Sq Mean Sq F value Pr (>F)

c 11 24959 2269.0 435.3 <2e-16 ***

Residuals 4898 25528 5.2
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Signif. codes: 0 ‘***’/ (0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.

Tukey test:

> TukeyHSD (fit)

Tukey multiple comparisons of means

95% family-wise confidence level

Fit: aov(formula = db ~ c)

Lotes diff lwr upr

Lote 3-Lote 1 -0.328 -0.719 0.064
Lote 6-Lote 1 0.318 -0.200 0.836
Lote 9-Lote 1 -0.187 -0.685 0.312
Lote 10-Lote 1 -0.801 -1.374 -0.227
Lote 5-Lote 1 0.888 0.411 1.365
Lote 7-Lote 1 2.031 1.578 2.484
Lote_8-Lote_ 1 2.377 1.788 2.966
Lote 2b-Lote 1 2.438 1.873 3.003
Lote 3b-Lote 1 3.045 2.598 3.493
Lote 4-Lote 1 2.989 2.314 3.664
Lote 20-Lote 1 -1.933 -2.248 -1.617
Lote_ 7b-Lote_ 1 7.201 6.793 7.610
Lote 6-Lote 3 0.645 0.064 1.227
Lote 9-Lote 3 0.141 -0.424 0.705
Lote_10-Lote_3 -0.473 -1.104 0.158
Lote_5-Lote_3 1.216 0.671 1.762
Lote 7-Lote 3 2.359 1.834 2.883
Lote_8-Lote_3 2.705 2.059 3.351
Lote 2b-Lote 3 2.766 2.142 3.390
Lote 3b-Lote 3 3.373 2.854 3.893
Lote_4-Lote_3 3.317 2.592 4.042
Lote 20-Lote_3 -1.605 -2.017 -1.193
Lote 7b-Lote 3 7.529 7.042 8.016
Lote_9-Lote_ 6 -0.505 -1.163 0.154
Lote_ 10-Lote_6 -1.118 -1.835 -0.402
Lote 5-Lote 6 0.571 -0.072 1.213
Lote_7-Lote_6 1.713 1.088 2.338
Lote 8-Lote 6 2.059 1.329 2.789
Lote 2b-Lote 6 2.121 1.410 2.831
Lote 3b-Lote 6 2.728 2.107 3.348
Lote_4-Lote_ 6 2.671 1.871 3.472
Lote 20-Lote 6 -2.250 -2.784 -1.717
Lote 7b-Lote 6 6.884 6.290 7.477
Lote 10-Lote 9 -0.614 -1.316 0.089
Lote 5-Lote 9 1.075 0.449 1.702
Lote 7-Lote 9 2.218 1.609 2.826
Lote 8-Lote 9 2.564 1.848 3.280
Lote 2b-Lote 9 2.625 1.929 3.321
Lote 3b-Lote 9 3.232 2.628 3.837
Lote_4-Lote 9 3.176 2.388 3.964
Lote 20-Lote 9 -1.746 -2.260 -1.231
Lote 7b-Lote 9 7.388 6.812 7.965
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adj

.215
L7112
.991
.000
.000
.000
.000
.000
.000
.000
.000
.000
.015
.000
.386
.000
.000
.000
.000
.000
.000
.000
.000
.348
.000
.143
.000
.000
.000
.000
.000
.000
.000
.161
.000
.000
.000
.000
.000
.000
.000
.000



Lote 5-Lote 10 1.689
Lote 7-Lote 10 2.832
Lote_8-Lote_10 3.178
Lote 2b-Lote 10 3.239
Lote 3b-Lote 10 3.846
Lote_4-Lote_10 3.790
Lote 20-Lote 10 -1.132
Lote 7b-Lote 10 8.002
Lote_7-Lote_5 1.143
Lote 8-Lote 5 1.489
Lote_2b-Lote_5 1.550
Lote 3b-Lote 5 2.157
Lote 4-Lote 5 2.101
Lote 20-Lote 5 -2.821
Lote 7b-Lote 5 6.313
Lote 8-Lote 7 0.346
Lote 2b-Lote 7 0.407
Lote 3b-Lote 7 1.015
Lote 4-Lote 7 0.958

Lote 20-Lote 7 -3.963

Lote_7b-Lote_7 5.170
Lote 2b-Lote 8 0.061
Lote 3b-Lote 8 0.668
Lote 4-Lote 8 0.612
Lote 20-Lote 8 -4.310
Lote 7b-Lote 8 4.824
Lote 3b-Lote 2b 0.607
Lote 4-Lote 2b 0.551
Lote_20-Lote_2b -4.371
Lote_7b-Lote_2b 4.763
Lote 4-Lote 3b -0.056
Lote_20-Lote_3b -4.978
Lote_ 7b-Lote_3b 4.156
Lote 20-Lote 4 -4.922
Lote_ 7b-Lote_ 4 4.212
Lote_7b-Lote_ 20 9.134

31 agosto, 2013. VV band.

Entre clases

> summary(fit3)

Df Sum Sg Mean Sq
dSclase 4 75.04 18.759
Residuals 8 4.54 0.567

Signif. codes: 0 ‘***' (0.001

> TukeyHSD(fit3)

1.001
2.160
2.408
2.488
3.179
2.953
-1.719
.360
.551
.788
.869
.570
.326
-3.315
5.755
-0.339
-0.257
0.447
0.199
-4.434
4.633
-0.702
-0.013
-0.236
-4.912
4.168
-0.053
-0.281
-4.950
4.128
-0.813
-5.443
3.623
-5.608
3.478
8.706

F value

Vkx/

0.01

Tukey multiple comparisons of means
95% family-wise confidence level

Fit: aov(formula = d$x ~ dSclase)

$ d$clase’
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Pr (>F)
33.09 5.04e-05 ***
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diff lwr upr p adj

Sorghum-Corn -4.667081 -7.67089333 -1.663269 0.0043936
Soybean-Corn -3.526549 -5.42632658 -1.626771 0.0013885
Soybean-Corn-Corn -1.570328 -3.69434414 0.553688 0.1703071
Tilled soil-Corn 4.690317 1.68650511 7.694130 0.0042593
Soybean-Sorghum 1.140532 -1.70913446 3.990199 0.6537017
Soybean-Corn-Sorghum 3.096753 0.09294059 6.100565 0.0432479
Tilled soil-Sorghum 9.357398 5.67849468 13.036302 0.0001535
Soybean-Corn-Soybean 1.956221 0.05644306 3.855999 0.0434976
Tilled soil-Soybean 8.216866 5.36719970 11.066533 0.0000612
Tilled soil-Soybean-Corn 6.260646 3.25683317 9.264458 0.0006309

Entre y dentro de las clases

ANAVA test:

> fit2<-aov (expanded2$dB~expanded2$clase)
> summary (£it2)

Df Sum Sq Mean Sq F value Pr (>F)
expanded2$clase 11 30566 2778.7 513.3 <2e-16 **x*x
Residuals 4898 26516 5.4

Signif. Codes: 0 ‘'***’ (0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.7 0.1 '’ 1

Tukey test:
> TukeyHSD (£it2)
Tukey multiple comparisons of means

95% family-wise confidence level

Fit: aov(formula = expanded2$dB ~ expanded2$clase)

Lotes diff lwr upr p adj
Lote 3-Lote 1 -0.695 -1.095 -0.294 0.000
Lote 6-Lote 1 0.521 -0.010 1.052 0.060
Lote 9-Lote 1 -1.189 -1.700 -0.679 0.000
Lote 10-Lote 1 -0.646 -1.233 -0.059 0.017
Lote 5-Lote 1 1.718 1.230 2.207 0.000
Lote 7-Lote 1 0.650 0.186 1.114 0.000
Lote 8-Lote 1 2.296 1.692 2.899 0.000
Lote 2b-Lote 1 3.145 2.567 3.724 0.000
Lote 3b-Lote 1 2.289 1.831 2.748 0.000
Lote 4-Lote 1 3.940 3.249 4.631 0.000
Lote 20-Lote 1 -1.542 -1.865 -1.219 0.000
Lote 7b-Lote 1 7.815 7.397 8.234 0.000
Lote 6-Lote 3 1.216 0.620 1.811 0.000
Lote 9-Lote 3 -0.494 -1.072 0.083 0.186
Lote 10-Lote 3 0.049 -0.597 0.695 1.000
Lote 5-Lote 3 2.413 1.855 2.971 0.000
Lote 7-Lote 3 1.344 0.808 1.881 0.000
Lote 8-Lote 3 2.990 2.329 3.652 0.000
Lote 2b-Lote 3 3.840 3.201 4.479 0.000



Lote 3b-Lote 3
Lote_4-Lote_3
Lote_20-Lote_3
Lote 7b-Lote 3
Lote 9-Lote 6
Lote_10-Lote_6
Lote 5-Lote 6
Lote 7-Lote 6
Lote 8-Lote 6
Lote 2b-Lote 6
Lote 3b-Lote 6
Lote_4-Lote_6
Lote 20-Lote 6
Lote 7b-Lote 6
Lote_10-Lote_9
Lote 5-Lote 9
Lote 7-Lote 9
Lote 8-Lote 9
Lote 2b-Lote 9
Lote 3b-Lote 9
Lote_4-Lote_9
Lote 20-Lote 9
Lote 7b-Lote 9
Lote 5-Lote 10
Lote 7-Lote 10
Lote 8-Lote 10
Lote 2b-Lote 10
Lote 3b-Lote 10
Lote_4-Lote_ 10
Lote_ 20-Lote_ 10
Lote 7b-Lote 10
Lote_ 7-Lote_ 5
Lote_8-Lote_ 5
Lote 2b-Lote 5
Lote 3b-Lote 5
Lote_4-Lote_ 5
Lote 20-Lote 5
Lote_ 7b-Lote 5
Lote_8-Lote_ 7
Lote 2b-Lote 7
Lote 3b-Lote 7
Lote_4-Lote 7
Lote 20-Lote 7
Lote 7b-Lote 7
Lote 2b-Lote_ 8
Lote 3b-Lote 8
Lote_ 4-Lote_8
Lote 20-Lote_8
Lote 7b-Lote 8
Lote 3b-Lote 2b
Lote_4-Lote_2b
Lote_20-Lote_2b
Lote_ 7b-Lote_ 2b
Lote_4-Lote_3b

|
N

|
o

a W s w PN O w B N P O

SN W NN RN

.984
.635
.848

.452
.893
.269
.012
.384
.900
.539
.511
.028
.897
.132
.600
.610
.686
176
.266
.216
.752
.622
.859
.322
.880
.414
.660
.608
.153
.021
.251
.729
.498
.803
.674
.141
.730
.030
.429
.766
.526
. 945
.815
.058
.512
.674
.615
.068
.704
776
.455
.847
.533
.057
.281
.020
.876
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.463
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Lote 20-Lote_3b -3.831 -4.308 -3.355 0.000

Lote 7b-Lote 3b 5.526 4.980 6.072 0.000

Lote 20-Lote 4 -5.482 -6.185 -4.779 0.000

Lote 7b-Lote 4 3.875 3.123 4.627 0.000

Lote 7b-Lote 20 9.357 8.919 9.796 0.000
Apéndice D

Intervalos de confianza radiométrica en funcién del Niumero Equivalente de
Looks (ENL)

dB dB dB dB dB dB dB dB dB dB dB dB | Error-dB

0.5 1.0 1.5 2.0 25 3.0 35 4.0 45 5.0 5.5 6.0
IConfidence level, % equivalent NL:

8 16 24 32 40 47 53 59 64 68 72 75 1
12 24 35 46 56 64 71 77 81 85 88 90 2
15 30 43 55 66 74 81 86 89 92 94 95 3
17 34 49 62 73 81 87 91 93 95 97 98 4
19 38 54 68 78 86 90 94 96 97 98 98 5
26 50 69 82 90 95 97 98 99 99 99 99 9

28 53 71 84 92 96 98 99 99 99 99 99 10

34 62 81 92 97 99 99 99 99 99 99 99 15

39 69 87 96 99 99 99 99 99 99 99 99 20

159 89 8 99 99 9 99 9 99 99 99 99 50
[75 7 9 99 99 9 99 9 99 99 99 99 100
84 9 9 99 99 9 99 9 99 99 99 99 150
89 9 9 99 99 9 99 9 99 99 99 99 200

3 9 9 99 99 9 99 9 99 99 99 99 250

Figura 59. Intervalos de confianza de acuerdo al NEL y la diferencia en dB. Extraido de Laur et al. (2004)
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