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Resumen

La teledetección, a través de sensores remotos activos y pasivos, constituye

una herramienta de gran utilidad para el desarrollo de sistemas de prevención,

seguimiento y evaluación de inundaciones. Entre los estudios, que facilitan el uso

de información satelital proveniente de imágenes SAR, para detección automa-

tizada de superficies de agua, mediante técnicas de clasificación no supervisada,

podemos señalar un algoritmo desarrollado recientemente (2004), por P. Ahtonen,

M. Euro, M. Hallikainen, S. Solbø, B. Johansen y I. Solheim [26]. En este tra-

bajo realizamos la implementación computacional y un estudio detallado de este

algoritmo. La implementación se realizó en JAVA, y constituirá una nueva fun-

cionalidad para el software ImageJ, programa de procesamiento de imágenes de

dominio público [1].

Palabras claves: teledetección, sensores remotos activos y pasivos, imágenes

SAR, clasificación no supervisada, textura.
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Caṕıtulo 1

Introducción

1.1. La problemática de las inundaciones

La repetición de anomaĺıas extremas de las precipitaciones que se traducen

en abundancia excesiva o escasez de agua, es decir en inundaciones o seqúıas,

respectivamente, es un componente normal de la variabilidad natural del clima.

Estas anomaĺıas tienen en muchos casos implicaciones socioeconómicas y ambien-

tales de gran envergadura. Entre los efectos negativos de las inundaciones y las

seqúıas se destacan las pérdidas de vidas y daños materiales; las migraciones en

masa de personas y animales; la degradación del medio ambiente y la escasez de

alimentos, enerǵıa, agua y otras necesidades básicas [18].

En el plan de ejecución de la Cumbre Mundial sobre Desarrollo Sostenible

(CMDS), que tuvo lugar en Johanesburgo en agosto y septiembre de 2002, se

subraya la necesidad de “... mitigar los efectos de seqúıas e inundaciones me-

diante la adopción de medidas como el uso más eficiente de la información y la

predicción climática y meteorológica, los sistemas de alerta temprana, la gestión

de los suelos y los recursos naturales, las prácticas agŕıcolas y la conservación de

los ecosistemas con el fin de poner freno a las tendencias actuales y reducir al

mı́nimo la degradación de los suelos y los recursos h́ıdricos...” [18]

Las comunidades están expuestas a diversos peligros y riesgos, tanto naturales

como antropógenos. El éxito de la puesta en práctica de estrategias de gestión de

desastres requiere gran número de actividades y supone la intervención de diversos

organismos. Es necesaria la participación de personas, familias y comunidades

aśı como una ampĺıa representación de la sociedad civil, centros de investigación,

gobiernos y organizaciones voluntarias. Todas estas instituciones cumplen una

función vital para lograr que las alertas conduzcan a la adopción de medidas

preventivas. El proceso debe contar con la presencia de todos los sectores y de las

más diversas disciplinas, debiéndose llevar a cabo actividades que contribuyan a

7



8 CAPÍTULO 1. INTRODUCCIÓN

garantizar la ejecución de los planes de emergencias en casos de desastres.

Este enfoque contribuye al intercambio estructurado de información y al es-

tablecimiento de relaciones de organización eficaces y tiene la ventaja que permite

hacer frente de manera más eficaz a los riesgos comunes para la población, facilita

el uso eficiente de los recursos y del personal y combina las preocupaciones en

materia de desarrollo con los planes para casos de emergencias y las actividades

de prevención, recuperación y mitigación [18].

1.2. Alerta Temprana

La alerta temprana y la predicción son elementos esenciales de la serie de pasos

necesarios para reducir los efectos sociales y económicos de todos los peligros

naturales, incluidas las inundaciones [18].

Visto el enorme impacto en términos de vidas humanas, pérdidas materiales,

perturbación social, reducción de la productividad social, interrupción de ser-

vicios o destrucción de infraestructura, el Programa Espacial Nacional (PEN)

confiere una alta prioridad a la asistencia de instituciones con responsabilidad

directa en la Gestión de los Desastres. En este sentido, el PEN tiene por obje-

tivo la producción y provisión de información espacial relevante y oportuna en

la prevención, preparación, asistencia, evaluación y recuperación de desastres de

origen natural o antropogénico.

La información espacial resulta clave en la prevención, supervisión, y alerta de

emergencias tales como: inundaciones, terremotos, erupciones volcánicas, avalan-

chas, incendios, seqúıas, tornados, plagas, derrames qúımicos y contaminación

del agua, suelo y atmósfera. En particular, la construcción de mapas de riesgo y

peligrosidad requieren de abundantes volúmenes de información georreferenciada

que en algunos casos cambia rápidamente (ejemplo: la humedad del suelo y de

la vegetación para la evaluación de ı́ndices de riesgo de incendio o inundaciones).

La rápida evolución de los parámetros ambientales que determinan el riesgo, re-

quieren de una continua actualización, lo que es solamente posible gracias a la

observación permanente desde el espacio. Esto es particularmente destacable en

páıses con la extensión territorial y distribución poblacional de Argentina [35].

1.3. CONAE. Objetivos Relacionados

La Comisión Nacional de Actividades Espaciales (CONAE) tiene como manda-

to la formulación e implementación del Plan Espacial Nacional (PEN) centrado

en el uso paćıfico de las tecnoloǵıas de observación de la Tierra desde el Espacio.

El Plan Espacial Nacional se centra en la generación de Ciclos de Información

Espacial Completos que dan coherencia y vinculan entre śı todas las actvidades de

CONAE, clarificando los objetivos parciales que deben alcanzarse en cada uno de
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los Cursos de Acción en los que se ha ordenado la actividad espacial y definiendo

el destino social y las áreas de aplicación de los desarrollos en tecnoloǵıa espacial.

Dentro de estos ciclos se encuentra el Ciclo de Información Espacial para el

Manejo de Emergencias, señalado por el Plan Espacial Nacional como una de

las áreas prioritarias de aplicación de la información espacial, abarcando la vigi-

lancia y el seguimiento de emergencias y catástrofes naturales o antropogénicas

tales como incendios, inundaciones, seqúıas, erupciones volcánicas, terremotos,

deslizamientos de tierra y avalanchas, derrames de hidrocarburos y contaminación

marina, eclosión de algas, plagas en cultivos, contaminación industrial y otros,

quizá de menor importancia para nuestro páıs, como huracanes, tornados, etc

[13].

Es evidente que, dado los importantes costos económicos y sociales, es fun-

damental reducir el impacto de los desastres naturales o antropogénicos. Por lo

tanto, la reducción de la vulnerabilidad debeŕıa ser un objetivo central dentro de

una estrategia integrada de manejo de emergencias. Entendemos como Gestión

de Emergencias, al conjunto de acciones y procesos diseñados para amortiguar o

mitigar los efectos de una emergencia o un desastre antes, durante o después del

mismo.

1.3.1. Descripción del Manejo de Emergencias

El manejo de emergencias comprende una serie de etapas o fases, que incluyen

la planificación previa al desastre, la preparación y pronóstico, la respuesta y

asistencia, la recuperación y la reconstrucción. Todas y cada una de estas etapas

requieren de un aporte intensivo de información y la tecnoloǵıa espacial juega un

importante rol en el suministro de ésta [13].

En el desarrollo de una emergencia se pueden definir tres etapas:

Fase de Prevención

Conjunto de acciones tendientes a reducir el impacto negativo de un desastre

antes que éste ocurra. Incluye actividades orientadas a evitar o reducir los

riesgos, como evaluación del riesgo, probabilidad de ocurrencia y vulnera-

bilidad de la región; también comprende pronóstico, predicción y diseño de

medidas estructurales y no-estructurales.

Fase de Asistencia

Comprende las acciones requeridas inmediatamente antes, durante o in-

mediatamente después de ocurrido el desastre. Incluye la alerta temprana

cuando es posible, la respuesta y la primera evaluación de daños.

Fase de Recuperación

Conjunto de medidas tendientes a restablecer el funcionamiento normal de

la infraestructura dañada y de los v́ınculos y actividades sociales, económi-
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cas y personales que hubieren sido afectados. Incluye evaluación de costos

y el seguimiento de los daños causados, continuando la acción comenzada

en la etapa anterior. El factor ”tiempo”no es tan cŕıtico como durante la

fase anterior de la emergencia.

1.3.2. Carta Internacional: El Espacio y Grandes Catástrofes

La CONAE participa desde el año 2003 en la Carta Internacional “El Espacio

y las Grandes Catástrofes”, creada entre las agencias espaciales de numerosas

naciones. La Carta tiene el fin de facilitar gratuitamente el acceso a información

de origen espacial a los páıses que lo soliciten para actuar ante una catástrofe en

su territorio, y opera de manera que obtengan rápidamente imágenes satelitales

de las zonas afectadas por la situación de emergencia, provocada por desastres

[12, 2].

La intervención de la Carta permite al páıs que sufre una emergencia, contar

con imágenes satelitales procesadas, de modo que ofrezcan mayor información

para este tipo de eventos. Esto permite una rápida interpretación de la situación

en la que se encuentra el lugar afectado, como aśı también la identificación de los

pasos necesarios para la estimación de daños y su rápida mitigación.

1.3.3. Inundaciones

Las inundaciones constituyen el desastre más devastador en el mundo, con

mayor pérdida de vidas y de daños a la propiedad que cualquier otro desastre.

Los satélites de observación terrestre han demostrado ser una excelente he-

rramienta para proveer información hidrológica y del uso operacional de un mo-

nitoreo detallado de inundaciones y evaluación de daños.

En el contexto de un análisis general de este fenómeno, es necesario identificar

diferentes “zonas morfológicas”, en las cuales diferentes tipos de eventos producen

clases espećıficas de riesgos y desastres. Se identifican dos zonas morfológicas:

Áreas planas

Los daños son causados por la inundación producida por fuertes precipita-

ciones (tanto locales como en las zonas ŕıo arriba que provoca el desborde de

los ŕıos de llanura). La duración de las lluvias efectivas necesarias para pro-

ducir inundaciones es usualmente de horas a d́ıas, es decir, que su evolución

es relativamente lenta, y sus efectos duran largo tiempo.

Áreas montañosas

Los daños son causados prácticamente en forma simultánea con el evento

meteorológico por deslizamientos, arrastre de material e inundaciones. Las

inundaciones son generalmente del tipo repentinas (flash flood) ya que son
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extremadamente rápidas y agravadas por los deslizamientos, transporte de

sedimentos, etc.

Fases de la Inundación

PREVENCIÓN

En esta fase de la emergencia, las acciones para prevenir y reducir el impacto

de la inundación, pueden ser descriptas en dos sub-fases:

∙ Preparación

Incluye historia, memoria corporativa y climatoloǵıa. Para las meto-

doloǵıas regionales es esencial la geomorfoloǵıa, análisis hidrológico y

climatológico e investigación de eventos pasados. La percepción remota

contribuye con datos meteorológicos para el modelado hidrológico y el

mapeo de eventos históricos. Las investigaciones a nivel local incluyen

topograf́ıa, datos hidráulicos, rugosidad de los cauces de ŕıos, uso de la

tierra, etc. La percepción remota contribuye para el mapeo topográfico

(generación de modelos digitales de elevación - DEMs), uso y rugosidad

de la tierra.

∙ Predicción

Esta sub-fase incluye pronóstico y mapas de riesgo h́ıdrico, en los cuales

los modelos hidrológicos juegan un papel fundamental. Estos modelos

requieren varios tipos de datos, como uso y cobertura de la tierra, tipo

y humedad del suelo, intensidad y cantidad de precipitaciones, DEMs

y drenajes. La compleja información del uso de la tierra puede requerir

datos de alta resolución espacial de grandes áreas, lo que sólo puede

ser obtenido por sistemas de percepción remota.

ASISTENCIA

Esta fase puede dividirse en dos sub-fases: alerta, referida a las acciones

requeridas inmediatamente antes del evento, incluyendo alarma cuando sea

posible; y de respuesta, que se refiere a las acciones a tomar durante e

inmediatamente después de la emergencia.

∙ Alerta

Para establecer los mecanismos de alerta deben estudiarse los factores

ambientales para monitorear y estudiar las condiciones que llevan a la

emergencia. Los satélites meteorológicos proveen información de pre-

cipitaciones, temperatura, vientos y humedad del suelo.

∙ Respuesta
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Durante la inundación, es fundamental la localización e identificación

de la áreas afectadas con precisión espacial, y en el momento preciso,

para poder actuar y mitigar el daño.

Desde la percepción remota, las acciones en esta etapa son importantes

para el apoyo loǵıstico en la asistencia y en la primera evaluación de

daños.

RECUPERACIÓN

En esta fase se requiere información y evaluación de daños, haciendo un

seguimiento de la acción comenzada en la etapa anterior. El factor “tiempo”

no es tan cŕıtico como durante el desarrollo de la emergencia.

1.4. Propuesta del trabajo

Este trabajo propone la implementación del algoritmo propuesto en SAR and

optical algorithms for discrimination of water bodies [26], el cual analiza imágenes

SAR, pudiendo diferenciar agua de tierra. Esta implementación será un aporte

para la vigilancia y seguimiento de emergencias y catástrofes, mas precisamente

inundaciones.

La implementación de este algoritmo será una herramienta más para el software

ImageJ [1]. ImageJ es un programa de dominio público de procesamiento de

imágenes, desarrollado en una arquitectura abierta que proporciona extensibili-

dad a través de plugins de JAVA.

1.5. Organización del trabajo

En el Caṕıtulo 2 realizamos una breve introducción a la Teledetección y

sistemas de radares SAR.

En el Caṕıtulo 3 se describen algunos modelos matemáticos que son uti-

lizados para el estudio de texturas en imágenes satelitales. Definiendo además,

conceptos pertinentes como reconocimiento de patrones, caracteŕısticas, vectores

caracteŕısticos, etc. Por otro lado, detalla además algunos de los métodos de

clasificación y segmentación de imágenes satelitales.

El Caṕıtulo 4 habla sobre algoritmos de “contorno activo” que son usados

para delinear zonas inundadas en imágenes satelitales, presentando además una

propuesta de clasificación no supervisada, el cuál será el eje del desarrollo del

Caṕıtulo 5, que describe la especificación del Detector Automático de Agua.

En el Caṕıtulo 6 se realiza un estudio minucioso de las debilidades del méto-

do, mostrando algunas soluciones. El Caṕıtulo 7, tratará sobre los resultados,

conclusiones y posibles trabajos futuros.



Caṕıtulo 2

Introducción a la Teledetección

2.1. Teledetección

La Teledetección se define como la técnica de adquisición y posterior tratamien-

to de datos de la superficie terrestre desde sensores instalados en plataformas

espaciales, en virtud de la interacción electromagnética existente entre la tierra

y el sensor, siendo la fuente de radiación proveniente del sol o del propio sensor

[24, 23].

Un sistema de percepción remota o teledetección, requiere al menos, tres

componentes: un foco energético, la superficie terrestre y un sensor. Una de las

formas más habituales para clasificar a los sensores remotos es mediante la enerǵıa

procedente de las distintas cubiertas [24].

Existen tres formas de adquirir información a partir de un sensor: por re-

flexión, por emisión y por emisión-reflexión. La primera es la forma más impor-

tante de la teledetección pues se deriva directamente de la luz solar, principal

fuente de enerǵıa de nuestro planeta.

El sol ilumina la superficie terrestre, que refleja esa enerǵıa en función del tipo

de cubierta presente sobre ella. Ese flujo reflejado se recoge por el sensor, que lo

transmite posteriormente a las estaciones receptoras. Entre superficie y sensor se

interpone la atmósfera, que dispersa y absorbe parte de la señal original.

Existen variadas formas de clasificar los sensores remotos, una de las más

habituales considera el procedimiento para recibir la enerǵıa procedente de las

distintas cubiertas. En este sentido, se habla de dos tipos de sensores [24, 23]:

Pasivos

Son los sensores que se limitan a recibir la enerǵıa proveniente de un foco

exterior a ellos (por ejemplo: sol).

Activos

13
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Son los sensores que son capaces de emitir su propio haz de enerǵıa. Estos

últimos son, lógicamente, más flexibles puesto que no dependen tanto como

los primeros de las condiciones exteriores al sistema Sensor - Tierra.

2.1.1. El espectro electro-magnético

Según la teoŕıa ondulatoria, la enerǵıa electro-magnética se transmite de un

lugar a otro siguiendo un modelo armónico y continuo, a la velocidad de la luz

y conteniendo dos campos de fuerzas ortogonales entre śı: eléctrico y magnético

[23].

Las caracteŕısticas de este flujo energético pueden describirse por dos elemen-

tos: longitud de onda ¸ y frecuencia F, como se muestra en la ecuación (2.1).

La primera hace referencia a la distancia entre dos picos sucesivos de una onda,

mientras que la frecuencia designa el número de ciclos pasando por un punto fijo

en una unidad de tiempo.

c = ¸F (2.1)

donde c indica la velocidad de la luz, ¸ expresa la longitud de onda y F la

frecuencia [23].

Podemos definir cualquier tipo de enerǵıa radiante en función de su longi-

tud de onda. El espectro electromagnético es la sucesión continua de esos valores

de frecuencia, aunque conceptualmente se divide en bandas, en las que la ra-

diación electromagnética manifiesta un comportamiento similar. La organización

de estas bandas de longitudes de onda o frecuencia se denomina espectro electro-

magnético. Comprende desde longitudes de onda más cortas (rayos gamma, rayos

X), hasta las kilométricas (telecomunicaciones).

Desde el punto de vista de la teledetección, conviene destacar una serie de

bandas espectrales [23]:

Espectro visible (0,4 a 0,7 ¹m)

Es la única radiación electro-magnética que pueden percibir nuestros ojos,

coincidiendo con las longitudes de onda en donde es la máxima radiación

solar. Suelen distinguirse tres bandas elementales: azul (0,4 a 0,5 ¹m); verde

(0,5 a 0,6 ¹m) y rojo (0,6 a 0,7 ¹m), en razón de los colores primarios que

nuestros ojos perciben a esas longitudes de onda.

Infrarrojo próximo (0,7 a 1,3 ¹m)

Es importante por su capacidad para discriminar masas vegetales y con-

centraciones de humedad.

Infrarrojo medio (1,3 a 8 ¹m)

Es la banda donde se entremezclan los procesos de reflexión de la luz solar y

de emisión de la superficie terrestre. Resulta idóneo para estimar contenido

de humedad en la vegeteción y detección de focos de alta temperatura.
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Infrarrojo lejano o térmico (8 a 14 ¹m)

Incluye la porción emisiva del espectro terrestre, en donde se detecta el

calor proveniente de la mayor parte de las cubiertas terrestres.

Micro-ondas (a partir de 1 ¹m)

Es de gran interés por ser un tipo de enerǵıa bastante transparente a

la cubierta nubosa. La frecuencia de las microondas se clasifica de man-

era arbitraria en bandas identificadas por letras. Las que se emplean más

comúnmente en los radares son:

∙ Banda-X: de 2.4 a 3.75 cm (12.5 a 8 GHz).

∙ Banda-C: de 3.75 a 7.5 cm (14 a 8 GHz).

∙ Banda-S: de 7.5 a 15 cm (4 a 2 GHz).

∙ Banda-L: de 15 a 30 cm (2 a 1 GHz).

∙ Banda-P: de 30 a 100 cm (1 a 0.3 GHz).

Figura 2.1: Espectro electro-magnético. Fuente: The Canada Centre for Remote Sensing

[24]
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2.1.2. La región de las micro-ondas

La banda del espectro que se inicia en las longitudes de onda milimétricas se

denomina región de las micro-ondas. Se trata de las longitudes mayores utilizadas

en teledetección.

La observación en esta banda es complementaria y más compleja que la real-

izada en bandas ópticas, y está aumentando notablemente gracias a la creciente

disponibilidad de satélites equipados con equipos de micro-ondas (ERS, Radarsat,

etc). La virtud fundamental de esta región del espectro es ser prácticamente trans-

parente a la influencia atmosférica. Esta propiedad hace idóneo el trabajo en esta

región del espectro, especialmente para recoger información de aquellas zonas del

planeta donde la cobertura de nubes es muy frecuente [23].

La observación en esta banda puede dividirse en pasiva y activa, en la telede-

tección pasiva el sensor se limita a recoger la enerǵıa que procede de las cubiertas

terrestres. Por el contrario, los sensores activos no sólo recogen sino que también

emiten su propio flujo de enerǵıa. Los sensores más importante en este campo son

los activos, que emiten su propio haz de micro-ondas para recoger posteriormente

su reflexión sobre la superficie terrestre. Normalmente se conocen como RADAR

(Radio Detection and Ranging). Por tratarse de un haz emitido artificialmente,

pueden controlarse las condiciones de adquisición de imágenes: ángulo, distancia,

orientación, polarización, etc.

Cuando se emite un haz de micro-ondas desde un radar a la superficie ter-

restre, la mayor parte de ese haz es dispersado al contacto con ella. El haz princi-

palmente se dispersa hacia la atmósfera (en el caso del suelo), dentro del mismo

objeto (en el caso de la vegetación), o se refleja especularmente (en el caso del

agua). En función de estos tres comportamientos el radar registrará una señal de

retorno muy diferente [23].

Como ocurre en otras bandas del espectro, cada cubierta ofrece distintos com-

portamientos. Otros factores que podŕıamos denominar medio ambientales, in-

fluyen en la señal finalmente detectada por el sensor. Los más importantes son:

la rugosidad y geometŕıa del terreno, el ángulo de incidencia del flujo y su polar-

ización.

En cuanto a la rugosidad, incide directamente en la intensidad de la señal del

retorno, siendo ésta mayor cuando más elevada es la rugosidad. La rugosidad no

sólo depende de la estructura de la superficie, sino también de la longitud de onda

de la observación. En longitudes de ondas cortas, una superficie relativamente

llana puede aparecer como rugosa, mientras se comporta como lisa en longitudes

mayores. Esta relación se concreta gracias al criterio de Rayleigh, que considera

una cubierta como rugosa si:

sℎ ≥ ¸

8
cos µ (2.2)

donde sℎ es la desviación t́ıpica de la altura de la superficie; ¸ la longitud de onda
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de observación, y µ el ángulo de incidencia. Esto indica que a igual rugosidad del

terreno, éste aparecerá tanto más liso cuanto se trabaje a longitudes de onda

mayores, y/o con ángulos de incidencia mayores (esto es, en una observación más

oblicua). Esta relación es muy importante, ya que en una superficie que aparece

como rugosa, la dispersión de retorno se dirige en todas las direcciones y el sensor

capta una fuerte señal. En cambio, si la cubierta aparece lisa la reflexión tiende

a ser especular y la señal de retorno puede llegar a ser prácticamente nula. Este

es el caso de las masas de agua en calma, que aparecen con tonos oscuros en una

imagen de radar [23].

Junto a la rugosidad, es conveniente considerar la geometŕıa del terreno: pen-

dientes y orientaciones del ángulo de incidencia del radar. En el caso de zonas

urbanas, resulta muy frecuente obtener señales de retorno particularmente inten-

sas, debido a la presencia de los denominados reflectores de esquina, que cambian

la trayectoria de la señal incidente retornándola en la misma dirección de origen.

Cuando si se combina un ángulo de incidencia bajo con una longitud de onda

larga, el pulso del radar puede penetrar a una cierta profundidad. Es importante

tener en cuenta que el ángulo de incidencia cambia en la dirección perpendicular a

la trayectoria del satélite; es decir, no es constante para cada punto de la imagen,

ya que la observación que realizan los equipos de radar es lateral. También del

ángulo de incidencia depende la información morfológica que proporciona el radar.

Con ángulos altos el efecto de sombra se realza notablemente, aunque también lo

hacen las deformaciones geométricas [23].

Otro de los factores mencionados anteriormente es la polarización, que se

refiere a la orientación del campo eléctrico. La mayor parte de los radares son

diseñados para transmitir la radiación de microondas horizontalmente polarizado

(H) o verticalmente polarizado (V). Asimismo la antena recibe la enerǵıa ya

sea horizontalmente o verticalmente polarizada, y algunos radares pueden recibir

ambas. De este modo, puede haber cuatro combinaciones de transmitir y recibir

polarizaciones [23, 24]:

HH - para transmisión y recepción horizontal.

VV - para transmisión y recepción vertical.

HV - para transmisión horizontal y recepción vertical.

VH - para transmisión vertical y recepción horizontal.

Las dos primeras combinaciones de polarización se mencionan como polar-

izadas porque transmiten y reciben lo mismo. Las otras dos combinaciones se

mencionan como polarización cruzada porque transmiten y reciben polarizaciones

cruzadas una de la otra. La longitud de onda y la polarización afectan a un radar

en como “ve” la superficie terrestre. Por lo tanto, imágenes de radar de diferente
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polarización y longitud de onda pueden proveer información complementaria de

la región a ser estudiada [24].

Caracteŕısticas del suelo y el agua

Los suelos rugosos y secos tendrán un mayor coeficiente de retro-dispersión

y, por lo tanto aparecerán con tonos claros en una imagen de radar. Si la señal

se reduce, manteniendo constante otras condiciones se tratará entonces de suelos

más húmedos. Los núcleos de población, altamente rugosos a longitudes largas,

también aparecen con tonos claros, lo que permite discriminarlos frente a los

espacios cultivados limı́trofes [23].

En cuanto al agua, la región de las microondas proporciona una cierta capaci-

dad de penetración, siempre que el ángulo de incidencia sea bajo y se trabaje con

longitudes de onda largas. El agua, casi siempre refleja especularmente el pulso

recibido, con lo que el retorno es bastante bajo. En el caso de existir una cier-

ta rugosidad superficial, por ejemplo oleaje, puede manifestarse en la imagen de

radar, siempre que el ángulo de incidencia sea bajo. Esta explicación resulta muy

útil para detectar anomaĺıas en la superficie, por ejemplo manchas de petróleo

[23].

2.1.3. Propiedades de las imágenes de radar

Las imágenes de radar tienen un cierto grado de lo que se denomina speckle.

El speckle se ve en la textura de la imagen como un granulado “sal y pimienta”.

El speckle es esencialmente una forma de ruido, el cual degrada la calidad

de la imagen y hace que la interpretación (visual o digital) sea más dificultosa.

Por lo que es necesario reducir el ruido antes de la interpretación y análisis. La

reducción se logra por dos métodos [24]:

Proceso “multi-look”

Consiste en la división del haz del radar en sub-rayos mas estrechos. Ca-

da sub-haz provee una “vista”(look) independiente en la escena iluminada.

Cada una de estas “vistas” está además sujeta al ruido speckle, pero suman-

do y promediando todas las vistas se obtiene la imagen final con el ruido

speckle reducido. Este proceso se realiza usualmente durante la adquisición

de los datos [24].

Filtro espacial

Este proceso se realiza durante el análisis de una imagen. La reducción del

ruido speckle consiste en mover una ventana de dimensiones pequeñas (p.

ej. 3x3 pixeles o 5x5 pixeles) sobre cada pixel de la imagen, aplicando un

cálculo matemático (p. ej. la media); usando para este los valores de los

pixeles que están bajo la ventana, y reemplazando el pixel central con el
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nuevo valor. La ventana se desliza por las filas y columnas de la imagen,

un pixel a la vez, hasta que la imagen entera es cubierta. Calculando el

promedio de una pequeña ventana alrededor de cada pixel, se logra un

suavizado y una reducción visual del ruido speckle [24, 23].

(a) (b)

Figura 2.2: (a) Corte de imagen SAR (Gentileza CONAE) con ruido speckle. (b)

Imagen a la que se le aplicó un filtro de mediana para reducir el ruido.

Uno de los mayores problemas del suavizado es que disfumina los bordes

y otros detalles de realce de la imagen. Cuando el objetivo es la reducción

del ruido más que el disfuminado, el empleo de los filtros de mediana

representa una posibilidad alternativa. En este caso el nivel de gris de cada

pixel se reemplaza por la mediana de los niveles de gris del entorno de ese

pixel. Este método es particularmente efectivo cuando el patrón de ruido

consiste en componentes fuertes y de forma “picuda”, y la caracteŕıstica

que se desea preservar es la agudeza de los bordes [22].

Su interés se corresponde con el propio de las mediana como medida de

centralidad, ya que es menos sensible a los valores extremos y por lo tanto

significa una menor modificación de los datos [23].

2.1.4. Radar de Apertura Sintética - SAR

El radar de apertura sintética (SAR - Synthetic Aperture Radar) es un sis-

tema de radar de iluminación lateral que produce una imagen de resolución fina

de la superficie bajo observación. Al moverse a lo largo de su trayectoria, el radar

ilumina hacia un lado de la dirección de vuelo franjas continuas y paralelas entre

śı, de la superficie en estudio y acumula la información de las microondas que se

reflejan. La señal que se graba a bordo, se procesa apropiadamente para formar

una imagen digital [24].
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Figura 2.3: Concepto de apertura sintética. Fuente: The Canada Centre for Remote

Sensing [24]

Figura 2.4: Geometŕıa del vuelo SAR. Fuente: The Canada Centre for Remote Sensing

[24]

La Figura 2.4 ilustra la geometŕıa del vuelo de un radar SAR, donde la

plataforma viaja en la dirección de vuelo (A) con el nadir (B) directamente bajo
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la plataforma. El rayo microondas es transmitido oblicuamente perpendicular a la

dirección de vuelo que ilumina un área(C) que es compensado desde el nadir. La

distancia entre el radar y el objetivo en la superficie en la dirección perpendicular

al vuelo, se le llama alcance (D). Se le conoce como azimut(E) a la distancia a

lo largo de la trayectoria [24].

En un sistema de radar, la resolución tiene dos dimensiones, una en la direc-

ción del alcance y otra en la del azimut.

La resolución en la dirección del alcance se determina por las caracteŕısticas

del radar y las del procesador, esencialmente esas caracteŕısticas de la señal a lo

largo de la trayectoria entre el sensor y la superficie iluminada. La resolución en

la dirección del alcance depende de la longitud del pulso transmitido; un pulso

corto proporciona mejor resolución. La señal del radar se graba en el dominio

del alcance. Esta señal, ya en forma digital, se proyecta al plano del terreno al

procesar la imagen [24].

(a) Rango (b) Ángulo de incidencia

Figura 2.5: Geometŕıa SAR. Fuente: The Canada Centre for Remote Sensing [24]

La Figura 2.5a muestra el rango o alcance cercano (A), que es la parte del

área iluminada más cercana al nadir de la plataforma de radar, mientras la parte

del área iluminada más lejana del nadir es llamado rango o alcance lejano (B).

El ángulo de incidencia (Figura 2.5b) es el ángulo entre el rayo de radar y el

superficie de tierra (A) que aumenta, moviéndose a través del área iluminada

desde el rango cercano al lejano. El ángulo de mirada (B) es el ángulo en el que

el radar mira a la superficie [24].
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Figura 2.6: Resolución en dirección del alcance

A diferencia de sistemas ópticos, la resolución espacial de un radar es una

función de las propiedades espećıficas de la radiación microondas y efectos geo-

métricos. Si un Radar de Apertura Real (RAR) es usado para la formación de

imagen, un solo pulso se transmite y la señal de la enerǵıa reflejada es usada

para formar la imagen. En este caso, la resolución es dependiente de la longitud

efectiva del pulso en la dirección de inclinación y del ancho de la iluminación en

la dirección de azimuth. La resolución del rango es dependiente de la longitud

del pulso (P). Dos objetivos distintos sobre la superficie serán resueltos en la

dimensión del rango si su separación es mayor que la mitad de la longitud de

pulso. Por ejemplo, los objetivos 1 y 2 no serán separables mientras los objetivos

3 y 4 si (Figura 2.6) [24].

En un radar convencional, la resolución en la dirección del azimut se deter-

mina por el ancho angular del haz. Para que dos objetos puedan ser identificados

independientemente, deben estar separados en la dirección del azimut por una

distancia mayor al ancho del haz en el terreno. El SAR sintetiza una antena

(virtual) muy grande al grabar la fase de la señal de las microondas que recibe,

y mediante un procesamiento adecuado, se adquiere una resolución en la direc-

ción del azimut que depende del largo de esa antena sintética y es inversamente

proporcional al tamaño de la antena real [24].

Figura 2.7: Resolución en dirección del azimut
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Procesamiento de imágenes SAR

3.1. Introducción

Una de las tareas más importantes en el procesamiento y análisis de imágenes

es la producción de cartograf́ıa temática. Una de las formas más comunes de

realizar esta tarea es mediante la segmentación y clasificación digital de imágenes

para discriminar cubiertas en una serie de categoŕıas homogéneas [11].

Muchas veces se utiliza el término segmentación para hacer referencia al prob-

lema de, dada una imagen, asignar cada ṕıxel a una de las posibles clases en las

que fue particionada dicha imagen, sin que estas clases hagan referencia a una

cubierta particular del terreno.

El término clasificación será utilizado para designar el problema de, dada

una imagen segmentada, atribuir a cada clase el rótulo correspondiente al tipo

de cubierta del terreno, por ejemplo agua, zonas urbanas, etc. (Frery, 1993)

La extracción de información sobre la textura de una imagen, esto es, sobre la

distribución espacial de los niveles de intensidad de gris en áreas o vecindarios, se

utiliza tanto para la segmentación de imágenes como para la identificación, car-

acterización y clasificación de aquellos elementos zonales del paisaje heterogéneos

[19].

En este caṕıtulo se estudia en primer término el significado de textura y su

importancia para el procesamiento de imágenes y luego se analizan los métodos

de segmentación más conocidos y se presenta una descripción de la clasificación

digital de imágenes con énfasis en aplicaciones de teledetección.

3.2. Textura

En términos generales podŕıamos decir que textura refiere a la aparente ru-

gosidad o suavidad de una región de la imagen; en definitiva al contraste espacial

23
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entre los elementos que la componen.

La textura de la imagen procede de la relación entre el tamaño de los objetos

y la resolución del sensor. Cuando un objeto ocupa una superficie inferior a 1

mm2 en la imagen no puede identificarse individualmente, sino sólo a través de

la variabilidad espacial que provoca. De esta forma, en función del tamaño de los

objetos se distingue [23]:

1. Textura grosera, cuando los objetos están comprendidos entre 0,25 y 1

mm2 a la escala de la imagen,

2. Textura media, objetos comprendidos entre 0,04 y 0,25 mm2, y

3. Textura fina, objetos inferiores a 0,04 mm2.

En sentido estricto, además del tamaño de los objetos que forman una cubierta

determinada, la textura con la que aparecen en la imagen puede variar en función

de diversos factores. Los más importantes son el ángulo de observación del sensor,

las condiciones de iluminación, y la longitud de onda.

En cualquier caso, el criterio de textura es muy importante para discrim-

inar determinadas cubiertas que pueden ofrecer un comportamiento espectral

uniforme.

3.2.1. Técnicas para medir la estructura espacial de una imagen

El objetivo de las técnicas que presentamos en esta sección es medir la textura

o contraste espacial entre los ṕıxeles que componen la imagen [23].

Una definición más pertinente para nuestros propósitos de textura, es la de

presentarla como un atributo que representa la disposición espacial de los niveles

de gris de los ṕıxeles en una región [38]. Si el nivel de gris es constante en toda la

región de un objeto, se dice que el objeto no tiene textura. Si el nivel de gris vaŕıa

significativamente dentro del objeto, entonces el objeto tiene textura. Cuando

tratamos de medir la textura, se trata de cuantificar la naturaleza de la variación

del nivel de gris dentro de un objeto.

Una caracteŕıstica de textura es un valor, calculado a partir de la imagen de

un objeto, que cuantifica en algún sentido la variación de nivel de gris en el objeto.

Por esta razón cobran especial interés las técnicas de análisis de textura, medi-

ante las cuales se describe la distribución de niveles de gris relativa al vecindario

de cada ṕıxel calculando variables estad́ısticas que describan propiedades como

la variabilidad, el contraste, valor medio, etc. y que permitan obtener nuevas

imágenes o bandas de textura que puedan utilizarse de forma aislada o combi-

nadas con bandas espectrales para clasificar las imágenes originales [32].
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Medidas de variación espacial

Como dijimos antes la textura hace referencia a la heterogeneidad con la que

aparecen los tonos de gris en una imagen; los ı́ndices numéricos de textura se diri-

gen a medir la variedad espacial entre los ND (niveles de gris) de los ṕıxeles que

forman la imagen. Podemos dividir estos ı́ndices entre aquellos que operan sobre

toda la imagen, por ejemplo: Desviación estándar, Dimensión fractal, Autocor-

relación espacial y Semi-variograma, y los que se apoyan en ventanas móviles, que

se desplazan consecutivamente afectando al ṕıxel central en cada paso, por ejem-

plo: Desviación estándar local, Diferencias absolutas, Entroṕıa, Medidas sobre la

matriz de coincidencias y Dimensión textual [23].

Desviación estándar local: se calcula como la dispersión de los ND de una

ventana de ṕıxeles en relación con su promedio. Esta medida resulta muy

sencilla y se ha mostrado un comportamiento eficaz en el inventario forestal,

como indicador de la densidad y homogeneidad de especies.

Diferencias absolutas entre los ND máximos y mı́nimos de la ventana con-

siderada:

T = ∣NDmax,i −NDmin,i∣ (3.1)

siendo i cualquiera de los ṕıxeles adyacentes al central de la ventana. Esta

medida se ha empleado para estimar la textura en zonas afectadas por

diversos procesos ambientales.

3.2.2. Textura en segmentación y clasificación de imágenes

La información sobre la textura de una imagen se utiliza tanto para la seg-

mentación como para la clasificación de imágenes. En teledetección, en la práctica,

el análisis de textura se basa en al extracción de caracteŕısticas estad́ısticas [19].

Si deseamos un sistema para distinguir entre objetos de diferente tipo, primero

debemos decidir qué caracteŕısticas de los objetos deben ser medidas para pro-

ducir parámetros descriptivos. Los atributos particulares que se miden se llaman

caracteŕısticas (feature) del objeto, y los valores resultantes de los parámetros

conforman el “vector caracteŕıstico”de cada objeto. La selección adecuada de los

parámetros es importante, ya que serán utilizados para identificar los objetos. El

valor medio y la desviación estándar son dos caracteŕısticas muy utilizadas para

la “clasificación”[31].

En el caso general, si se tienen l caracteŕısticas xi, i = 1, 2, .., l se usa como

vector caracteŕıstico

x = [x1, x2, ..., xl]
T (3.2)

donde T denota transposición. Cada uno de los vectores caracteŕısticos identifica

de manera única al objeto [31].
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Los vectores caracteŕısticos cuya verdadera clase se conoce y son usados para

el diseño de un clasificador, son denominados “vectores de entrenamiento”(trainig

feature vectors).

La selección de caracteŕısticas, puede ser vista como el proceso de eliminación

de algunas caracteŕısticas (comenzando con la más pobre) y combinando otras

que están relacionadas, hasta que el conjunto de caracteŕısticas se hace mane-

jable y el rendimiento es adecuado. Si el conjunto de caracteŕısticas se reduce

de M caracteŕısticas a un número más pequeño N , buscamos el conjunto de N

caracteŕısticas que maximiza el rendimiento global del futuro clasificador [38].

Algunos autores, denominan a esta etapa como preprocesamiento [31]; etapa

que describe el tratamiento realizado en las caracteŕısticas antes de su utilización.

Este procesamiento implica la eliminación de outliers (valores at́ıpicos), el ajuste

de las caracteŕısticas para proteger el rango dinámico de sus respectivos valores,

el tratamiento de datos faltantes, etc.

Eliminación de outliers

Un outlier es un punto que se encuentra muy lejos de la media de la co-

rrespondiente variable aleatoria. Esta distancia se mide con respecto a un umbral

dado, generalmente una cierta cantidad de veces la desviación estándar. Para una

variable aleatoria distribuida normalmente, la distancia de dos veces la desviación

estándar cubre aproximadamente el 95% de las mediciones, y una distancia de

tres veces la desviación estándar cubre aproximadamente un 99%.

Puntos con valores muy diferentes al valor medio, producen grandes errores

durante la fase de entrenamiento de la clasificación y pueden tener efectos de-

sastrosos. Estos efectos son aún peores cuando los outliers son el resultado de

mediciones ruidosas. Si el número de outliers es muy pequeño, éstos general-

mente son descartados. Sin embargo, si éste no es el caso y son el resultado de

una distribución con colas muy largas, entonces el diseñador debe adoptar fun-

ciones de costo que no sean muy sensible a la presencia de estos valores at́ıpicos

[31].

3.3. Segmentación

El primer paso en cualquier proceso de análisis de imágenes es la segmentación.

Mediante la segmentación vamos a dividir la imagen en las partes y objetos que

la forman. El nivel al que se realiza esta subdivisión depende de la aplicación en

particular, es decir, la segmentación terminará cuando se hayan detectado todos

los objetos de interés para la aplicación. En general, la segmentación automática

es una de las tareas más complicadas dentro del procesamiento de imágenes.

Los algoritmos de segmentación se basan prácticamente en dos propiedades de

los niveles de gris de la imagen: discontinuidad y similitud. Dentro de la primera
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categoŕıa se intenta dividir la imagen basándonos en los cambios bruscos en el

nivel de gris. Las áreas de interés en esta categoŕıa son la detección de puntos,

de ĺıneas y de bordes en la imagen. Dentro de la segunda categoŕıa, el interés se

centra en el estudio de técnicas de umbrales, crecimiento de regiones, y técnicas

de división y fusión [34].

3.3.1. Métodos de Segmentación

En esta sección se describen resumidamente algunos métodos de segmentación

que han aparecido en la literatura reciente sobre este tema.

Segmentación basada en el uso de un umbral

La umbralización es una técnica de segmentación ampliamente utilizada. Se

dice que es un método de producción de regiones de uniformidad dentro de una

imagen basada en algún criterio de umbral. La operación de umbralización puede

ser vista como una operación que implica realizar comprobaciones frente a una

función T de la forma:

T = T{x, y,A(x, y), f(x, y)}

donde f(x, y) es el nivel de gris del punto (x, y), y A(x, y) representa alguna

propiedad local en el vecindario de este punto, por ejemplo, la media del nivel de

gris de una vecindad centrada en (x, y) [33]. Una imagen umbralizada se define

como:

g(x, y) =

{
1 f(x, y) ≥ T

0 f(x, y) < T

Esta técnica se emplea cuando hay una clara diferencia entre los objetos a

extraer respecto del fondo de la escena. Los principios que rigen son la similitud

entre los ṕıxeles pertenecientes a un objeto y sus diferencias respecto al resto.

Por tanto, la escena debe caracterizarse por un fondo uniforme y por objetos

parecidos. Al aplicar un umbral, la imagen de niveles de gris quedará binarizada;

etiquetando con “1”, los ṕıxeles correspondientes al objeto y con “0”, aquellos

que son del fondo [20].

La selección del valor del umbral, se realiza generalmente a partir del histogra-

ma de la imagen. Aśı si una imagen está compuesta de un objeto que aparece en

la escena sobre un fondo, entonces es de esperar que el histograma sea bimodal.

Por ejemplo, si el objeto es más claro que el fondo, en el histograma aparecerán

dos picos, el ubicado en los valores de gris más elevados correspondientes al ob-

jeto y otro pico para niveles de gris más bajos, correspondientes al fondo. En la

Figura 3.1 se muestra un histograma bimodal, en el cual el umbral se ubica entre

los dos picos del histograma [33].
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La selección automática del umbral, es un problema dif́ıcil. Por otro lado el

histograma no siempre es bimodal; además en el caso de imágenes SAR, estás

están contaminadas con ruido speckle.

Figura 3.1: Ejemplo de un histograma bimodal [33].

Segmentación por crecimiento de regiones

Los métodos de segmentación basados en regiones asignan un vector de ca-

racteŕısticas a cada región, y segmentan la imagen de acuerdo con los valores

de funciones discriminantes adecuadas definidas sobre el espacio de esas carac-

teŕısticas [28]. Los procedimientos más usuales, dentro de este esquema, son el

crecimiento de regiones (region growing) y el separa y une (split and merge),

los cuales suelen ser inicializados con semillas. Estos métodos comienzan por un

ṕıxel, el cual es seleccionado automáticamente o proporcionado por el usuario y

a continuación examinan los ṕıxeles vecinos para decidir si tienen caracteŕısticas

similares al inicial. De ser aśı, el ṕıxel vecino que cumpla con tal condición de

similitud, es agrupado junto con los anteriores para conformar aśı una región.

Una cŕıtica a estos procedimientos es que el resultado obtenido es demasiado

dependiente de las condiciones iniciales.

Detección de bordes

En los métodos de detección de bordes la técnica que se emplea consiste en

localizar los bordes que existen entre las distintas regiones que participan en las

imágenes [28]. La idea de cómo localizar un borde en la imagen es considerar

que un borde es un ĺımite o contorno en el cual ocurren cambios significativos

en algún parámetro f́ısico de la imagen, tal como la reflectancia superficial, la

iluminación, o la distancia de la superficie visible al observador. Los cambios en

los parámetros f́ısicos de la imagen se manifiestan de diversas formas, incluyendo
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cambios en intensidad, color y textura. Estos cambios en la imagen son usados

para localizar los bordes o contornos.

3.4. Clasificación

Se puede decir que la clasificación es una de las fases más importante del

tratamiento digital de imágenes. Su objetivo es convertir la imagen original en

otra imagen, del mismo tamaño y caracteŕısticas de la original, pero con la dife-

rencia de que los ND de los ṕıxeles no tienen relación con la radiancia del sensor,

sino que es una etiqueta que identifica la categoŕıa o clase asignada a ese ṕıxel.

Es importante considerar que no se puede aplicar ciertas operaciones estad́ısticas

a una imagen clasificada, debido a que, pese a ser digital, no es una variable

cuantitativa, sino cualitativa.

La clasificación digital comienza definiendo cada una de las categoŕıas que se

pretenden distinguir (fase de entrenamiento), luego continua con la agrupación de

los ṕıxeles de la imagen en una de esas categoŕıas (fase de asignación), y culmina

con la comprobación y la verificación de resultados (fase de verificación) [23].

Resumiendo en este esquema de clasificación pueden distinguirse las siguientes

fases:

1. Fase de Entrenamiento

2. Fase de Asignación

3. Fase de Verificación

3.4.1. Fase de Entrenamiento

Esta fase resulta ciertamente compleja ya que se trata de definir con rigor

cada una de las categoŕıas que se pretenden discriminar, teniendo en cuenta su

propia variabilidad en la zona de estudio. Este objetivo se alcanza seleccionando

una muestra de ṕıxeles de la imagen que representen, adecuadamente, a las ca-

tegoŕıas de interés. Usando estos ṕıxeles se pueden calcular los ND medios y la

variabilidad numérica de cada categoŕıa.

Varios autores han comprobado que los resultados de la clasificación, están

mucho más influidos por la definición previa de las categoŕıas, que por el criterio

con el que éstas son posteriormente discriminadas (Hixson et al., 1980; Story y

Campbell, 1986; Gong y Howarth, 1990b). Por lo tanto esta fase es considerada

la columna vertebral de la clasificación numérica.

Tradicionalmente se han dividido los métodos de clasificación en dos grupos:

supervisado y no supervisado, de acuerdo con la forma en que son obtenidas las

estad́ısticas de entrenamiento.
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El método supervisado parte de un conocimiento previo del terreno, a partir

del cual se seleccionan las muestras para cada una de las categoŕıas. Por su

parte, el método no supervisado realiza una búsqueda automática de grupos de

valores homogéneos dentro de la imagen. Queda al analista la labor de encontrar

correspondencias entre esos grupos y sus categoŕıas de interés.

En resumen, la elección entre uno y otro método dependerá de los datos y

medios disponibles y de las propias preferencias personales (Marx y Hildebrandt,

1978; Townshend y Justice, 1981).

Clasificación Supervisada

Podemos definir esta clasificación como un proceso en que ṕıxeles de identidad

conocida, ubicados dentro de áreas de entrenamiento, se utilizan para clasificar

ṕıxeles de identidad desconocida; para realizar esto, el analista selecciona áreas

de identidad conocida de la cubierta terrestre de interés (cultivos, forestaciones,

suelos, etc.) delineándolas sobre la imagen digital, bajo formas de poĺıgonos, como

regiones de interés constituyendo los “datos de entrenamiento”. Para realizar la

selección el analista debe tener un conocimiento previo del área de estudio, ya

sea por reconocimiento de campo, por consulta de mapas, fotograf́ıas aéreas, etc.

En definitiva se asume que las áreas de entrenamiento son fieles representantes

de las distintas categoŕıas, y por lo tanto las medidas extráıdas a partir de sus

ND definen convenientemente a esas clases [23].

Clasificación No Supervisada

Este método tiene como objetivo determinar, con la mı́nima intervención posi-

ble del usuario, las clases presentes en la imagen. No es necesario conocer detalles

del área de estudio, por lo que la intervención humana se centra más en la inter-

pretación posterior a la clasificación.

Esta familia de estrategias involucra algoritmos que permiten encontrar los

grupos de ṕıxeles con ND u otras caracteŕısticas similares; la idea es que los

valores deND dentro de un cierto tipo de cubierta de terreno estén próximos en el

espacio de mediciones, mientras que los datos provenientes de categoŕıas diferentes

debeŕıan estar comparativamente más separados. Para realizar los agrupamientos

se pueden utilizar diversas técnicas como, por ejemplo, Agrupamiento o Clusters

del Análisis Estad́ıstico Multivariado, que se basa en lo siguiente:

Determinar las variables que intervienen,

Establecer el criterio para medir la similitud o distancia entre objetos,

Aplicar algún criterio para agrupar los objetos similares.
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Decimos que las variables son las bandas espectrales seleccionadas para la

clasificación y los objetos son los ṕıxeles que componen la imagen.

Para delimitar las clases se debe calcular la similitud entre ṕıxeles o matriz

de distancia. Se han propuesto varios criterios para medir esta distancia, siendo

el más usual el que se basa en la distancia euclidiana, pero también se puede

utilizar la de Mahalanobis. Por otra parte, se deben definir las condiciones de

agrupamiento. Los algoritmos de agrupamiento son numerosos siendo los más

utilizados en clasificación no supervisada el de k-means (Johnson y Wichern,

1998) e IsoData (Duday Hart, 1973).

En resumen el método no supervisado puede considerarse como exploratorio,

dirigido a deducir las clases presentes en la imagen, ya que se orienta a definir

precisamente los grupos o categoŕıas que intervendrán en la clasificación propia-

mente dicha [11].

3.4.2. Fase de Asignación

Una vez que se dispone del conjunto de datos de entrenamiento se debe tratar

de adjudicar cada uno de los ṕıxeles de la escena a alguna clase. Entre los algo-

ritmos clásicos para estos fines citaremos los siguientes:

Clasificador por Mı́nima Distancia

Clasificador por Paraleleṕıpedos

Clasificador por Máxima Verosimilitud

Clasificador por Mahalanobis

Clasificador por Mı́nima Distancia

El criterio más sencillo para signar un ṕıxel a una de las categoŕıas consiste

en incluirlo en la más cercana es decir, en aquella que minimice la distancia entre

ese ṕıxel y el centroide de la clase.

Pueden considerarse varias formas de medir esa distancia espectral entre ṕıxe-

les y clases. La más empleada, es la distancia euclidiana:

dx,A =

√ ∑

i=1..m

(NDx,i −NDA,i)2 (3.3)

donde dx,A es la distancia entre el ṕıxel x y la categoŕıa A; NDx,i el valor cor-

respondiente al ṕıxel a clasificar en la banda i, y NDA,i el valor medio de esa

categoŕıa en la misma banda, dicho valor se calcula utilizando los datos de en-

trenamiento. Tras calcular esta distancia para todas las categoŕıas se obtiene el

dx,A más pequeño, asignando el ṕıxel x a esa categoŕıa [23].
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Desde el punto de vista computacional este algoritmo es bastante sencillo y

rápido de ejecutar, y puede ofrecer buenos resultados cuando no se observe un

gran solape entre categoŕıas.

Clasificador por Paraleleṕıpedos

En este método, el usuario fija un área de dominio para cada categoŕıa, te-

niendo en cuenta sus valores de centralidad y dispersión. Posteriormente, un ṕıxel

es asignado a dicha clase si sus ND están dentro de ese área de dominio, en todas

las bandas consideradas. Esquemáticamente, el ṕıxel x será asignado a la clase A

si sus ND en las distintas bandas (NDx,k) están incluidos en el área de dominio

de esa clase:

NDA,i −RA,i ≤ NDA,i +RA,i (3.4)

para todo i, variando de 1 hasta el número de bandas. RA,i indica el rango de

dispersión señalado para la categoŕıa A en cada banda i.

En este caso la regla de decisión es que el ṕıxel x es asignado a la clase A

si sus ND se encuentran a menos de una determinada distancia del centro de

esa clase. Esa distancia se fija por el intérprete, aunque suele identificarse con la

desviación estándar o también puede emplearse el rango de categoŕıa entre otros.

En cualquier caso, conviene considerar que cuanto mayor sea ese umbral, mayor

también el número de ṕıxeles incluidos es esa clase, pero también más grande el

riesgo de confusiones con categoŕıas vecinas. Este criterio de asignación tiende a

delinear unos poĺıgonos multidimensionales de lados paralelos, de ah́ı su nombre,

en torno al centro de cada categoŕıa. Este clasificador es rápido y fácil de imple-

mentar. Tiene sin embargo fuentes de error asociadas al frecuente solapamiento

de los paraleleṕıpedos: un ṕıxel puede caer dentro de más de un paraleleṕıpedo si

éstos se solapan. Puede darse también el caso de que no caiga en ninguno. Estos

factores quitan robustez al clasificador [23].

Clasificador por Máxima Verosimilitud

Este es un algoritmo paramétrico que, a diferencia de los anteriormente con-

siderados (no paramétricos) asume alguna distribución estad́ıstica particular para

las clases consideradas. Este clasificador es uno de los más empleados en la clasifi-

cación supervisada y utiliza un modelo probabiĺıstico, comúnmente la distribución

gaussiana para formular sus reglas de decisión en la categorización de los ṕıxeles.

Los parámetros necesarios para este modelo, como la media y la matriz de

covariancia se obtienen de los datos de las áreas de entrenamiento. Veamos los

fundamentos de este clasificador.

Supongamos que una imagen posee un total de M clases que representaremos

como Ci, i = 1...M, para determinar la clase a la que pertenece un ṕıxel en la posi-
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ción x, nos interesa fundamentalmente conocer las probabilidades condicionales

P (Ci∣x), i = 1...M.

El término P (Ci∣x) da la probabilidad de que la clase correcta para un pixel

en la posición x sea Ci. La clasificación se llevará a cabo según la regla:

x ∈ Ci si P (Ci∣x) > P (Cj ∣x)∀ j ∕= i (3.5)

El problema es que los P (Ci∣x) en (3.5) son desconocidos. Ahora bien, si tenemos

suficientes datos de entrenamiento podremos estimar una distribución de proba-

bilidad P (x∣Ci) que describe la posibilidad de encontrar un ṕıxel de una clase Ci

en la posición x.

Para un ṕıxel en una posición x existirá un conjunto de probabilidades rela-

tivas de que el ṕıxel pertenezca a cada una de dichas clases. A esta probabilidad

podremos estimarla a partir de los datos de entrenamiento. Tenemos ahora una

probabilidad desconocida, P (Ci∣x), que es la que nos interesa, y una conoci-

da P (x∣Ci) obtenida a partir de los datos de entrenamiento. Ambas están rela-

cionadas por el teorema de Bayes:

P (Ci∣x) = P (x∣Ci)P (Ci)/P (x) (3.6)

donde P (Ci) es la probabilidad de que la clase Ci esté presente en la imagen.

En cuanto a P (x) es la probabilidad de encontrar un ṕıxel de cualesquiera de las

clases en la posición x. Aunque para lo que sigue P (x) no va a ser importante

podemos notar que por el teorema de la probabilidad total:

P (x) =

M∑

i=1

P (x∣Ci)P (Ci) (3.7)

Basándonos en (3.6) podemos escribir la regla (3.5) como

x ∈ Ci si P (x∣Ci)P (Ci) > P (x∣Cj)P (Cj) ∀ j ∕= i (3.8)

En (3.8) se eliminó P (x) al ser factor común. Por conveniencia matemática

definiremos funciones discriminantes gi(x) como:

gi(x) = lnP (x∣Ci)P (Ci) = lnP (x∣Ci) + lnP (Ci) (3.9)

con lo cual podremos escribir (3.8) como

x ∈ Ci si gi(x) > gj(x) ∀ j ∕= i (3.10)

Pasemos ahora a considerar la forma de la función de distribución de probabili-

dad P (x∣Ci). Asumiremos para dicha función el modelo normal multivariado. En

consecuencia, para un caso de N bandas espectrales puede demostrarse que:

P (x∣Ci) = (2¼)−N/2∣Σi∣−1/2 exp{−1/2(x−mi)
tΣ−1

i (x−mi)} (3.11)
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donde mi y Σi son respectivamente la media y la matriz de covarianza de los

datos de la clase Ci, reescribiendo (3.9) y teniendo en cuenta (3.11) resulta

gi(x) = lnP (Ci)− 1/2 ln ∣Σi∣ − 1/2(x−mi)
tΣ−1

i (x−mi) (3.12)

donde suprimimos el término (−N/2) ln(2¼) común a todos los gi(x), el que no

contribuye a la discriminación. Puesto que la dificultad de estimar P (Ci) hace

que usualmente esta probabilidad se considere la misma para todas las clases

podemos simplificar (3.12) eliminando dicho término aśı como el factor común

1/2. Finalmente queda:

gi(x) = − ln ∣Σi∣ − (x−mi)
tΣ−1

i (x−mi) (3.13)

Este clasificador asigna cada ṕıxel no clasificado a una clase, de acuerdo a un

criterio Gaussiano de probabilidad [42].

Clasificador por Mahalanobis

La distancia de Mahalanobis es definida como [42]:

d(x,mi) =
√
(x−mi)tΣ−1(x−mi) (3.14)

donde mi es el vector promedio y Σ la matriz de covarianza de las muestra.

Actualmente dicha distancia es usada para diferentes propósitos estad́ısticos,

por ejemplo para la detección de datos fuera de rango (outliers).

El procedimiento es el siguiente: un vector x pertenece a la i-ésima clase si la

distancia entre él y el centroide de la i-ésima clase es mı́nimo.

3.4.3. Fase de Verificación

En sentido estricto ninguna clasificación puede considerarse completa has-

ta que su grado de exactitud sea evaluado. Este puede definirse como el grado

de concordancia entre las clases asignadas por el clasificador y sus ubicaciones

correctas según datos recolectados por el analista y considerados como datos de

referencia.

El instrumento más usual para evaluar la exactitud de una clasificación es

la matriz de confusión, también llamada matriz de error o de contingencia. Esta

es una matriz cuadrada de n x n, donde n es el número de clases. Dicha ma-

triz muestra la relación entre dos series de medidas correspondientes al área en

estudio. La primera serie corresponde a datos de referencia adquiridos de obser-

vaciones de campo, inspección de estad́ısticas agŕıcolas, interpretación de fotos

aéreas y otras fuentes similares. La segunda corresponde a la categorización de

los ṕıxeles realizada por el clasificador para las clases de interés. En una matriz

de confusión las columnas corresponden a los datos de referencia, mientras que

las filas corresponden a las asignaciones del clasificador.
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A partir de una matriz de confusión pueden deducirse varios ı́ndices relativos a

la exactitud de la clasificación. Para definir y comentar dichos ı́ndices observemos

la tabla de valores de una matriz de confusión [42], visualizada en el Cuadro 3.1.

Clases de referencia Total

A B C

Categoŕıas deducidas A 35 2 2 39

B 10 37 3 50

C 5 1 41 47

Total 50 40 46 136

Cuadro 3.1: Ejemplo de Matriz de Confusión

Los elementos de la diagonal indican los ṕıxeles que fueron correctamente

clasificados. Todos los elementos fuera de la diagonal indican errores de omisión

o de comisión. Los errores de omisión corresponden a los elementos no diagonales

de las columnas (ej.: un total de 15 ṕıxeles que debieran haber sido clasificados

como “clase A”, se asignaron a otras clases). Los errores de comisión corresponden

a los elementos no diagonales de las filas (ej.: 5 ṕıxeles Clase A y 1 de Clase B se

incluyeron erróneamente en la “Clase C”.

A partir de la matriz de confusión podemos calcular varias medidas de interés

desde el punto de vista de la exactitud:

Exactitud Global: Se calcula dividiendo el número total de ṕıxeles cor-

rectamente clasificados por el número total de ṕıxeles de referencia y ex-

presándolo como porcentaje. En nuestro caso, seŕıa:

(113/136) ∗ 100 = 83,088%

Este ı́ndice es global y no nos indica cómo la exactitud se reparte entre las diversas

categoŕıas individuales. Muchas veces las categoŕıas individuales presentan exac-

titudes drásticamente diferentes pero se combinan de modo que esto no se refleja

en la exactitud global. Examinando la matriz de confusión vemos que podemos

utilizar dos métodos para evaluar la exactitud de las categoŕıas individuales:

Exactitud del Usuario: Se calcula dividiendo el número de ṕıxeles cor-

rectamente clasificados en cada categoŕıa por el número total de ṕıxeles que

fueron clasificados en dicha categoŕıa (total de la fila). Como ejemplo en

nuestro caso tenemos para la Clase A

(35/39) ∗ 100 = 89,74%

Este ı́ndice se justifica en el caso de que el usuario está especialmente intere-

sado en el porcentaje de cada clase que ha sido correctamente clasificado.
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Exactitud de Productor: Resulta de dividir el número de ṕıxeles correc-

tamente clasificados en cada categoŕıa por el número de ṕıxeles de referencia

utilizados para dicha categoŕıa (total de la columna). En nuestro caso ten-

dremos para la clase A:

(35/50) ∗ 100 = 70%

El productor está más interesado en este ı́ndice pues le dice cuan bien los

ṕıxeles de referencia han sido clasificados.

Las medidas de exactitud que acabamos de considerar, aunque simples de usar

están basadas sea en la diagonal principal, sea en las filas y columnas de la matriz

de confusión solamente. Estas medidas no aprovechan la información contenida en

dicha matriz considerada en conjunto. Más aún, puede ocurrir que una distribu-

ción totalmente aleatoria de los ṕıxeles en las clases pueda conducir a resultados

aparentemente correctos en la matriz de confusión [42].

Buscando superar estos inconvenientes se ha propuesto un ı́ndice denominado

coeficiente kappa. Este estad́ıstico es una medida de la diferencia entre la exac-

titud lograda en la clasificación con un clasificador automático y la chance de

lograr una clasificación correcta con un clasificador aleatorio.

La siguiente es la expresión de · más adecuada para fines computacionales:

· =
N

∑r
i=1 x(i,i) −

∑r
i=1 (x(i,+)x(+,i))

N2 −∑r
i=1 (x(i,+)x(+,i))

(3.15)

donde r es el número de filas de la matriz, x(i,i) indica el acuerdo observado, x(i,+)

es el total de observaciones en la fila i, x(+,i) es el total de observaciones en la

columna i y N el total de observaciones incluidas en la matriz.

Un valor de · igual a 1 indica un acuerdo pleno entre la realidad y lo clasifica-

do, mientras un valor cercano a 0 sugiere que el acuerdo observado es puramente

debido al azar. Por su parte un valor negativo, supone también una clasificación

pobre, si bien su sentido depende de otros factores externos, como el propio

tamaño de la muestra [23].



Caṕıtulo 4

Algoritmos basados en datos SAR

4.1. Introducción

La tarea de encontrar contornos y superficies de regiones es de suma importan-

cia en el análisis de imágenes SAR porque permite interpretar automáticamente

las mismas y solucionar problemas fundamentales en el área de procesamiento de

imágenes.

Las imágenes de Radar de Apertura Sintética (SAR, Synthetic Aperture

Radar) son utilizadas en monitoreo ambiental, conocimiento del ecosistema, de-

tección de manchas de petróleo en el mar, detección de claros en bosques, in-

undaciones, agricultura y planeamiento urbano entre otras aplicaciones. Como

se señaló en el caṕıtulo 2 este tipo de imágenes posee un ruido inherente a su

proceso de captura y formación, llamado ruido speckle. Este ruido es lo que hace

que en estas imágenes se vea un granulado, y es la razón por la cual las mismas

resultan muy dif́ıciles de analizar e interpretar [30].

Cuando nos referimos a encontrar contornos de regiones podemos decir que

existen algoritmos de detección de bordes que llevan a cabo dicha tarea. El ruido

speckle es la principal dificultad a la que se deben enfrentar dichos algoritmos

ya que muchos de ellos encuentran regiones utilizando extracción local de car-

acteŕısticas, es decir utilizando la información presente en un pixel. En el caso

de detección de bordes de objetos en imágenes con ruido speckle, no es posible

utilizar la información puntual, sino que hay que analizar la imagen a partir de

conjuntos de ṕıxeles.

En lo que respecta a la detección de superficies de regiones este trabajo está en-

focado particularmente a la detección de superficies de agua. Tradicionalmente,

esta tarea se ha desarrollado a partir de técnicas de clasificación sustentadas en

la determinación de umbrales sobre la intensidad de la imagen. Estas técnicas

requieren datos muy precisos del ángulo de incidencia el cual ayuda a determinar

37
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el aspecto de un objeto en la imagen. La utilidad de estas metodoloǵıas es de

eficacia limitada dado que el contraste entre la tierra y el agua disminuye con el

ángulo de incidencia. Por lo tanto resulta de gran interés el desarrollo de métodos

de clasificación de imágenes SAR, que actúen con cierta independencia del ángu-

lo de incidencia, preferentemente no supervisados y que posibiliten la detección

automática de superficies de agua. Además un algoritmo debeŕıa ser lo bastante

robusto para hacer frente al ruido multiplicativo (speckle); es decir, el proceso

de segmentación debe considerar no sólo los valores de cada ṕıxel sino también

las propiedades de la textura de la imagen que será procesada. Tales métodos de

segmentación ya han sido desarrollados tanto en el contexto del procesamiento

de imágenes como en el computacional [26].

En la siguiente sección hablaremos sobre algoritmos para la detección de bor-

des y se estudiarán, en particular, los algoritmos de contorno activo cuyas prin-

cipales ventajas son:

1. dan una estimación de los contornos de cuerpos de agua en imágenes SAR

2. son resistentes al ruido speckle propio de dichas imágenes.

En la última sección desarrollaremos el algoritmo automático para la detección

de cuerpos de agua, basado en el método de máxima verosimilitud, el cual es el

tema de estudio de este trabajo.

4.2. Algoritmos para la detección de bordes

La detección de bordes es un método del proceso de segmentación y además

es uno de los más usados comúnmente en el análisis de imágenes. Esto es debido

a que ellos detectan el contorno de un objeto.

Un borde es el ĺımite entre un objeto y el fondo. Esto quiere decir que si los

bordes en una imagen pueden ser identificados con exactitud, todos los objetos

de la imagen pueden ser localizados y propiedades básicas como áreas, peŕımetros

y formas pueden ser determinadas.

Técnicamente, la detección de bordes es el proceso de localización de los

ṕıxeles de borde y el realce de los mismos lo cual aumentará el contraste entre

los bordes y el fondo de modo que estos se hagan más visibles [40].

Diversos autores han estudiado el problema de adaptar los métodos clásicos

de procesamiento de imágenes para que puedan ser aplicados a imágenes SAR,

utilizando técnicas basadas en detección de bordes ([9], [37], [39]) o filtrado ([17],

[21], [25]), con relativo éxito. Estas técnicas tienen en común el análisis de la

imagen completa pixel por pixel, lo que implica un alto costo computacional,

teniendo en cuenta las grandes dimensiones que pueden poseer las imágenes SAR.
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4.2.1. Algoritmos de Contorno Activo

Los algoritmos de contornos activos (Snakes) están siendo muy utilizados en

los últimos años, por su robustez y tratabilidad; ellos usan estad́ısticas de la

imagen para alcanzar su objetivo, que es básicamente delinear objetos en una

imagen.

Dichos algoritmos (snakes o serpenteantes) son modelos estad́ısticos que en-

cuentran fronteras en imágenes incompletas o ruidosas. La idea es que la serpiente

(representado por un contorno cerrado discreto de nodos unidos) es puesta sobre

un área aproximadamente homogénea la que luego será delineada. Por ejemplo:

si queremos delinear un ćırculo ruidoso, blanco sobre un fondo negro, debemos

inicializar la serpiente de modo que cada nodo este, al principio, dentro del ćırcu-

lo. Luego un algoritmo iterativo es el encargado de conducir la serpiente para

encontrar fronteras en la imagen. Este método ha sido satisfactoriamente usado

para la delineación de áreas inundadas [26].

El primer algoritmo de detección de bordes para imágenes ópticas, basado en

evolución de curvas por medio de la minimización de la enerǵıa y cálculo varia-

cional, fue desarrollado por Kass et al [15]. Consiste en la evolución de una curva

dentro de la imagen, hasta ajustar el borde de un objeto. Este método presenta

serias limitaciones porque tiene dificultades en la convergencia si el objeto no es

convexo, es muy sensible a la ubicación del contorno inicial y no permite cambios

en la topoloǵıa. Se han desarrollado diversas mejoras a este procedimiento que

solucionan los problemas planteados, como los métodos de distance snakes [27],

baloon snakes [14], contornos deformables [16] y gradient vector flow snakes [29],

que resultan muy poco robustos en imágenes con ruido y son muy sensibles a

modificaciones en los parámetros, como se muestra en el art́ıculo [10], donde se

comparan todos ellos.

Otra clase de algoritmos de contornos activos son aquellos basados en re-

giones. Germain et al. presentaron en [36] un algoritmo de este tipo para datos

que siguen la ley de probabilidad Γ. En este esquema un contorno es deforma-

do iterativamente para localizar el borde de un objeto, guiado por un criterio

estad́ıstico, utilizando la distribución Γ para caracterizar los datos. El problema

del método es que la distribución Γ no modela apropiadamente los datos SAR

provenientes de regiones muy heterogéneas.

4.3. Algoritmo automático para la detección de cuerpos

de agua

4.3.1. Descripción del método

El método propuesto por Ahtonen, Euro, Hallikainen, Solbø, Johansen y Sol-

heim [26], para la detección de cuerpos de agua, está basado en la información
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proporcionada por la textura de la imagen, y utiliza como caracteŕısticas de tex-

tura, medidas estad́ısticas locales: rango de la intensidad, media y varianza.

Es importante elegir caracteŕısticas de textura que produzcan buena sepa-

ración entre las diferentes clases de textura que se desea distinguir. La media y

la varianza locales han mostrado ser capaces de distinguir correctamente entre

texturas de agua y tierra como ya hemos explicado en el caṕıtulo 3.

En este trabajo, se obtienen caracteŕısticas de textura a partir de imágenes

de intensidad; para cada posición (i, j) se define el vector n(i, j) que contiene los

valores de intensidad de la imagen en una ventana de NxN ṕıxeles, con N impar,

centrada en la posición (i, j). El vector y(i, j) dado por:

y(i, j) = [DR({ni,j}), E({ni,j}), V ar({ni,j})]T (4.1)

proporciona información local sobre la textura de la imagen; donde DR({ni,j})
= máx({ni,j}) - mı́n({ni,j}), E({ni,j}) es la media y V ar({ni,j}) es la varian-

za, calculadas sobre los valores de intensidad del vector n(i, j). Al conjunto de

valores {E({n(i, j)})}(i,j) se lo conoce con el nombre de “media de la imagen”.

En adelante, cuando sea necesario simplificar la notación y siempre que no cause

confusión, se indicará y en lugar de y(i, j).

Las clases a discriminar son dos: tierra y agua. El clasificador constituye un

método de clasificación no supervisado pues sólo impone una pre-clasificación

basada en la determinación de umbrales que se calculan automáticamente a par-

tir de los datos; no requiere de datos de entrenamiento para las clases, cuya

exactitud es crucial para el buen funcionamiento de la mayoŕıa de los clasifi-

cadores supervisados (ver Caṕıtulo 3). Además en la clasificación supervisada se

requiere conocer con bastante exactitud el ángulo de incidencia para cada clase

de entrenamiento y para cada escena, lo cual evidentemente no es necesario en el

método que se implementa en este proyecto.

Denotaremos !l a la clase “tierra”, y con !w a la clase “agua”. Ambas clases

pueden ser modeladas con una función de distribución Gaussiana tridimensional.

Esto es, para c ∈ {w, l} y para cada y:

p(y, !c) =
exp{(−1/2)(y − ¹c)

TΣ−1
c (y − ¹c)}

(2¼)3/2∣Σc∣1/2
(4.2)

donde ¹c denota al vector promedio de la clase c y Σc es la matriz de covarianza

de la clase c. ¹c y Σc son parámetros desconocidos. Para estimarlos, se establece

un umbral sobre el histograma del conjunto {E({n(i, j)})}(i,j) (umbral sobre la

media de la imagen). A partir de este umbral se preclasifican los ṕıxeles en una
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u otra clase y se estiman preliminarmente ¹c y Σc, como:

¹̂c =
1

Nc

Nc∑

n=1

yn (4.3)

Σ̂c =
1

Nc

Nc∑

n=1

(yn − ¹̂c)(yn − ¹̂c)
T (4.4)

con c ∈ {w, l}, siendo {y1,y2,y3,...,yNc} el conjunto de vectores correspondientes

a ṕıxeles preclasificados en la clase c. A estos vectores se los llama “vectores de

auto-entrenamiento de la clase c”.

Para imágenes que contienen superficies de agua y superficies de tierra, el

histograma de la media de las intensidades, tendrá generalmente una moda cor-

respondiente a los ṕıxeles de agua y una moda correspondiente a los ṕıxeles de

tierra. La propuesta de los autores del detector automático de agua, es usar como

umbral la intensidad mı́nima entre las modas [26], aunque no se detalla cómo

calcularlo.

Para mejorar la exactitud de la clasificación, se eliminan los outliers de ambas

clases, y se re estiman ¹̂c y Σ̂c. Se definen como outliers de la clase c a los ṕıxeles

cuyos vectores de autoentrenamiento satisfacen la condición:

(y − ¹̂c)
T Σ̂−1

c (y − ¹̂c) > Â2
n,® (4.5)

donde Â2
n,® es el valor de la distribución Chi-Cuadrado que deja a su derecha el

®% de los datos, n es el número de componentes del vector caracteŕıstico, en este

caso 3. Este algoritmo está basado en un clasificador de máxima verosimilitud

(desarrollado en el caṕıtulo 3) que simplemente clasifica al ṕıxel (i, j) dentro de

la clase con más alta probabilidad de incluir a y(i, j). Es decir:

y(i, j) ∈
{

!l si p(y(i, j)∣!l) > p(y(i, j)∣!w)

!w si p(y(i, j)∣!w) > p(y(i, j)∣!l)

4.3.2. Resumen del algoritmo automático

A continuación presentamos el algoritmo del proceso previamente descripto:

Reducción del ruido speckle de la imagen SAR

Para cada posición (i, j) usar la información de los ṕıxeles contenidos en

una ventana NxN , con N impar para definir el vector ni,j , y calcular el

vector dado por:

y(i, j) = [máx{ni,j} −mı́n{ni,j}, E({ni,j}), V ar({ni,j})]T

Determinar el umbral t (mı́nimo local entre modas) en el histograma de la

media de la imagen.
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Usar el umbral t para obtener dos conjuntos de ı́ndices; uno correspondiente

a los ṕıxeles pre-clasificados como agua y otro correspondiente a los pixeles

pre-clasificados como tierra,

Yl = {(i, j)∣ȳ(i, j) > t}

Yw = {(i, j)∣ȳ(i, j) ≤ t}

Estimar la media y la varianza en cada clase como ¹̂c y Σ̂c dados por (4.3)

y (4.4).

Para cada c ∈ {w, l}, remover los outliers, sustituyendo Yc por Ỹc:

Ỹc = {(i, j)∣(y(i, j)− ¹̂c)
T Σ̂−1

c (y(i, j)− ¹̂c) ≤ Â2
n,®}

Re-estimar ¹̂c y Σ̂c de Ỹc, c ∈ {w, l}.

Clasificar al ṕıxel (i, j) como agua si:

p(y(i, j); ¹̂w; Σ̂w) > p(y(i, j); ¹̂l; Σ̂l)



Caṕıtulo 5

El Detector Automático de Agua

(Automatic Water Detector)

5.1. Descripción de las Fases del Detector Automático de

Agua

El Detector Automático de Agua consta de tres fases principales, ellas son:

Regionalizar, Clasificador Automático de Agua yColorear Región, como

se pueden observar en la Figura 5.1.

Figura 5.1: Fases del Detector Automático de Agua

La fase Regionalizar recibe una imagen de radar previamente procesada Img

a través de un filtro de mediana, procedimiento que como se describe en la sección

2.1.3 en la página 18, se utiliza para reducir el ruido speckle inherente a este tipo
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de imágenes.

Regionalizar se encarga de particionar Img en regiones más pequeñas,R1...Rn,

las cuales serán clasificadas secuencialmente por la fase Clasificador Automático

de Agua. Esta división se debe al gran tamaño de las imágenes de radar; esto es

debido a que las imágenes de radar son en general de gran tamaño. En el caso de

las imágenes RADARSAT 1 que se utilizaron para este trabajo, tienen un área

nominal sobre el terreno de 8m, un área aproximada (en Km) de 50x50 y un

tamaño de la imagen digital aproximado a 8000x8000 ṕıxeles [24].

Dada una región Rk, la fase Colorear Región es la encargada de pintar en la

imagen Img, las posiciones de la región ya clasificadas como agua y como tierra.

Luego de realizar este proceso para cada región se obtendrá la imagen completa

pintada Img.

El algoritmo presentado en la sección 4.3.2, página 41 es desarrollado por

la fase principal, Clasificador Automático de Agua. Ésta recibe una región Rk,

la cual será procesada por el algoritmo; obteniendo como resultado las posi-

ciones de Rk clasificadas en cada categoŕıa, tierra o agua. Dicha fase se com-

pone de seis subfases: Estad́ısticas de Región, Clasificador por Umbral,

ML-Estimador, Mahalanobis Clasificador, ML-ReEstimador y Clasi-

ficador, como se puede apreciar en la Figura 5.2.

Figura 5.2: Subfases de Clasificador Automático de Agua
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A continuación se describen cada una de estas subfases. Es fácil comprobar

que las mismas implementan el algoritmo desarrollado en [26] que describimos en

la sección 4.3.2 en página 41.

5.1.1. Subfase Estad́ısticas de Región

Es la encargada de recibir la región Rk y analizar las caracteŕısticas estad́ısti-

cas de ésta, obteniendo el vector caracteŕıstico para cada posición (i, j) de Rk.

Puntualmente, para cada ṕıxel con posición (i, j) en la región, definimos y(i, j),

cuya función es proporcionar información local de la textura; usando para este

fin una ventana móvil de NxN , con N impar, la cual se centra en (i, j).

El vector caracteŕıstico y(i, j) está dado por:

y(i, j) = [DR({ni,j}), E({ni,j}), V ar({ni,j})]T (5.1)

donde ni,j es un vector que contiene los valores de intensidad de los ṕıxeles vecinos

a (i, j), DR({ni,j}) = max({ni,j}) − min({ni,j}), E({ni,j}) es el promedio y

V ar({ni,j}) es la varianza, calculadas sobre los elementos del vector ni,j .

5.1.2. Subfase Clasificador por Umbral

Realiza una primera clasificación en base a un umbral, el cual es calculado

automáticamente a partir del histograma de la región Rk. Comprende cuatro

subfases, como se puede ver en la Figura 5.3

Figura 5.3: Subfases de Clasificador por Umbral
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Asignar Media: Esta subfase recibe el vector caracteŕıstico y(i, j) dado

por la ecuación 5.1 y asigna a cada ṕıxel de posición (i, j) en Rk la esperanza

de calculada en base a sus ṕıxeles vecinos, es decir, E({ni,j}). De esta forma

se obtiene una región suavizada a la que llamamos R̄k.

Histograma: Recibe la región suavizada R̄k y calcula el histograma de la

región; para imágenes que contienen tierra y agua, en general el histograma

tendrá una moda correspondiente a los ṕıxeles de agua y una correspondi-

ente a los de tierra.

Cálculo Umbral: Como su nombre lo indica, su objetivo es; a partir del

histograma de R̄k (histograma del conjunto {E({ni,j})}(i,j) ), calcular au-

tomáticamente el umbral t que será el mı́nimo local entre modas.

Clasificador Inicial: Recibe el umbral t y realiza la primera clasificación

en base a éste, obteniendo dos conjuntos de ı́ndices Yw e Yl, correspondientes

a los ṕıxeles preclasificados como agua y a los ṕıxeles preclasificados como

tierra, respectivamente. Yw e Yl están dados por:

Yw = {(i, j)∣E({ni,j}) ≤ t}
Yl = {(i, j)∣E({ni,j}) > t} (5.2)

5.1.3. Subfase ML-Estimador

Recibe las clases Yw (agua) e Yl (tierra) dados por (5.2), a partir de éstas,

estima la media ¹̂c y la matriz de covarianza Σ̂c, con c ∈ {w, l} dados por:

¹̂c =
1

∣Yc∣
∑

q∈Yc

yq (5.3)

Σ̂c =
1

∣Yc∣
∑

q∈Yc

(yq − ¹̂c)(yq − ¹̂c)
T (5.4)

5.1.4. Subfases Mahalanobis Clasificador y ML-ReEstimador

Mahalanobis Clasificador realiza una segunda clasificación en base a la dis-

tancia de Mahalanobis, para cada c ∈ {w, l} remueve los outliers sustituyendo Yc
por Ỹc; donde Ỹc esta dado por:

Ỹc = {(i, j)∣(y(i, j)− ¹̂c)
T Σ̂−1

c (y(i, j)− ¹̂c) ≤ Â2
n,®} (5.5)

Definimos como outliers de la clase c, a los ṕıxeles cuyos vectores ya clasificados

en la etapa previa, satisfacen la condición:

(y(i, j)− ¹̂c)
T Σ̂−1

c (y(i, j)− ¹̂c) > Â2
n,® (5.6)
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donde n es el número de componentes, en este caso 3 y ® el nivel de significación.

ML-ReEstimador, efectúa un nuevo cálculo de ¹̂c dada en (5.3) y Σ̂c de la

ecuación (5.4); basándose en las clases Ỹc de la ecuación (5.5).

5.1.5. Subfase Clasificador

Esta subfase realiza la clasificación final, asignando el vector caracteŕıstico

y(i, j) a la clase con mayor probabilidad,

y(i, j) ∈
{

!l si p(y(i, j)∣!l) > p(y(i, j)∣!w)

!w si p(y(i, j)∣!w) > p(y(i, j)∣!l)

donde !w y !l representan las clases de ṕıxeles que son clasificados como agua

y los que son clasificados como tierra, respectivamente. Ambas clases pueden ser

modeladas con una función de distribución Gaussiana tridimensional.

p(x∣!c) =
exp{(−1/2)(x− ¹c)

TΣ−1
c (x− ¹c)}

(2¼)3/2∣Σc∣1/2
(5.7)

donde ¹c y Σc, son el vector de la media y la matriz de covarianza, respectiva-

mente, de la clase c ∈ {w, l}. Como se describió en la sección 3.4.2, p(x∣!c) es la

probabilidad que x pertenezca a la clase !c.

Los parámetros en p(x∣!c) son estimados a partir de los datos de entrenamien-

to; ¹̂c y Σ̂c.

La clasificación final será, entonces, decidir si el ṕıxel (i, j) pertenece a la clase

“agua” si cumple:

p(y(i, j)∣!w) > p(y(i, j)∣!l) (5.8)

5.2. Implementación

5.2.1. ImageJ

Es un programa de dominio público de procesamiento de imágenes en JAVA,

se puede ejecutar ya sea como un applet online o con las distribuciones descar-

gables, hay distribuciones disponibles para Windows, Mac OS, Mac OS X y Linux.

Puede mostrar, editar, analizar, procesar, guardar e imprimir imágenes de

8, 16 y 32 bits. Lee la mayoŕıa de los formatos de imágenes, incluyendo TIFF,

GIF, JPEG, BMP, DICOM, FITS y “raw”. Además soporta “stacks”, que son

conjuntos de imágenes que comparten una misma ventana.

Calcula valores estad́ısticos de áreas y ṕıxeles seleccionados por el usuario.

Mide distancias y ángulos. Además puede crear y dibujar histogramas de densi-

dades. Soporta funciones de procesamiento de imágenes tales como manipulación

del contraste, nitidez, detección de bordes y filtro de mediana.
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Realiza transformaciones geométricas como escala, rotación y giros, se puede

realizar zoom hasta 32:1 y 1:32. Todas las funciones de análisis y procesamiento

están disponibles para cualquier factor de magnificación. El programa sopor-

ta cualquier número de ventanas (imágenes) simultaneas, limitadas solo por la

memoria disponibles.

ImageJ fue diseñado con una arquitectura abierta que proporciona extensi-

bilidad a través de plugins de JAVA. Los plugins escritos por el usuario permiten

resolver cualquier análisis o procesamiento de imágenes.

Las funcionalidades de ImageJ pueden ser extendidas por el usuario en forma

de macros o plugins. Los macros son una manera fácil de ejecutar una serie de

comandos de ImageJ, éstos se pueden escribir en el editor que provee ImageJ.

Los plugins son más poderoso que los macros y la mayoŕıa de los comandos de

los menúes son implementados mediante plugins. Los plugins son implementados

como clases de Java, lo que significa que se pueden utilizar todas las caracteŕısticas

del lenguaje. El uso más común de los plugins son filtros que realizan algún análisis

o procesamiento de alguna imagen o stack, entre otras utilidades [41].

5.2.2. Descripción de la implementación

La implementación del Detector Automático de Agua (AutomaticWaterDe-

tector) se realizó en el lenguaje de programación Java y está pensado como una

nueva funcionalidad para el software antes descripto. Esta idea fue motivada a

partir de la propuesta del trabajo, en la que se ped́ıa que la herramienta fuera de

público dominio y pudiese ser utilizada en cualquier sistema operativo. Mediante

la investigación y búsqueda bibliográfica, descubrimos ImageJ y con él la posibil-

idad de crear nuevas funcionalidades, extendiendo las capacidades del software;

utilizando el manejo y procesamiento de imágenes que ImageJ provee.

En las siguientes secciones se describen los módulos, con sus respectivas clases

y métodos, que forman parte de la implementación del AutomaticWaterDetector

(Figura 5.4).

5.2.3. Módulo Regions

Implementa las fases Regionalizar y Colorear Región, descriptas en la sección

5.1 en las páginas 43 y 44, respectivamente. Este módulo (Figura 5.5) recibe una

imagen de radar Img previamente filtrada, dividiéndola en regiones R1, ..., Rn;

este procedimiento se realiza cuando Img tiene grandes dimensiones, ya que

los cálculos involucrados para la clasificación se ven limitados por la memoria

disponible.

Constituyen este módulo, CRegions cuyo método es createRegion. Process-

Region, con el método processRegion, que se encargará de crear la región Rk,

utilizando el método de CRegions, ejecutar el algoritmo que realiza la clasifi-
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Figura 5.4: Módulos del AutomaticWaterDetector

cación para esa región; luego de la clasificación llamará a paintImage, método

de la clase ManageImage, responsable de pintar los ṕıxeles de la región que

pertenecen a cada una de las categoŕıas resultantes de la clasificación. La acción

de colorear los ṕıxeles se realiza sobre Img, previo mapeo de las posiciones de Rk

en las posiciones que les corresponde en la imagen original.

ProcessImage implementa la interfaz del módulo InterfaceProcessImage; en

esta clase definimos el tamaño que tendrán las regiones. Lleva a cabo el manejo

de los bordes de las regiones, tarea que resulta necesaria; ya que, al utilizar

una ventana móvil NxN (con N impar), se pierden (N − (⌊N/2⌋ + 1)) filas

o columnas de cada uno de los bordes de la región. Por lo tanto, al procesar la

siguiente región, debeŕıamos sumar los bordes que no se procesaron de la anterior.

Si no tuviéramos en cuenta estos detalles, nos quedaŕıan pequeñas porciones en

la imagen sin analizar, y al pintar se veŕıan ĺıneas verticales y horizontales sin

el coloreado producto de la clasificación. Por todo esto, es necesario manejar

el solapamiento de bordes entre regiones, para que no haya partes de Img sin

procesamiento, excepto, claro está, los bordes de la imagen grande.

Otra tarea que esta clase lleva a cabo, es el manejo y captura de la excepción

que es lanzada en la clase VectorMatrix por el método minversa, cuando éste

no puede realizar la inversa de una matriz de covarianza, necesaria para calcular

p(x∣!c) (ecuación 5.6, página 46) porque su determinante es 0. El significado de

que el determinante de la matriz de covarianza es 0, es que ésta contiene valores

que son homogéneos, que en términos de la textura analizada por la ventana 5x5,

podemos decir que la zona en estudio es de una textura bastante uniforme. Lo

que nos lleva a querer ampliar la zona de estudio (ventana móvil), para analizar

un sector mas grande que nos provea información con mayor heterogeneidad en

términos de textura.

Retomando, el método processImage, al capturar la excepción, procesará la

región Rk con una ventana móvil de tamaño 7x7 para estudiar la textura; y

hará los cálculos pertinentes para solapar los bordes, teniendo en cuenta el tamaño
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de la ventana móvil, y con esto la cantidad de filas y columnas que no se procesan.

Figura 5.5: Clases del Módulo Regions

5.2.4. Módulo FloodStatistic

Tiene como tarea calcular DR, E, V ar del vector ni,j (sección 5.1.1, página

45), las caracteŕısticas estad́ısticas necesarias para luego formar el vector carac-

teŕıstico del ṕıxel con posición (i, j) (ecuación 5.1).

Está formado por la clase FloodStatistic que implementa los métodos:mean,

variance, min y max.

5.2.5. Módulo VectorMatrix

Está formado por la clase VectorMatrix que implementa los métodos rela-

cionados con el Álgebra lineal, éstos son det, minversa, prodMatriz, restaVect,

transpuesta, transpVector, adj2x2 y adjunta. Como mencionamos en la sección

5.2.3, el método minversa es el encargado de lanzar una excepción (que maneja

y captura la clase ProcessImage) cuando el determinante de la matriz que se

quiere invertir es 0.

5.2.6. Módulo AutomaticWaterClassifier

Este módulo implementa la fase Clasificador Automático de Agua es decir, el

algoritmo descripto en 4.3.2. Esta compuesto por una interfaz InterfaceAlgo-

rithm y cinco submódulos: FeatureStatisticRegion, ThresholderClassifier,

ML Estimators, MahalanobisClassifier y Classifier, como se muestra en la

Figura 5.6.
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Figura 5.6: Submódulos del Módulo AutomaticWaterClassifier

InterfaceAlgorithm

Esta interfaz cuyo método es runAlgorithm define el servicio que es prestado

por el módulo AutomaticWaterClassifier, sin embargo no lo implementa. La clase

AWDetector es la clase encargada de implementar el método de dicha interfaz.

Submódulo FeatureStatisticRegion

Implementa la subfase Estad́ısticas de Región (5.1.1). Esta formado por la

clase: FeatureStatisticRegion, la cual implementa los métodos window, método

abstracto, y VFeatureT (Figura 5.7).

Recibe como input una región Rk, a la cual se le aplica la ventana móvil para

extraer la información de textura y formar el vector caracteŕıstico y(i, j) dado

por:

vectory[pos,DR,E, V ar, Cm conm = 0] (5.9)

El vector es implementado como una matriz de tamaño 5xTR, donde TR es el

número total de ṕıxeles de la región Rk. Como se observa en la ecuación (5.9),

las cinco componentes del vector son:
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pos, número de tipo Int, que contiene la posición (i, j) del ṕıxel.

DR, descripto en la sección 4.3.1 (pág. 39).

E, descripto en la sección 4.3.1 (pág. 39).

E, descripto en la sección 4.3.1 (pág. 39).

Cm, label que indica a que clase pertenece el ṕıxel de la posición pos. Inicial-

mente este label es 0; lo que representa que el ṕıxel no pertenece a ninguna

clase.

Figura 5.7: Clase FeatureStatisticRegion

Submódulo ThresholderClassifier

Implementa la subfase Clasificador por Umbral (seccion 5.1.2, página 45).

Está compuesto por tres submódulos: InitialClassifier, HistogramWindow y

BimodalThresholder como se observa en la Figura 5.8.
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Figura 5.8: Submódulos del ThresholderClassifier

Submódulo InitialClassifier: Implementa las subfases Asignar Media y

Clasificador Inicial. Recibe el vector caracteŕıstico vectory dado por (5.9)

y asigna la esperanza (E) a la región Rk en la posición indicada por pos.

De esta forma se obtiene una región suavizada, R̄k.

Además, lleva a cabo la primera clasificación en base a un umbral t, calcu-

lado automáticamente por BimodalThresholder. Como resultado de esta

clasificación modifica el label Cm, asignándole una nueva etiqueta, Cw o Cl,

dependiendo de la categoŕıa (Yw o Yl, ecuación (5.2), respectivamente) fue

asignado el ṕıxel de posición pos.

vectory[pos,DR,E, V ar, Cm dondem ∈ {w, l}] (5.10)

Las dos funciones de este submódulo son llevadas a cabo por la clase Ini-

tialClassifier cuyos métodos son assigMean y separateClasses.

Submódulo HistogramWindow: Es el encargado de implementar la sub-

fase Histograma (sección 5.1.2), a través de la clase HistogramWindow,

provista por ImageJ.

Recibe la región suavizada R̄k y calcula el histograma de ésta.

Submódulo BimodalThresholder: Implementa MIMO (sección 5.1.2).

Recibe el histograma de R̄k y calcula el umbral t que es el mı́nimo local

entre modas.
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Lo recientemente descripto, se implementa en la clase BimodalThresh-

older cuyos métodos son: caldulateThresholder, max, min. Las clases del

submódulo ThresholderClassifier se pueden ver en la Figura 5.9.

Figura 5.9: Clases del submódulo ThresholderClassifier

Submódulo ML-Estimator

Implementa las subfases ML-Estimador y ML-ReEstimador (5.1.3 y 5.1.4,

respectivamente). El input es el vector caracteŕıstico vectory dado por (5.10) y

realiza el cálculo de ¹̂c y Σ̂c, con c ∈ {w, l}, de cada clase, ecuaciones (5.3) y

(5.4). La clase encargada de esta función es la MLestimator, con los métodos mu

y sigma.

Submódulo MahalanobisClassifier

Implementa la subfase Mahalanobis Clasificador 5.1.4. Recibe como input ¹̂c

y Σ̂c c ∈ {w, l} y es el encargado de hacer la segunda clasificación en base a la

distancia de Mahalanobis, modificando el label del vectory.

La etiqueta Cm, será Cw o Cl si los ṕıxeles de posición pos pertenecen a las

categoŕıas agua o tierra, dadas por la ecuación (5.2). Además Cm, puede ser Cow

o Col , si el ṕıxel en pos, luego de realizar la segunda clasificación en base a la

distancia de Mahalanobis, resultó ser outlier de agua o de tierra, respectivamente.

vectory[pos,DR,E, V ar, Cm dondem ∈ {w, l, ow, ol}] (5.11)

donde ow, ol son outliers de agua y tierra respectivamente.

Esta función es llevada a cabo por la clase MahalanobisClassifier cuyo método

es mahalanobis.
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Submódulo Classifier

Implementa la subfase Clasificador (sección 5.1.5). Recibe como input el vec-

tor caracteŕıstico (ecuación 5.11), ¹̂c (ecuación 5.3) y Σ̂c (ecuación 5.4), las dos

últimas obtenidas por ML-Estimator, en base a las categoŕıas resultantes de la

clasificación en base a la distancia de Mahalanobis (ecuación 5.5).

La función principal de este submódulo es realizar la clasificación final de los

ṕıxeles. Clasificación que se hará en base a la probabilidad de que el ṕıxel de

posición pos, pertenezca a la categoŕıa “agua” o “tierra” (ecuaciones 5.7 y 5.8,

de la sección 5.1.5, página 47).

vectory[pos,DR,E, V ar, Cm dondem ∈ {w, l}] (5.12)

La clase encargada de realizar esto es Classifier cuyo método es gaussianProb.

5.2.7. Diagramas de Clases

La interacción entre las clases del módulo AutomaticWaterClassifier se

muestra la Figura 5.10.

Figura 5.10: Clases del AutomaticWaterClassifier
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El diagrama con la interacción entre todas las clases e interfaces que com-

ponen al Detector Automático de Agua (AutomaticWaterDetector) se pueden

observar en las Figuras 5.11 y 5.12 respectivamente. En la Figura 5.11 podemos

observar en color rojo las clases pertenecientes a ImageJ, en color azul la interfaz

y clases pertenecientes al módulo AutomaticWaterClassifier, en color verde las

pertenecientes al módulo Regions, en color marrón las pertenecientes al módulo

FloodStatistic y en naranja al módulo VectorMatrix.

Figura 5.11: Diagrama de Clases del Automatic Water Detector.

El diagrama con la interacción entre los módulos del AutomáticoWaterDetec-

tor se pueden ver en la Figura 5.13.
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Figura 5.12: Diagrama de Clases

Figura 5.13: Diagrama de Módulos





Caṕıtulo 6

Análisis del Detector

6.1. Introducción

Las inundaciones constituyen uno de los desastres más devastadores en el

mundo, con mayor pérdida de vidas y de daños a la propiedad que cualquier otro

tipo de desastres. Pueden afectar extensas áreas y evolucionar rápidamente.

Las imágenes SAR son especialmente adecuadas a este tipo de emergencias,

cuando las inundaciones se deben a lluvias intensas y persistentes, el seguimiento

de estos eventos se ve limitado por el hecho de que las zonas afectadas se encuen-

tran cubiertas de nubes. Dichas imágenes son una herramienta insustituible dado

que se pueden obtener bajo cualquier condición meteorológica.

Tradicionalmente, la detección de superficies de agua basada en imágenes SAR

se ha desarrollado a partir de la determinación de umbrales sobre la intensidad de

la imagen. Sin embargo, este método necesita datos muy precisos del ángulo de

incidencia; ya que el contraste entre la tierra y el agua, disminuye con el ángulo

de incidencia, la utilidad de esta metodoloǵıa es limitada [26].

Es por ello, que resulta de gran interés el desarrollo de métodos que posibiliten

la detección de superficies de agua a partir de imágenes de radar, con cierta

independencia del ángulo de incidencia. Además, es importante que tales métodos

sean suficientemente robustos como para hacer frente al ruido multiplicativo que

es inherente a las imágenes SAR. Es decir, el proceso de segmentación debe con-

siderar además de los valores de los ṕıxeles, las caracteŕısticas de la textura en la

imagen a ser procesada [26].

En este contexto, el algoritmo presentado en el Caṕıtulo 5, tiene como objetivo

contribuir al uso de información satelital proveniente de imágenes SAR, para la

detección automática de agua. Por ello, oportunamente se solicitó a la Comisión

Nacional de Actividades Espaciales (CONAE), imágenes SAR de zonas inundadas

de la República Argentina, para poder evaluar el funcionamiento del Detector

59
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Automático de Agua. CONAE gentilmente cedió diversos cortes de imágenes SAR.

La figura 6.1 muestra la zona a la que pertenecen los primeros cortes de imagen

SAR otorgadas por CONAE, estos cortes forman parte de una imagen con centro

de escena en −22∘48′ y −63∘59′ del sensor SAR, satelite RADARSAT 1, radar

que opera en la banda-C (5.3 GHz, longitud de onda de 5.66 cm) con polarización

HH [24], en modo “fino”, haz y posición F2, lo que nos indica que tiene un ángulo

de incidencia en el rango de los 38.8∘ y los 42.5∘.
Se observa en la figura 6.1 que la imagen pertenece a la zona de Tartagal,

provincia de Salta. La imagen SAR es del d́ıa 18 de Abril del 2006, época en la

que se registraron graves inundaciones en la ciudad.

Figura 6.1: Imagen con centro de escena: −22∘48′ y −63∘59′.
La imagen SAR original perteneciente a la zona que se observa en la figura, Salta -

República Argentina.

Fuente: Google Earth [3, 4]
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Figura 6.2: Imagen con centro de escena: −32∘91′ y −60∘53′.
La imagen SAR original pertenece a la zona que se muestra en esta figura, Santa Fé -

República Argentina.

Fuente: Google Earth [3, 4]

Figura 6.3: Imagen con centro de escena: −33∘34′ y −60∘37′.
La imagen SAR original pertenece a la zona que se muestra en esta figura, Santa Fé -

República Argentina.

Fuente: Google Earth [3, 4]
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Otros cortes fueron provistos por CONAE, ya que un punto de importancia

a evaluar es la independencia del método, respecto del ángulo de incidencia.

Las figuras 6.2 y 6.3, muestran la región de otros cortes cedidos por CONAE

de la provincia de Santa Fé, imágenes que fueron tomadas en el año 2007, más

precisamente en Abril, época en Santa Fé atravesaba lluvias muy intensas, con un

saldo de personas muertas y decenas de miles evacuadas, 3.5 millones de hectáreas

anegadas, rutas intransitables y puentes destruidos.

Las imágenes que en una segunda oportunidad nos proveyera CONAE, pertenecen

a un sensor SAR, satelite RADARSAT 1, una de éstas con centro de escena en

-32.91∘ y -60.53∘ (Figura 6.2), y la segunda tiene centro de escena a -33.34∘ y

-60.37∘ (Figura 6.3). Ambas son de modo “fino”, con haz y posición F1, es decir,

que el ángulo de incidencia vaŕıa entre 36.4∘y 40.3∘[24].

6.2. Sensibilidad a la elección del umbral

El método implementado, constituye un método de clasificación no-supervisado,

tal como se señaló en el Caṕıtulo 3, solo impone una pre-clasificación basada en

la determinación de un umbral a partir del histograma de la media de la imagen

SAR. Los autores [26], sugieren definir a este umbral como la intensidad mı́ni-

ma entre modas, pero no se detalla cómo calcularlo. Una manera de proceder,

consiste recurrir a métodos provistos por ImageJ [5, 6, 7, 8].

(a) Imagen SAR (b) Histograma

Figura 6.4: Corte de imagen SAR de 400x400 ṕıxeles, perteneciente a la zona que

muestra la figura 6.1; con su respectivo histograma de la media.
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(a) (b)

Figura 6.5: Corte de imagen SAR (6.4a), clasificada en base al umbral calculado por el

método ISODATA.

(a) (b)

Figura 6.6: Corte de imagen SAR (6.4a), clasificada en base al umbral calculado por el

método Mixture.

(a) (b)

Figura 6.7: Corte de imagen SAR (6.4a), clasificada en base al umbral calculado por el

método Otsu.
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Los resultados para un corte, de 400x400 ṕıxeles, de una imagen perteneciente

a la zona de Salta (Figura 6.1), se muestran en las figuras 6.5, 6.6, 6.7. En la figura

6.5, se puede observar la clasificación que realiza el método en base al cálculo

del umbral, por el método ISODATA, provisto en ImageJ [1, 8], cuyo valor es

t = 112. En 6.5a se puede ver la imagen donde solo se marcan los ṕıxeles que son

clasificados como agua, mientras que en la imagen 6.5b se pueden diferenciar los

ṕıxeles clasificados como “agua” y aquellos que son clasificados como “tierra”.

De manera análoga se puede observar la figura 6.6, clasificada en base al

umbral calculado por el método Mixture, t = 39, y la figura 6.7; clasificada en

base al umbral calculado por Otsu, t = 130.

Como podemos ver, el algoritmo es muy sensible al proceso de determinación

del umbral. Consecuentemente nos planteamos el desarrollo de un algoritmo que

estime tan precisamente como sea posible el mı́nimo entre dos modas en el his-

tograma de este tipo de imágenes.

(a) (b)

Figura 6.8: Corte de imagen SAR (6.4a), clasificada en base al umbral calculado por

nuestro método.

La Figura 6.8 muestra el resultado de clasificar con el método que proponemos

en este trabajo, para calcular el mı́nimo entre modas; en este caso el umbral dado

por nuestro método es: t = 55.

Las siguientes figuras muestran cortes de imágenes SAR, con sus respectivos

histogramas de media. Se puede observar, además, los distintos resultados de

clasificación obtenidos con los métodos propios de ImageJ y el resultado de clasi-

ficar en base al umbral calculado con nuestro método.
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(a) Imagen SAR

(b) Histograma

Figura 6.9: Corte de imagen SAR de 400x400 ṕıxeles, perteneciente a la zona que

muestra la figura 6.2; con su respectivo histograma de la media.

(a) (b)

Figura 6.10: Corte de imagen SAR (6.9a), clasificada en base al umbral calculado por

el método ISODATA t = 87.
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(a) (b)

Figura 6.11: Corte de imagen SAR (6.9a), clasificada en base al umbral calculado por

el método Mixture t = 73.

(a) (b)

Figura 6.12: Corte de imagen SAR (6.9a), clasificada en base al umbral calculado por

el método Otsu t = 93.

(a) (b)

Figura 6.13: Corte de imagen SAR (6.9a), clasificada en base al umbral calculado por

nuestro método t = 97.
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(a) Imagen SAR

(b) Histograma

Figura 6.14: Corte de imagen SAR de 400x400 ṕıxeles, perteneciente a la zona que

muestra la figura 6.1; con su respectivo histograma de la media.

(a) (b)

Figura 6.15: Corte de imagen SAR (6.14a), clasificada en base al umbral calculado por

el método ISODATA t = 96.
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(a) (b)

Figura 6.16: Corte de imagen SAR (6.14a), clasificada en base al umbral calculado por

el método Mixture t = 23.

(a) (b)

Figura 6.17: Corte de imagen SAR (6.14a), clasificada en base al umbral calculado por

el método Otsu t = 102.

(a) (b)

Figura 6.18: Corte de imagen SAR (6.14a), clasificada en base al umbral calculado por

nuestro método t = 89.
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(a) Imagen SAR

(b) Histograma

Figura 6.19: Corte de imagen SAR de 400x400 ṕıxeles, perteneciente a la zona que

muestra la figura 6.1; con su respectivo histograma de la media.

(a) (b)

Figura 6.20: Corte de imagen SAR (6.19a), clasificada en base al umbral calculado por

el método ISODATA t = 105.
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(a) (b)

Figura 6.21: Corte de imagen SAR (6.19a), clasificada en base al umbral calculado por

el método Mixture t = 30.

(a) (b)

Figura 6.22: Corte de imagen SAR (6.19a), clasificada en base al umbral calculado por

el método Otsu t = 133.

(a) (b)

Figura 6.23: Corte de imagen SAR (6.19a), clasificada en base al umbral calculado por

nuestro método t = 71.
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6.2.1. El método MIMO

Como mencionamos anteriormente, la elección del umbral en este clasificador,

es un punto cŕıtico del algoritmo. Como pudimos observar en el análisis anterior, el

resultado de la clasificación final es sumamente dependiente del valor del umbral.

Deseamos que éste sea el mı́nimo entre modas calculado a partir del histograma,

motivación que nos llevo a pensar en un método que este basado en la forma del

histograma, idealmente queremos uno bimodal, situación que no siempre se da.

Mostramos algunas tipoloǵıas de histogramas resultantes a partir de los diversos

cortes de imágenes SAR con los que trabajamos en este proyecto.

(a) (b)

(c) (d)

(e) (f)

Figura 6.24: Tipoloǵıas de Histogramas

MIMO es el método resultante que surgió del proceso de estudio de las di-

versas tipoloǵıas de histogramas (Figuras 6.24 y 6.25). La propuesta original fue

evolucionando, originalmente se comenzó trabajando con un histograma del tipo
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(Figura 6.24a), el cual pertenece a una imagen que contiene tierra y agua. Al

ampliar nuestro grupo de imágenes, fueron manifestándose nuevas tipoloǵıas de

histogramas que deb́ıamos contemplar.

(a) (b)

(c) (d)

(e) (f)

Figura 6.25: Tipoloǵıas de Histogramas

MIMO (array:histo)

- Calcular el máximo del histograma (histo) M y su posición P

- Calcular dif d = 255 - P y dif i = P

- Si P >= 85

- NP = P/2

- M1 = max(histo, 5, NP)

- m1 = min(histo, 5, NP)

- M2 = max(histo, NP + 1, P)
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- m2 = min(histo, NP + 1, P)

- Si 0 <= pos m1 <pos M1

umbral = min(histo, pos M1, P)

- Si no

- Si pos M1 <= pos m1 <pos M2

- Si m1 <= m2

- umbral = m1

- Si no

- umbral = m2

- Si dif d >dif i and P <85

- interv = |255 - P|/4

- m1 = min(histo, P, P+interv)

- M1 = max(histo, P+interv, P+2interv)

- m2 = min(histo, P+2interv, P+3interv)

- M2 = max(histo, P+3interv, 255)

- dif1 = M1 - m1

- dif2 = M2 - m2

- Si M2 >M1

- Si dif1 <dif2

umbral = min(histo, P, pos M2)

- Si no

umbral = min(histo, P, pos M1)

- Si no

umbral = min(histo, P, pos M1)

- return pos umbral

Este método, MIMO, es el producto de nuestro estudio y experiencia con

los diversos tipos de histogramas. Las figuras 6.26, 6.27 y 6.28 muestran algunos

resultados producto de la clasificación realizada en base a nuestro método MIMO.
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(a) Imagen SAR a la cual se le aplico filtro de mediana, para reducir el ruido speckle

(b) Imagen SAR, donde se observan los ṕıxeles clasificados como agua

(c) Imagen SAR, donde los pixeles están clasificados como agua y como tierra

Figura 6.26: Corte de imagen SAR de 948x2388 ṕıxeles, perteneciente a la zona de la

figura 6.2 clasificada en base al umbral calculado por MIMO
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Figura 6.27: Imagen SAR a la cual se le aplico filtro de mediana, para reducir el ruido

speckle
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(a) Imagen SAR, donde se observan los ṕıxeles clasificados como agua

(b) Imagen SAR, donde los pixeles están clasificados como agua y

como tierra

Figura 6.28: Corte de imagen SAR de 1500x1500 ṕıxeles, perteneciente a la zona de la

figura 6.2 clasificada en base al umbral calculado por MIMO
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6.3. Sensibilidad al tamaño de la ventana de textura

En [26] los autores consideran una ventana deslizante de tamaño 5x5, para

captar localmente la información de textura de la imagen. Sugieren que ventanas

de mayor tamaño no son adecuadas para aplicar el detector, ya que ellas tienden

a desdibujar los bordes de las diferentes clases.

En este trabajo, se implementó el detector, con diferentes tamaños de ventanas

deslizantes para captar la textura local de la imagen SAR. Una consideración a

tener en cuenta es que la ventana se limita a los ṕıxeles centrales, por lo que los

bordes de la imagen no se afectan con este proceso, si usamos una ventana de

tamaño 3x3, por ejemplo, perdeŕıamos la primera ĺınea y última de la imagen. En

general, usando una ventana de tamaño NxN (N impar), el total de ĺıneas que

perdemos de analizar por cada borde de la imagen es, N − (⌊N/2⌋) + 1, donde

⌊n⌋, denota la parte entera de n.

(a) (b)

(c) (d)

Figura 6.29: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 3x3
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(a) (b)

(c) (d)

Figura 6.30: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 5x5

(a) (b)

(c) (d)

Figura 6.31: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 7x7
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(a) (b)

(c) (d)

Figura 6.32: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 9x9

(a) (b)

(c) (d)

Figura 6.33: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 11x11
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(a) (b)

(c) (d)

Figura 6.34: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 13x13

Las figuras 6.29 a la 6.34 muestran el resultado de aplicar diferentes tamaños

de ventanas móviles desde 3x3 a un tamaño 13x13. En el item (a) de las figuras se

puede observar, los puntos que el clasificador marca como outliers de agua (color

rojo) y los outliers de tierra (color verde). El item (b) muestra las imágenes

clasificadas con los ṕıxeles que son agua (color celeste), tierra (color marrón),

ouliers de agua (color rojo) y outliers de tierra (color verde).

En los puntos (c) y (d) las figuras corresponden a la clasificación de los ṕıxeles

que solo son agua, y a la imagen clasificada en tierra y agua, respectivamente; en

ambos casos sin outliers.

Al realizar la comparación entre los diferentes tamaños de ventana móvil para

captar localmente la textura de la imagen; se observó que la clasificación pierde

calidad al aumentar el tamaño de la ventana. En efecto, cuando el tamaño de la

ventana aumenta, se pierden detalles presentes en la imagen original, como por

ejemplo pequeñas porciones de tierra en medio del agua o pequeñas porciones

de agua en medio de la tierra, que son clasificados dentro de la clase de pre-

dominio del entorno. Este hecho se cuantifica al observar la disminución de los

ṕıxeles marcados como outliers en ambas categoŕıas (Cuadro 6.1). Al usar ven-

tanas pequeñas el algoritmo, marca como “dudosos” un mayor número de ṕıxeles

que con ventanas de mayor tamaño. Sin embargo al usar ventanas grandes, se
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obtiene una clasificación de menor calidad que con ventanas mas pequeñas.

Tamaño de la Ventana # Outlier (Agua) # Outlier (Tierra)

3x3 47 29

5x5 35 29

7x7 32 17

9x9 28 6

11x11 25 6

13x13 12 0

Cuadro 6.1: Número de outliers para las dos categoŕıas, variando el tamaño de la

ventana. Figuras 6.29 a la 6.34.

Las imágenes y tabla que se muestran a continuación analizan la variación

del tamaño de la ventana de textura, para otro corte de imagen SAR.

(a) (b)

(c) (d)

Figura 6.35: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 3x3
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(a) (b)

(c) (d)

Figura 6.36: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 5x5

(a) (b)

(c) (d)

Figura 6.37: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 7x7
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(a) (b)

(c) (d)

Figura 6.38: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 9x9

(a) (b)

(c) (d)

Figura 6.39: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 11x11
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(a) (b)

(c) (d)

Figura 6.40: Corte de imagen SAR, a la cual se le aplicó una ventana para analizar la

textura de tamaño 13x13

Tamaño de la Ventana # Outlier (Agua) # Outlier (Tierra)

3x3 12 74

5x5 8 76

7x7 2 80

9x9 0 34

11x11 0 41

13x13 0 19

Cuadro 6.2: Número de outliers para las dos categoŕıas, variando el tamaño de la

ventana. Figuras 6.35 a la 6.40.
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Luego de las observaciones que se pueden hacer en las figuras anteriores,

podemos obtener algunas conclusiones. Cuando queremos captar localmente la

textura en una imagen, un criterio conveniente, será considerar una ventana que

no se concentre excesivamente alrededor del punto central, al extremo de no

captar diversidad en la textura. Por otra parte, una ventana de mayor tamaño

conduce a un deterioro en la calidad de la clasificación, especialmente en los

bordes entre clases.

Una regla que podemos considerar, es que existe una relación inversa entre el

tamaño de la ventana y la calidad de la clasificación. Ventanas muy chicas dan

lugar solo a regiones sin textura con la consiguiente complicación en el método

que invierte la matriz de covarianza, mientras que ventanas excesivamente grandes

producen una clasificación deficiente.

En definitiva, no hay un criterio que especifique concretamente cuál debe ser

el tamaño de la ventana. Como hemos mencionado anteriormente en la sección

5.2.3 (página 48), en este trabajo realizamos el estudio de la textura local, con

una ventana de tamaño 5x5, y cuando resulta necesario, ampliamos la zona de

estudio con una ventana 7x7.





Caṕıtulo 7

Resultados

7.1. Introducción

En este caṕıtulo nos proponemos cuantificar la efectividad del clasificador,

habiendo implementado el método MIMO. Muestreamos imágenes de la zona de

Tartagal (de cortes de la zona perteneciente a la Figura 6.1, del 18 de Abril de

2006) proporcionadas por CONAE, considerando 100 cortes elegidos al azar de

400x400 ṕıxeles. A partir de estas imágenes estimamos el nivel de gris promedio

del agua y el nivel de gris promedio de tierra seca. Con dichas estimaciones,

generamos por simulación imágenes, donde determinadas áreas representan agua

y otras tierra firme. Estas áreas presentan una geometŕıa simple (rectángulos,

cuadrados o combinaciones de estas figuras), por ejemplo, simulando un ŕıo que

atraviesa un campo y lo interesante es que a priori, conocemos para cada ṕıxel,

si éste es un ṕıxel de agua o de tierra.

Posteriormente, le pedimos al clasificador que clasificara las imágenes sim-

uladas y verificamos sobre cada ṕıxel, si éste fue correctamente clasificado. Fi-

nalmente calculamos indicadores e ı́ndices presentados en el Caṕıtulo 3, los que

dieron cuenta de la exactitud en la clasificación

7.2. Caracterización y simulación de imágenes SAR de

tierra y agua

Partimos de cien cortes seleccionados al azar de 400x400 ṕıxeles de estas

imágenes SAR de Tartagal, proporcionadas por CONAE, del año 2006 corre-

spondientes a la inundación del Abril del 2006. A cada uno de los cortes, se le

aplicó el clasificador, el cual umbraló los correspondientes histogramas con el

método MIMO y clasificó a cada ṕıxel como ”tierra.o .agua.En cada clase se de-

terminó la media (x̄) y el desvió estándar (s̄). Aśı obtuvimos cien valores de x̄Ai

87
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y s̄Ai de la clase agua, y cien valores de x̄Ti y s̄T i para la clase tierra, donde i

= 1 ... 100. Luego construimos intervalos de confianza del 95% para la media

del nivel de gris del agua (x̄A) y para la media del nivel de gris de la tierra (x̄T )

en estas imágenes: x̄ ± 1,96 s̄√
100

para cada clase. La siguiente tabla muestra los

resultados de este estudio:

Agua Tierra

Media x̄A = 25.97655 x̄T = 130.55338

Desv́ıo estándar s̄A = 15.39097 s̄A = 38.28346

Intervalo de Confianza (22,959 - 28,993) (123,049 - 138,056)

Cuadro 7.1: Estimaciones obtenidas para tierra y agua

Los resultados del experimento anterior se utilizaron para simular imágenes

de tierra y agua con una geometŕıa sencilla (Figura 7.1). Si bien estas imágenes

sólo son modelos que intentan representar la realidad, presentan la ventaja de que

conocemos cuál es la clase a la que pertenece cada ṕıxel; es decir, dado cualquier

ṕıxel de la imagen, sabemos a priori si se trata de un ṕıxel de agua o de tierra.

(a) (b)

(c) (d)

Figura 7.1: Imágenes simuladas a partir de las estimaciones del Cuadro 7.1
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Las siguientes imágenes muestran los resultados de la clasificación, para las

imágenes presentadas en la Figura 7.1.

(a) (b)

(c) (d)

Figura 7.2: Imágenes de la figura 7.1 clasificadas

(a) (b)

(c) (d)

Figura 7.3: Imágenes de la figura 7.1 clasificadas
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A continuación presentamos las matrices de confusión, resultantes del proceso

de clasificación, y los ı́ndices mencionados en el Caṕıtulo 3.

Clases de referencia

Agua Tierra Total

Categoŕıas deducidas Agua 61821 0 61821

Tierra 1539 93456 94995

Total 63360 93456 156816

Cuadro 7.2: Matriz de Confusión correspondiente a la imagen de la figura 7.1a

Índices calculados en base a la Tabla 7.2

Exactitud Global = 99.01%

Exactitud del usuario (Agua) = 100%

Exactitud del usuario (Tierra) = 98.38%

Exactitud del productor (Agua) = 97.57%

Exactitud del productor (Tierra) = 100%

Índice · = 0.98

Clases de referencia

Agua Tierra Total

Categoŕıas deducidas Agua 78408 1495 79903

Tierra 0 76913 76913

Total 78408 78408 156816

Cuadro 7.3: Matriz de Confusión correspondiente a la imagen de la figura 7.1b

Índices calculados en base a la Tabla 7.3

Exactitud Global = 99.04%

Exactitud del usuario (Agua) = 98.12%
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Exactitud del usuario (Tierra) = 100%

Exactitud del productor (Agua) = 100%

Exactitud del productor (Tierra) = 98.09%

Índice · = 0.98

Clases de referencia

Agua Tierra Total

Categoŕıas deducidas Agua 38167 0 38167

Tierra 1251 117398 118649

Total 39418 117398 156816

Cuadro 7.4: Matriz de Confusión correspondiente a la imagen de la figura 7.1c

Índices calculados en base a la Tabla 7.4

Exactitud Global = 99.20%

Exactitud del usuario (Agua) = 100%

Exactitud del usuario (Tierra) = 98.94%

Exactitud del productor (Agua) = 96.82%

Exactitud del productor (Tierra) = 100%

Índice · = 0.97

Clases de referencia

Agua Tierra Total

Categoŕıas deducidas Agua 77082 0 77082

Tierra 1726 78008 79734

Total 78808 78008 156816

Cuadro 7.5: Matriz de Confusión correspondiente a la imagen de la figura 7.1d

Índices calculados en base a la Tabla 7.5
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Exactitud Global = 98.89%

Exactitud del usuario (Agua) = 100%

Exactitud del usuario (Tierra) = 97.83%

Exactitud del productor (Agua) = 97.80%

Exactitud del productor (Tierra) = 100%

Índice · = 0.97

7.3. Resultados e ImageJ

En esta sección mostramos algunas imágenes que resumen el trabajo presen-

tado, y su vinculación con ImageJ.

Figura 7.4: El programa ImageJ. AWD es el botón para ejecutar nuestro clasificador

Figura 7.5: ImageJ
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Figura 7.6: El proceso de clasificación

Figura 7.7: Imágenes resultantes de la clasificación
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7.4. Conclusiones y Trabajos Futuros

En este trabajo se analizó e implementó en JAVA el algoritmo propuesto por

[26] para detectar agua a partir de imágenes SAR. Se trata de un método de

clasificación no supervisado, que permite distinguir entre agua y tierra, a partir

de imágenes SAR, con cierta independencia del ángulo de incidencia. El método

requiere establecer un umbral en el histograma de la intensidad de la imagen;

tal umbral se define como la intensidad mı́nima entre dos modas, sin embargo

los autores de la propuesta, no establecen cómo calcularlo. Consecuentemente,

desarrollamos un algoritmo que a partir de un histograma bimodal, establece

la posición del mı́nimo entre las dos modas. Se observó que, a los fines de la

clasificación de este tipo de imágenes, este método de umbralización funciona

mejor que otras metodoloǵıas propuestas en ImageJ, como ISODATA, MIXTURE

y OTSU.

Con respecto al tamaño de la ventana deslizante que capta localmente la

textura de la imagen, se observó que la clasificación pierde calidad al aumentar

el tamaño de la ventana. En efecto, cuando el tamaño de la ventana aumenta,

se pierden detalles presentes en la imagen original, como por ejemplo pequeñas

porciones de tierra en medio del agua o pequeñas porciones de agua en medio

de la tierra, que son clasificados dentro de la clase de predominio. Este hecho

se cuantifica al observar la disminución de los ṕıxeles marcados como outliers

en ambas categoŕıas (Tablas 6.1 y 6.2). Al usar ventanas pequeñas el algoritmo

marca como ”dudososün mayor número de ṕıxeles que con ventanas de mayor

tamaño. Sin embargo al usar ventanas grandes, se obtiene una clasificación de

menor calidad que con ventanas pequeñas.

Se realizó también un estudio emṕırico, cuantificando la exactitud del método

de clasificación en imágenes simuladas de tierra y agua. Los resultados obtenidos

fueron altamente satisfactorios.

La implementación de este algoritmo y el método de umbralamiento propuesto

constituirán una nueva herramienta para el software ImageJ.

Como posible continuación de este trabajo, se espera probar el funcionamiento

de este clasificador en imágenes SAR de otras zona que hubieran sido afectadas

por inundaciones, donde se evidencien otras caracteŕısticas de suelo y topograf́ıa.

Dada la dependencia observada con respecto al tamaño de la ventana deslizante

que capta la textura de la imagen a nivel local, seŕıa de interés establecer un

criterio objetivo que indique en cada caso cuál es el tamaño de ventana óptimo

que se debe adoptar, en términos de lograr una correcta clasificación.
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6.31. Ventana móvil 7x7 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 78
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