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CAPÍTULO 1 

1. Introducción a la problemática del trabajo 
 

 

En este capítulo nos dedicaremos a introducir algunas de las nociones y conceptos 

relevantes para esta tesis. En una primera instancia, analizaremos una discusión clásica en 

filosofía de la ciencia acerca de dos contextos, el del descubrimiento y de justificación. La 

discusión acerca de la división entre contextos ha sido parte del campo de lo que se ha llamado 

resolución de problemas. Luego, a partir de estas aclaraciones, analizaremos algunos aspectos 

de la implementación de sistemas expertos para el diagnóstico en medicina. Analizaremos 

además algunas de las formas en las cuales los sistemas expertos abordan los problemas en 

estas áreas. Para concluir, introduciremos de manera esquemática a las llamadas redes 

bayesianas. Estos recursos computacionales tienen la particularidad de ser parte de una familia 

de métodos y técnicas ampliamente utilizados para implementar sistemas expertos en diversos 

ámbitos científicos.     

 

A. Introducción 

 

El objetivo de este trabajo es investigar desde una perspectiva epistemológica los 

aportes que pueda realizar la implementación de sistemas expertos en el ámbito de la 

diagnosis médica. En particular analizando el sistema experto Internist I. Dicho sistema es de 

interés para nuestro trabajo porque hace uso de las llamadas “redes bayesianas”1. El análisis 

de este sistema computacional permite indagar en cuestiones tales como: la modelización de 

una tarea compleja como la diagnosis médica, la relación entre los supuestos no “teóricos” del 

sistema computacional y su implementación concreta y la forma en la cual se reconstruye la 

discusión tradicional acerca de la distinción entre contextos de justificación y de 

descubrimiento. En relación con la modelización de la diagnosis, se puede señalar la relación 

existente sobre una distinción importante para la resolución de problemas entre problemas 

bien-estructurados y problemas por-estructurar.  

El contexto en el cual se puede iniciar la discusión de esta tesis es el de las llamadas 

lógicas del descubrimiento. Las lógicas del descubrimiento ocupan un trasfondo importante en 

                                                
1
 Las redes bayesianas forman parte de la familia de formulaciones matemáticas denominadas 

bayesianismo. Estas redes bayesianas fueron desarrolladas en gran parte por Judea Pearl. Tanto este 
autor y las redes bayesianas tienen el capítulo 3 dedicados a ellos.  
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torno al interés filosófico de este trabajo. Dos grandes protagonistas que son claves según 

McLaughlin (1982) son Simon (1977) y Laudan (1977, 1980). Aquellos defienden una tesis en 

común, la denominada “tesis de la separación”. Dicha tesis plantearía que los contextos de 

descubrimiento y de justificación suponen procedimientos inferenciales distintos e 

independientes.  Para Laudan el contexto de descubrimiento no poseería un gran interés 

epistémico para la filosofía, aunque sí lo tendría el contexto de justificación dado que se ocupa 

del problema de la inducción. Para Simon, en cambio, el contexto de descubrimiento será clave 

a la hora de hacer epistemología: en Simon el contexto de descubrimiento no se encuentra 

involucrado con la generalización o la predicción sino más bien con la “detección de patrones” 

(Simon, 1977, p. 331). Para este autor, la detección de patrones no es un proceso inductivo  lo 

que le permitiría evitar justamente problemas filosóficos clásicos. La inducción para Laudan es 

propia al contexto de justificación; el cual implica generalización, predicción y testeo, de manera 

tal que si algún concepto referido al contexto de descubrimiento hace uso de categorías 

inductivas entonces dicho concepto pertenece al contexto de justificación. (McLaughlin, 1982, 

pp. 198-199). 

La distinción realizada por Reichenbach (1938) entre los contextos de descubrimiento y  

los contextos de justificación ha motivado varios debates en filosofía de la ciencia. Tales 

debates derivaron según Nickles (1990) en problemas epistemológicamente interesantes para 

la filosofía, a saber, la cuestión acerca de la relevancia de una perspectiva de resolución de 

problemas y el entendimiento y el uso de “heurísticas” para el descubrimiento (contextos 

ampliativos). Una forma de presentar el problema que tiende a ser muy discutido en las obras 

de Nickles (1990, p. 17) es a través de la famosa paradoja del Menon de Platón. Nickles la 

reconstruye de la siguiente forma: 

El problema pone en cuestión si es posible la investigación, el aprendizaje y la 

adquisición de nuevo conocimiento. Posee la forma de un dilema. O ya conocemos o no 

podemos [conocer]. Si podemos, investigar es imposible, dado que ya conocemos. Pero si 

no conocemos, entonces de nuevo la investigación es imposible, porque no podríamos 

reconocer la respuesta aunque nos encontremos ciegamente con ella. (Nickles, 1990, p. 17)  

Para analizar esta paradoja, Nickles (1990, p. 17) distingue dos niveles: el primero trata 

sobre cómo llegar, a partir de lo desconocido, a algún conocimiento. Y el segundo a cómo se 

puede llegar desde un conocimiento limitado al vasto “conocimiento científico actual”. En 

referencia al primer nivel Nickles recupera dos ideas de Campbell, en la que las heurísticas y 

las lógicas del descubrimiento poseen de forma a priori conocimientos sobre sus dominios 
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especializados en el mundo. Ninguna lógica del descubrimiento podría realmente resolver la 

primera etapa del problema, debido principalmente que las heurísticas nacen como estrategias 

para resolver ciertos problemas. Estas estrategias provienen de la experiencia en tratar un 

problema en particular para luego aplicarlo en otros tipos de problemas semejantes. Por lo 

tanto pareciera existir un conocimiento previo que acompañan las heurísticas (en tanto se 

comprende a las heurísticas como estrategias desarrolladas a partir de alguna forma de 

“detección de patrones”)2. Por otro lado tampoco la estrategia de Campbell y Popper, 

denominada por Nickles como proceso de variaciones ciegas más retenciones selectivas3, 

puede responder a la cuestión de este nivel.  El segundo nivel por su lado puede ser 

respondido a partir de la estrategia de Campbell y Popper. Lo interesante es que dicha postura 

no impone una separación, según Nickles (1990, p. 18), entre “los lógicos” y “heurísticos”, dado 

que si bien la postura de Campbell “eliminaría”  toda posibilidad de que haya una presciencia y 

de que el proceso de variaciones ciegas más retenciones selectivas  sea la única fuente de 

conocimiento, daría lugar a “selecciones graduales” de toda una jerarquía de “sectores vicarios” 

que corresponderían a heurísticas (Nickles, 1990, p. 18). Aún más, la postura de Campbell y 

Popper daría lugar, según Nickles, a la idea de origen baconiana (el conocimiento es poder) 

según la cual “la falta de conocimiento es una falta de poder, esto es, una ausencia de rutinas 

para generar nuevas hipótesis y soluciones”. Pero si se invirtiera tal idea, para Nickles (p. 18), 

ello conllevaría un cierto optimismo para tratar  la noción de resolución de problemas en 

términos de inteligencia artificial. Este punto nos permite realizar una primera conexión entre 

resolución de problemas, heurísticas, lógicas del descubrimiento e inteligencia artificial.             

Una de las discusiones entre los contextos de descubrimiento y de justificación, según 

McLaughlin, tiene dos referentes, por un lado Laudan y por otro Simon. Laudan plantea que 

(1980, p. 182) el contexto de descubrimiento no es epistemológicamente relevante en la 

medida en que se ocupa principalmente de la “generación de hipótesis” en un sentido no 

inductivo. La cuestión central es aclarar cuáles son los problemas filosóficos de la lógica del 

descubrimiento. De este modo la “tesis de la separación” defendida por Laudan, establece que 

las cuestiones relevantes a la inducción son de fuerte interés epistémico, y por ende filosófico, 

relegando al descubrimiento a una mera cuestión empírica y sin interés para la filosofía. Para 

Laudan (1980, p. 178) esta separación no se ha dado históricamente de la misma manera: en 

el siglo XVII y XVIII los contextos de justificación y descubrimiento estaban conectados esto se 

                                                
2
 Esta forma de definir heurísticas es muy cercana a la de Polanyi (1957) 

3
 Según Nickles (1990, p. 14) Campbell y Popper reducen el proceso ampliativo del conocimiento 

genuino a un proceso de variaciones ciegas más retenciones selectivas lo cual sería una “condición 
epistémica original” semejante a la selección natural Darwiniana.  
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debía a que las mismas observaciones e inferencias otorgaban las bases para la generación o 

el descubrimiento de las hipótesis. Esa época se caracterizó, según Laudan (1980, p. 178), por 

una epistemología infalibilista en la que los elementos de las hipótesis de mayor importancia 

estaban vinculados con las observaciones y por lo tanto con generalizaciones empíricas. Esta 

corriente representada por Descartes y otros modernos fue llamada consecuencialista. Por otro 

lado, un grupo distinto denominados como generacionalistas defendían la idea de que las 

teorías solo podían establecerse como verdaderas si se podía encontrar una relación lógica 

(algoritmos de preservación de la verdad) a partir de los presupuestos provenientes de la 

observación directa.  Es en esa época que se empezó a erigir una lógica de la justificación. Es 

solamente a partir del siglo XIX que la dinámica cambio por el desarrollo de hipótesis o teorías 

más “robustas” en las que se privilegiaron vínculos indirectos con las observaciones y además 

por el abandono de la visión infalibilista del conocimiento científico. Esto permitió a los 

consecuencialistas elaborar procedimientos para el contexto de justificación (entre otros el 

método hipotético-deductivo), que imponía la examinación de las consecuencias 

observacionales de las teorías “robustas”. En consecuencia, se planteó una separación entre 

los contextos de justificación y de descubrimiento. 

Para Simon, la lógica del descubrimiento se puede definir a partir del “proceso de 

descubrimiento de una ley” (McLaughlin, 1982, p. 206). Dicho proceso, según Simon, no es 

inductivo. Por ejemplo, “el descubrimiento de patrones” es una manera de “reconstruir 

parsimoniosamente” una porción finita de secuencias de datos. En los casos más simples se 

hace uso de algoritmos automatizados para la búsqueda de patrones (prueba y error 

esencialmente). Tal proceso no involucra por sí mismo una generalización o algún tipo de 

extrapolación, por lo tanto no resulta ser inductiva, la inducción sólo aparece si un mismo 

patrón continuara gobernando a la secuencia cuando se realiza una extrapolación (McLaughlin, 

1982, p. 207).  

De acuerdo con McLaughlin (1982, p. 207) hay dos definiciones en Simon; a) el proceso 

de descubrimiento de una ley es una reconstrucción “parsimoniosa” de unos conjuntos de datos 

empíricos. Y b) una teoría normativa de un proceso de descubrimiento de una ley es un 

conjunto de criterios para evaluar el proceso de descubrimiento de la ley. La lógica del 

descubrimiento es para Simon una construcción de una teoría normativa para el 

descubrimiento científico. ¿Qué se entiende por “parsimonia” en este contexto? Esta es 

entendida como un desiderátum en las hipótesis plausibles. La plausibilidad, siguiendo a 

McLaughlin, es comprendida por Simon como un objetivo del proceso de descubrimiento de 
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una ley que apunta a descubrir hipótesis que se caracterizan por ser altamente confirmadas 

cuando son testeadas. En este marco una teoría normativa de un descubrimiento científico 

aparece como un conjunto de criterios que sirven para evaluar la eficiencia del proceso de 

descubrimiento de una ley. Esto muestra claramente el interés de Simon en desarrollar un 

“método” para la lógica del descubrimiento. 

Es en este punto que McLaughlin (1982, pp. 207) critica a Simon. Para esto, introduce 

dos términos de “neutralidad categorial” con el objetivo de plantear con más claridad la disputa 

entre Simon y Laudan. Reemplaza al contexto del descubrimiento por invención y al contexto 

de justificación por evaluación (McLaughlin, 1982, p. 200). Estos nuevos términos, de acuerdo 

con McLaughlin, buscan evitar las malas interpretaciones que resultan de caracterizar  la 

discusión en términos “psicologistas”4. Se asocia, en efecto, el descubrimiento a aspectos 

empíricos y la justificación a aspectos lógicos, lo cual es una forma de pensar la separación 

entre descubrimiento y justificación. McLaughlin intenta mostrar que tal separación entre 

elementos empíricos y “lógicos” no es adecuada. El contexto de invención para McLaughlin (p. 

199) se ubica tanto en los ámbitos empíricos como en los  lógicos dado que se encuentran 

causalmente y conceptualmente vinculados en la generación de (hitting-upon) una hipótesis. 

Por otro lado, el contexto de evaluación comprende los ítems conceptualmente o causalmente 

relevantes para la aceptación o el rechazo de una hipótesis. 

Para McLaughlin la tesis de la separación entre descubrimiento y justificación carece de 

fundamentos. Si se analiza detalladamente el argumento de Simon, en el que supuestamente 

la inducción no tiene relevancia para el descubrimiento, se puede observar que, contra lo que el 

propio Simon pretende, en su reconstrucción del contexto de descubrimiento da lugar a 

consideraciones inductivamente plausibles (McLaughlin, 1982, p.199).  Tales consideraciones 

aparecen cuando se analiza la reconstrucción de Simon respecto de la normatividad implicada 

en el proceso de descubrimiento de una ley. En este sentido el “descubrimiento de patrones” 

sería un proceso inductivo (McLaughlin, 1982, p. 207). A partir del concepto de parsimonia los 

patrones pueden ser discriminados mediante los criterios especificados por la teoría normativa 

en más o menos parsimoniosos. Esta distinción introduce en el planteo de Simon, según 

McLaughlin, una consideración inductiva. Ciertos patrones serán más elegantes, simétricos, 

etc. que otros y terminan de esta manera en ser más propios del contexto de invención en tanto 

que buscan hacer a las hipótesis más plausibles (McLaughlin, 1982, p. 208). 

                                                
4
 El término “psicologismo” fue empleado por Popper en 1959 para referirse a la ocurrencia de errores 

categoriales cuando se confunden cuestiones de tipo “empírica” con otras de tipo “lógica” 
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Laudan es criticado por McLaughlin por su “simplificación exagerada de la evaluación” 

(p. 202). Laudan acuerda en que existe una “región intermedia” que define como “contexto de 

prosecución (pursue)” (1980, p. 174). En ella se constituye la etapa inicial de la evaluación de 

hipótesis, cuyo seguimiento involucra juicios de plausibilidad. Pero hay algo más para 

McLaughlin en esta etapa intermedia y esto sería el lugar en donde aparece la “plausibilidad y 

la valoración” (assessment) que suele preceder al testeo. Este “algo más” tiene un íntimo 

vínculo con la invención. Se otorgan “grados de plausibilidad” para darle algún soporte a 

determinada hipótesis. Esto ocurre cuando una cantidad de observaciones puede definir una 

base como algo “inicial” o como elementos de “pruebas a priori” para apoyar una hipótesis. Si 

este grado de plausibilidad es suficientemente alto entonces se evaluaran las hipótesis por 

testeos, mientras que si es baja se la descartaría como carente de valor. Aún más, dice 

McLaughlin (p. 203), para Salmon (1967) la “prueba a priori” en el bayesianismo se la 

denomina como “probabilidad a priori”. Esta contribuye significativamente al testeo de una 

“probabilidad a posteriori”, de manera que se lo ve como un elemento indispensable para el 

contexto de la evaluación de la “novedad”. 

El bayesianismo es una familia de fórmulas matemáticas que (en su versión 

simplificada) interpretada en una versión epistemológica busca evaluar los aportes de unas 

creencias iniciales a creencias posteriores.  Para Iranzo (2009) existen dos formas de 

interpretación de las probabilidades. En primer lugar, una postura defendida por Salmon, en la 

que las observaciones de interés para el cálculo probabilístico son de corte objetivas dada su 

“realidad en el mundo” mientras que la segunda forma de interpretar la probabilidad aparece 

como una “reconstrucción” por parte de quien usa a la probabilidad. Esta postura objetivista 

proviene de la metodología frecuencialista que ha recibido el nombre de “bayesianismo objetivo 

(Iranzo, 2009)”, mientras que la competidora llamada generalmente “bayesianismo” plantea que 

las creencias que maneja el cálculo bayesiano son “construidas” o “reconstruidas” por los 

investigadores y que por lo tanto son calificadas como “subjetivas” (Iranzo, 2009). Las redes 

bayesianas (una variante del bayesianismo) de Pearl ven a la probabilidad bayesiana en este 

último significado. Aunque tampoco es justo decir que las redes bayesianas para Pearl solo 

comportan probabilidades sino que según este involucran contenido acerca de la causalidad5.  

Sobre la “tesis del divorcio” entre justificación y descubrimiento y las críticas realizadas 

                                                
5
 La concepción de causalidad manejada por Pearl es un tanto ingenua, según él, la causalidad 

reproduce ciertas estructuras reales que ocurren en el mundo. Pero la manera de reconstruir estas 
relaciones y el uso de las probabilidades son una manera de interpretar al mundo real (Pearl, 2001, pp. 
27-29).  
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por McLaughlin a Simon y Laudan permiten realizar un primer análisis sobre la resolución de 

problema. Otro punto importante está ligado con la idea del rol de la plausibilidad en Salmon 

puesto que permite introducir una perspectiva bayesiana en la discusión entre ambos 

contextos. Pero Salmon no es el único que nos permite realizar una conexión entre resolución 

de problemas y bayesianismo. En efecto podemos citar a otras dos maneras de vincular estos 

ámbitos. El primero concierne a un acercamiento que se puede realizar desde Nickles (1990). 

Esta idea no corresponde a un punto expresado explícitamente por Nickles entre resolución de 

problemas y bayesianismo, sino que puede derivarse de esta idea. Uno de los aspectos 

importantes del bayesianismo concierne a la “novedad” respecto al conocimiento. Como se dijo 

un poco más arriba, hay un problema epistémicamente relevante respecto de las diferencias 

entre creencias iniciales (a priori) con creencias posteriores (a posteriori) (Charniak, 1983, pp. 

70-71). Al tratar sobre las lógicas del descubrimiento, Nickles, introduce la idea de que no 

existe una lógica del descubrimiento que sea general o generalizable. Esta idea parece clara en 

el contexto que un “conocimiento general” puede difícilmente ser adecuado para todos los 

“conocimientos específicos”, por lo que pensar en un “método general” del descubrimiento no 

resulta aplicable en la práctica. Si es tan importante el “conocimiento específico” contenido en 

las heurísticas o “lógicas” para ciertos dominios particulares, entonces es adecuado hablar de 

“lógicas locales del descubrimiento” (Nickles, 1990, pp. 23-24). Cuando Nickles (1990, p. 24) 

expresa: 

“Las lógicas del descubrimiento en cuanto son combinadas con un problema 

específico pueden ganar un cierto peso para alterar la organización de conocimientos 

previos (Koertge, 1982). Es un camino de dos vías: la organización a priori del conocimiento 

determina parcialmente a la lógica de la investigación (resolución de problemas), pero una 

lógica local exitosa puede también reorganizar un campo más amplio. Los cambios 

organizacionales pueden ser solamente temporarios o cosméticos. Por ejemplo adoptar un 

cierto punto de vista en la resolución de problemas puede enfatizar la información relevante, 

para mejorar el acceso a dicha información. Sin embargo, en tanto que un grupo de 

problemas y sus soluciones logran redefinir el campo, los métodos o lógicas destiladas 

(distilled) para estudiar las soluciones originales [al problema] pueden ser empleadas para 

reestructurar “permanentemente” el conocimiento previo del campo” 

Podemos ver una semejanza con el bayesianismo en una versión particularmente 

epistémica en la medida en que permite pensar la cuestión acerca de cómo construir las 

creencias a priori de la ecuación bayesiana con la idea de “reestructurar temporalmente o 

cosméticamente el conocimiento previo del campo”. En Charniak (1983) la cuestión se resuelve 
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mediante la aplicación de la formula bayesiana usando los valores que conforman lo posterior  

como elementos a priori para la siguiente aplicación de la ecuación en un caso posterior a la 

modificación hasta poder “estandarizar” un valor a priori. Por otro  lado podemos ver a las redes 

bayesianas de Pearl y la construcción de una “red” o “esquema” como una construcción 

“temporaria o cosmética” en función de lo que se busca investigar. Y esta “red” puede verse 

modificada las veces que se necesite para postular una “red eficiente” respecto de lo que se 

investigue. 

La segunda manera en que se puede vincular el bayesianismo con la resolución de 

problemas surge de la caracterización de las redes bayesianas. Por el modo en el cual se 

pueden definir los problemas. Las heurísticas y la relación que poseen con una forma de 

formular los denominados problemas “por-estructurar”6, aparecen como un eje importante para 

este trabajo. Los problemas por-estructurar refieren a la imposibilidad, de obtener 

habitualmente para este tipo de problemas, un una única solución y pueden ser emparejados 

con heurísticas. Esto es, estrategias que se caracterizan por resolver problemas  donde existe 

un margen importante de incertidumbre y que no poseen una solución definida a priori. Los 

problemas bien-definidos representan a problemas bien-estructurados, es decir a problemas 

que contienen todos los elementos informativos en su estructura para resolverlo y que en 

mayoría tienden a soluciones “únicas”7. Estos suelen emparentarse con procesos de 

resoluciones algorítmicos. Las redes bayesianas permitirían tratar con los dos aspectos de 

estos problemas, es decir, ser capaces de poder convertir problemas “por-definir” en “bien-

definidos” (Nivoski, 2000). Este punto será trabajado con cierto énfasis en los capítulos 3, 4 y 5.  

Desde el final de los años 50, y particularmente con la aparición de programas 

computacionales basados en conocimiento o mejor conocidos como sistemas expertos, se dio 

lugar a un espacio medianamente novedoso: hacer resolver problemas a máquinas 

(McCorduck, 2004). Para esto se buscaron mecanismos o patrones (Simon, 1977, p. 331) que 

se asemejan a los procesos de resolución de problemas humanos con la expectativa de 

implementarlos en máquinas para luego aplicarlos en dominios especializados. El primer 

                                                
6
 Se eligió el término “por-estructurar” en vez de “mal-estructurado”. Con este cambio, se quiere acentuar 

el hecho de que estos problemas no pretenden ser denotado de forma peyorativa a los bien-definidos. 
Simplemente poseen una estructura diferente en la cual la solución a un problema no puede resolverse 
con la sola información que se expresa en su formulación. Por otro lado el “por-definir” implica al mismo 
tiempo la posibilidad en ciertas condiciones de poder estructurarse lo suficiente para que el problema o 
una sub-parte de este problema pueda ser bien-definido. Estos se confrontan con los problemas bien-
definido que sí poseen un  único resultado y suelen ser vinculados con algoritmos.  
7
 Esta idea es criticada por quienes escribimos estas líneas, en efecto casos de problemas NP-completos 

en complejidad computacional muestran casos de problemas “bien-estructurados” que pueden comportar 
ninguna solución o varias soluciones posibles.   
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intento, el GPS (General Problem Solver) presentado por Simon y Newell en Dartmouth en 

1956, sentó las bases para el desarrollo de la inteligencia artificial como disciplina. Este 

programa es considerado como el primer programa que podía resolver una serie de problemas 

planteados en la obra Principia matemática de Russell y Whitehead (McCorduck, 2004). En los 

años que siguieron un equipo liderado por Feigenbaum dentro de un proyecto intitulado 

“proyecto de programación heurística” buscaba identificar los patrones usados por expertos 

para resolver problemas en sus dominios de especialidad. Estas búsquedas resultaron en el 

estudio, entre otras, de disciplinas como la medicina, el diagnóstico médico y la química que 

produjeron dos programas considerados clásicos: Mycin, construido por Shortliffe y Buchanan 

(Feigenbaum, 1987, p. 12), y Dendral desarrollado por Feigenbaum y Buchanan (Feigenbaum, 

1987, p. 11). Estos programas se distanciaron del GPS, basado en “reglas”, (Feigenbaum, 

1987, p. 10) para introducir un nuevo elemento: “una base de conocimiento”. La base de 

conocimiento es elaborada a partir del análisis del desempeño de expertos en un dominio 

particular. Se consolidaron de esa manera las estrategias, patrones o heurísticas que estos 

usan, y que aplican problemas específicos.  

Pople (1982), plantea una serie de preguntas sobre un problema recurrente en la 

relación entre programas computacionales y los usuarios. En particular en el caso de la 

medicina. Los desarrollos de sistemas expertos han sido prolíficos en el dominio de la 

medicina, tal como señala Durkin (1996, p. 57). En los 5 primeros años de la década de los 

ochentas del siglo XX, ésta era una de las disciplinas en donde los sistemas expertos se 

aplicaban. Esto se debe a que el proceso de diagnóstico es una parte importante de las tareas 

en medicina y porque se puede modelar con “cierta facilidad” un sistema de diagnóstico. Dentro 

de las diversas dificultades en relación a la modelización de un sistema experto, se puede 

destacar una. Se trata de entender el proceso de diagnóstico como un “arte” que difícilmente 

pueda ser reducido a reglas (Pople, 1982, p. 4). En efecto, ciertos médicos suelen presentar 

esta perspectiva como una barrera inalcanzable para los sistemas expertos, en tanto estos 

últimos suelen priorizar aspectos meramente analíticos sin poder capturar el “arte” de un 

médico experimentado. Esta noción de “arte” es reforzada en ciertas ocasiones frente a la 

performance de la actividad de diagnosis en situaciones complejas, en donde un médico “hace 

la diferencia” sin realmente poder explicar cómo ha llegado a resolver el problema. 

Recientemente Groopman (2007, p. 14) quien tiene experiencia formando médicos, se ha 

hecho la pregunta respecto de cómo piensan los médicos:  

“Mi generación no ha recibido una explicación sobre cómo piensan los médicos. 
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Aprendimos la medicina con lo que pudimos experimentar (catch-as-catch-can). Los 

estudiantes observaban a los médicos experimentados del mismo modo que los aprendices 

observaban a sus maestros en los gremios medievales, y de alguna manera los aprendices 

tenían que asimilar las aproximaciones de sus mayores respecto a la diagnosis y los 

tratamientos. Raramente un médico explicaba los pasos mentales que lo condujeron en sus 

decisiones. En los últimos años, ha existido una fuerte reacción negativa acerca de este 

modo de aprendizaje. Para establecer en cambio una estructura más organizada, los 

estudiantes en medicina y residentes han aprendido a seguir algoritmos pre-establecidos y 

practicas guiadas por arboles de decisiones. Este método ha sido también vendido por 

ciertos administradores a personas de rangos superiores en muchos hospitales de Estados 

Unidos y Europa. La compañías de seguros le han encontrado un atractivo particular a la 

hora de aprobar ciertas pruebas o tratamientos.” (Groopman, 2007, p. 14)  

Esta disconformidad es entendible y con mayor énfasis cuando, como dice Groopman 

(pp. 15-16), si bien estos métodos pueden ayudar al médico en ciertos casos, existen otros 

casos en los que tales métodos representan una restricción para resolver situaciones donde se 

requiere una cierta “creatividad”. Es hasta cuestionable el uso de la estadística para apoyar 

todas las decisiones para la diagnosis. Y es aún más cuestionable cuando se consideran cómo 

tabú los tratamientos que no poseen un cuerpo suficiente de datos provenientes de datos 

clínicos para la aprobación de su uso. No solamente se impide su uso, sino que también se 

prohíbe hablar de ellos. Estos aspectos les llevan a los médicos decir que: “las estadísticas no 

substituyen al ser humano frente a usted; las estadísticas son promedios no individuos” 

(Groopman, 2007, p. 15, también Bunge, 2012, pp. 84-86). Una idea que debido a usos 

inadecuados o malas interpretaciones de las estadísticas provocan reacciones de completo 

rechazo hacia ellas, lo que aumentan los prejuicios hacia el uso de estadísticas.   

Pero se deben hacer algunas aclaraciones con lo que respecta este trabajo. Nuestro 

trabajo se centra en la resolución de problemas y la toma de decisión en sistemas expertos que 

poseen como objetivo el apoyo para la decisión de un médico y no su reemplazo. No parece 

adecuada la idea del uso de algoritmos como una forma de sustituir la decisión humana. De 

hecho es importante hacer una distinción entre “algoritmos” y “heurísticas”, además de los tipos 

de problemas con los cuales estas estrategias se enfrentan en el estudio de la resolución de 

problemas en inteligencia artificial. En los sistemas que estudiamos se hace uso de 

probabilidades. La estadística resulta útil como una fuente de “conocimiento” para la base de 

datos del programa, pero esto no significa que un sistema experto tendrá como respuesta algún 

tipo de generalidad estadística al problema particular que debe resolver. Al contrario, se busca 
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reconstruir “heurísticas” a partir de las observaciones de ciertos especialistas para revelar 

ciertos mecanismos o patrones y reconstruirlos en máquinas. El modelador en este sentido 

busca poder explicar o reproducir aquella acción o desentrañar el procedimiento que ha 

permitido realizarla y generalmente para llegar a este fin se usan probabilidades.  

Un acercamiento posible frente a la problemática de la resolución de problemas en 

medicina consiste en la construcción de heurísticas para poder orientar o formular los 

problemas de una situación determinada en un paciente. Las heurísticas y la relación que 

poseen con una forma de formular los problemas “por-estructurar”, aparecen como un eje 

importante para este trabajo. Tanto Simon (1973) como Pople (1982) establecen a la diagnosis 

médica como una disciplina que trata con problemas de tipo por-estructurar. Sistemas expertos 

basados en conocimiento, populares en los periodos de los años 70-80 hasta su apogeo en los 

años 90, parecían ser los más adecuados para poder manejar este tipo de problemáticas. Sin 

embargo, hoy, los programas basados principalmente en el uso de procesos de resoluciones 

exclusivamente en base a algoritmos y en aprendizajes automatizados dominan la escena. La 

razón aludida por Geffner (2010) se encuentra estrechamente ligada al énfasis puesto sobre los 

problemas bien-estructurados. Este énfasis tiene como objetivo generar nuevos algoritmos que 

buscan ciertos grados de generalidades para la aplicación de estos modelos en varios dominios 

especializados. Esto sería ver hasta donde el modelo algorítmico puede ser implementado en 

problemas específicos. Consecuentemente se abandonó, según Geffner, a los programas 

basados en conocimientos por “solucionadores” (solvers) que manejan problemas 

estrictamente bien-estructurados.  

En este trabajo se analizan desde una perspectiva epistemológica a los programas 

“basados en conocimientos” como el Internist I. Este es un programa de diagnosis médica 

creado por Pople y Myer en la década de los años 70 del siglo XX. Vincularemos estos 

programas con las llamadas redes bayesianas y presentaremos una manera de tratar a los 

problemas por-estructurar. Este tipo de problemas es considerado importante por aquellos que 

trabajan en resolución de problemas porque están vinculados con la flexibilidad de un programa 

y, en términos más generales, con la forma en la cual los seres humanos resuelven problemas. 

Una interpretación, a partir de redes bayesianas, del programa Internist I permitiría en términos 

procedimentales flexibilizar el sistema experto y también avanzar en la cuestión de los 

problemas por-estructurar. En este sentido, estimamos que hay una vinculación estrecha entre 

el tipo de herramienta utilizada y la posibilidad de dar cuenta, al menos de manera parcial, de 

cuestiones tales como los problemas por-estructurar. La diagnosis médica, como ámbito de 
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problemas, nos permite observar este horizonte en donde la flexibilidad del sistema experto es 

necesaria para poder resolver problemas de tipo por-estructurar. Esta perspectiva es 

compartida por Pople (1982), quien define a la diagnosis médica como un ámbito de problemas 

por-estructurar y del cual la flexibilidad instrumental resulta ser un desafío. Si bien, como 

veremos en las conclusiones, este tipo de flexibilidad resulta beneficiosa, en sí misma no 

resulta suficiente para poder pensar en un sistema capaz de resolver problemas de forma 

totalmente autónoma. En este sentido, el sistema computacional funciona como un auxiliar en 

la toma de decisión humana y no como un reemplazo. Estas limitaciones del sistema 

computacional parecen estar vinculadas con la representación conceptual de los límites del 

problema y con la forma que dicho sistema aborda los problemas por-estructurar.  Este aspecto 

representacional se trabaja en el capítulo 3 a propósito de los tipos de heurísticas que permiten 

construir diagramas para redes bayesianas.            

Para avanzar en nuestra tarea de análisis tomaremos en consideraciones las llamadas 

redes bayesianas. Estas son un recurso informático desarrollado por Judea Pearl. La red 

bayesiana se suele describir como constituida de dos aspectos entrelazado. Por un lado el 

aspecto inferencial causal8 y por otro lado el aspecto probabilístico  (a veces enunciada como 

condición de Markov). El vínculo entre Internist I y las redes bayesianas se presenta porque a 

pesar de que a nivel teórico el programa no utiliza de manera explícita a las .fórmulas 

bayesianas, se comporta en efecto como un programa construido en base de ellas. En esta 

dirección el programa Internist I maneja probabilidades de tipo frecuencialistas que pueden 

también luego ser reformuladas a partir de las propias redes bayesianas. Esta idea defendida 

por Szolovits (1995) y Charniak (1983) es tratada con más detalles en el capítulo 4. Pero el 

punto de mayor interés para este trabajo es el aporte de las redes bayesianas al estatuto de las 

formas de relacionar a los diversos tipos de problemas (bien-estructurados y por-estructurar) 

por el uso de programas “basados en conocimiento” como Internist I. Y además de los aspectos 

intervencionistas en la red misma, que le otorgaría una cierta ventaja sobre el interés de que 

los sistemas sean flexibles.  

Los dos ejes principales que siguen a continuación son aquellos concernientes a los 

sistemas expertos y a la diagnosis médica en computación, esta última será introducida 

conceptualmente en el próximo apartado, mientras que los sistemas expertos tendrán un 

tratamiento especial en el capítulo 2.  

                                                
8
 Se prefirió usar a la noción inferencia causal que “causalidad” para evitar confusiones. Pearl usa el 

término “causalidad”.  
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El trabajo final cuenta con 5 capítulos. El capítulo 1 introduce los temas centrales de los 

aspectos que se tomarán en consideración respecto de la diagnosis médica y de sus 

vinculaciones con la computación, como así también varias metodologías que han sido creadas 

para poder representarla. Además se introduce a la problemática del supuesto de 

Independencia, un problema recurrente en el bayesianismo. En el capítulo 2 se introducirán las 

bases históricas como así también las nociones conceptuales de experto, y heurísticas-

algoritmo. En el capítulo 3 se tratara a las redes bayesianas desarrolladas por Pearl. En el 

capítulo 4 se describirá al sistema experto Internist I con más detalles, para luego llegar a las 

conclusiones del capítulo 5. 

 

B. Introducción a los problemas del diagnóstico médico desde una 

perspectiva computacional  

 

En octubre de 1978 en Pittsburgh una importante cantidad de investigadores se 

reunieron para discutir en un Workshop acerca de la lógica del descubrimiento y de la diagnosis 

en medicina. Herbert Simon, Bruce Buchanan, Carl Hempel y Frederick Suppe, entre otros, 

estaban presentes como expositores. Un excelente trabajo de Danner Clouser (1985), expositor 

durante el workshop, introduce algunos de los problemas que trabajamos en este trabajo final, 

mediante el cual se desarrollará un planteo semejante a este autor sobre la cuestión de la 

diagnosis. Desde los inicios de los años 50 del siglo pasado se trabajó en la organización de la 

cantidad cada vez más creciente de datos médicos obtenidos por la diagnosis médica. La idea 

de recolectar estos datos tenía varios objetivos: investigar y dilucidar la relación entre síntoma9-

enfermedad, crear fichas médicas para cada paciente en una “historia médica”, compartir 

información con otras entidades, ayudar a la clasificación de las enfermedades, etc.  

Enfrentado a lo que hoy  se podría llamar como “tsunami de datos”, el uso de las computadoras 

dio la posibilidad de tener aplicaciones particulares de gran ayuda. Entre ellos se pueden 

mencionar: el reconocimiento de patrones y  de las relaciones de compatibilidad entre las 

diferentes pruebas médicas, la posibilidad de gestionar grandes cantidades de datos en un 

tiempo relativamente rápido, colaborar en el proceso de diagnosis de enfermedades 

particulares, elaborar una enciclopedia médica, y tener a disposición máquinas conectadas 

                                                
9
 Se caracterizará retomando la de Clouser, a síntoma como cualquiera manifestación, signo, prueba o 

comportamiento.   
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directamente con el paciente y así obtener información en tiempo real de la condición del 

paciente. La colaboración en el proceso de diagnosis implicaría que la computadora pueda ser 

capaz de tomar decisiones o de poder “pedir” más datos y estudios para tomar una decisión. 

Las lógicas del descubrimiento discutidas en este workshop apuntaba a esta búsqueda: ¿cómo 

hacer para que las computadoras sean capaces de tomar decisiones? ¿cuáles estrategias o 

“heurísticas” están presentes o deben ser usadas? ¿cómo debe interactuar la computadora con 

el especialista? ¿cuáles son los mecanismos para lograr un resultado óptimo para generar una 

buena diagnosis?  

El primer acercamiento a esta cuestión apuntaba al desarrollo de programas basados 

en búsquedas que luego derivaron en programas basados en conocimiento. Este cambio es 

llamado por Feigenbaum (1987, p. 10) como “el cambio hacia el paradigma de la base de 

conocimiento”. Los programas basados en búsquedas no se centraban en la manera en la cual 

se estructuraba, se codificaba o representaba al conocimiento sino en los procesos de 

resoluciones de problemas o de búsquedas. Este periodo comprendido entre 1956 y 1966 (el 

de la “génesis de la inteligencia artifical”) vieron la elaboraciones de los primeros programas de 

ajedrez así que del famoso GPS (General Problem Solving) presentado por Simon y Newell en 

Dartmouth en 1956. El GPS, dice Feigenbaum (1987, p. 5), fue diseñado con el foco puesto 

sobre la simplicidad y la elegancia de la maquinaria de la resolución de problema para generar 

y seleccionar caminos de soluciones. El “conocimiento” manejado por el programa era muy 

rudimentario y consistía en operadores y las llamadas tablas de diferencias u OD (por sus 

siglas). Esto puede ser visto como unos programas basados en “reglas” pero según 

Feigenbaum (1987) se encuentran muy lejanos a los estándares de las décadas que siguieron. 

Los problemas presentados fueron varios para los programas basados en búsquedas. El 

primero tiene que ver con la dificultad que aparecía al modelar determinados problemas. Bajo 

este paradigma de resolución de problemas la tarea de modelización se entendía como una 

acumulación gradual de reglas. Dicha acumulación generaba una complejidad que hacía del 

proceso de resolución de problemas algo extremadamente lento (Feigenbaum & Feldman, 

1963, p. 5). Uno de los problemas principales consistía en que los desarrollos realizados a 

partir de la búsqueda pudo dar cuenta más bien de “microprocesos” de la resolución de 

problemas humanas, a costa de la performance general del sistema (Feigenbaum, 1987, p. 9). 

Este punto de vista basado en búsqueda no parecía tener una capacidad adecuada para tratar 

problemas no formalizados (como los problemas considerados “cotidianos”).  

Otro problema consistía en que no se lograba reconstruir una “lógica” del proceso de 
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descubrimiento forma definida. ¿Cuál era la “lógica” a seguir?, el cambio originado sobre la 

manera de ver al rendimiento de un programa respecto a la estructura del conocimiento que 

este debe manejar. La base de conocimiento es definida por Feigenbaum en los siguientes 

términos: “[…] la base de conocimiento de un programa inteligente es amplia y rica en 

descripciones de objetos, relaciones y reglas” (Feigenbaum, 1987, p. 3). El enfoque sugerido 

por Simon de que el sistema sea simple y que el sistema inferencial manejado sea pequeño dio 

sus primeros resultados exitosos con los programas Exodus, Dendral y Mycin a partir de 1966 

(Feigenbaum, 1987, p. 12).     

 El estudio de la toma de decisiones por parte de expertos pareció la mejor manera para 

construir la base de conocimiento que el programa necesitaba. Se tomaban a los 10 mejores 

expertos de un tema, se le hacían preguntas para luego perfilar los pasos que realizaban. Una 

vez recolectadas las heurísticas se programan en una computadora con la idea de reproducir 

estos pasos. Como consecuencia lo que un experto humano hacía en por ejemplo 3 pasos, una 

computadora lo hacía en cientos de pasos, pero llegaba al objetivo. En el capítulo 2 se 

caracterizará con mayor claridad la evolución de los sistemas expertos.     

Según Clouser el médico al trabajar con un paciente se enfrenta a dos actividades; la 

primera es la de recolectar datos y la segunda es la de ver un posible patrón o alguna relación 

existente entre estos datos. Este segundo punto es lo que técnicamente se llama “Diagnosis”. 

El médico busca incluir al paciente en una taxonomía o clasificación. Esta clasificación no será 

más que la manera por la cual el médico organiza la información y su conocimiento previo.  

Una vez realizada la clasificación es decir, una vez que la enfermedad o una afección 

ha sido categorizada, el proceso de la diagnosis continúa. La recolección de datos y la 

diagnosis no siempre aparecen en un orden secuencial, en efecto, el médico propone una 

hipótesis, la prueba, se retracta, sugiere una nueva hipótesis, y este proceso se repite una 

cierta cantidad de veces más. Ciertos indicios o elementos que den lugar a progresos en la 

puesta a prueba de la hipótesis pueden dar lugar a nuevas posibilidades para nuevas 

diagnosis. El método descrito es propio de la diagnosis: proponer hipótesis y luego ver si estos 

se ajustan mejor que otras, y que estas últimas también puedan ajustarse con el diagnóstico 

original de la enfermedad es lo que hace de la diagnosis un proceso complejo y no tan fácil de 

caracterizar. 

Las enfermedades no poseen marcas o características del todo bien definidas. Al ser 
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relatadas por el paciente, pueden interpretarse de diversas formas.  Al poner mayor énfasis en 

lo que dice el paciente, se pueden omitir a veces algunos síntomas que pueden ser de 

importancia para la diagnosis. El ser humano como individuo otorga, además, a la enfermedad 

un medio “ecológico” particular y único en donde se ponen de manifiesto los síntomas de la 

enfermedad. Si además, se toman en cuenta los problemas que pueden ser ocasionados 

durante el trabajo en laboratorio incluyendo los posibles errores, las fluctuaciones diarias del 

paciente o del técnico del laboratorio o hasta del patólogo, por la sensibilidad o la especificidad 

de las pruebas, entre otras, se vé, según Clouser, la importancia del método estadístico. A 

determinados contextos de este tipo se suele denominarlos por contextos de toma de 

decisiones bajo incertidumbre. En efecto, las herramientas estadísticas parecen, en algunos 

casos, ser capaces de poder manejar los altos grados de variabilidad y complejidad del patrón 

de datos correlacionados. El médico es consciente de las probabilidades (likelihoods) de ciertas 

enfermedades entre las personas que generalmente lo consultan. Por lo cual no puede y no 

debe suponer que todas las enfermedades tienen la misma probabilidad. Se encuentra 

condicionado, influenciado por lo que cotidianamente aparece en su consultorio, por su 

formación, depende de si se encuentra practicando en una región u otra del mundo, de si sus 

pacientes tienen acceso a agua potable por un sistema público/privado o de pozo, si tienen 

comida refrigerada o no y de una multitud de otras variables. Así, Clouser, caracteriza en 

términos de probabilidad a priori la fuerza de la disposición inicial por parte del médico de creer 

que un paciente tiene una enfermedad como directamente proporcional a la incidencia de esta 

enfermedad en la población (Clouser, 1985, p. 39). Esta probabilidad sería de suma 

importancia debido a que implica un ejercicio por parte del médico en la diagnosis para acortar 

tiempo y trabajo a la hora de emitir su diagnosis. Ignorar a la probabilidad a priori sería 

equivalente a tomar en consideración todas las enfermedades como probablemente iguales (si 

ya se pueden contar entre 6000 y 8000 enfermedades poco frecuentes, uno puede quedar 

rápidamente sobrepasado), tendría la ventaja de diagnosticar enfermedades raras pero 

consecuentemente debería realizarse una diagnosis exhaustiva para cada caso. Otra ventaja 

de tomar en cuenta a la probabilidad a priori, según Clouser y en el contexto de los sistemas 

expertos, es que hace diferencias significativas en el valor predictivo de los resultados de las 

pruebas. Consideraciones probabilísticas pueden ser relevantes en diferentes niveles del 

proceso de diagnosis. En las siguientes páginas se describirán brevemente algunos de ellos. 

Para descartar algunas hipótesis, el médico necesita hacer preguntas que generalmente 

se responden por un “Sí o un No”. Este procedimiento dio lugar al desarrollo de árboles de 
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decisiones.  En la figura 1 se puede ver un ejemplo de cómo se representa un árbol de decisión 

para evaluar si un paciente puede tener un ataque cardíaco.          

Figura 1.  Fragmento de un árbol de decisión de un ataque cardíaco.
10 

 

Peter Szolovits (1995) sugiere que en la forma como el entiende, en la toma de 

decisiones, existen dos fuentes de incertidumbre: i) en relación con las probabilidades de los 

resultados provenientes de las condiciones del paciente o de acciones, y ii) la decisión que se 

debe tomar. El valor de la decisión dentro del árbol se establece a partir de la maximización del 

valor esperado y a partir de los valores obtenidos en cada elección alternativa. El valor 

esperado de un estado es simplemente el promedio de todos los valores de cada uno de los 

resultados posibles, y estos son evaluados a partir de la probabilidad (likelihoods) de este 

                                                
10

 Cuadro encontrado en http://www.workingthoughts.com, última entrada el 15/08/2013 a las 15.20. 

http://www.workingthoughts.com/
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resultado. Entonces la evaluación de un árbol de decisión aparece como un proceso recursivo 

que retoma  los valores desde las puntas de las “hojas” del árbol y progresivamente se 

despliega hacia la “raíz”. Szolovits agrega que típicamente el árbol de decisión (pero no 

necesariamente) se ve ordenado de tal manera que la raíz del árbol es la primera decisión que 

se toma, y luego bajando cada vez más hacia las ramas se deben tomar decisiones adicionales 

que dependen de las decisiones previas y de las probabilidades de sus resultados. Así, los 

árboles de decisiones pueden representar planes de contingencia debido a que la decisión 

anterior puede ser relevante sólo si la probabilidad orienta a nuevos resultados para futuras 

decisiones.         

No todas las representaciones de árboles, desde la perspectiva de Szolovits, implican 

probabilidades. En el caso de la figura 1 su esquema es booleano y se reduce a las opciones 

“si” y “no”. Este es relativamente simple debido a que no existen nuevas ramificaciones que 

puedan dar lugar a un diagnóstico más complejo a partir de otra configuración sintomática. Otra 

perspectiva, de corte computacional, defendida por Pople (1982), es la de la evocación directa 

de las tareas de la diagnosis diferencial. Con la diagnosis diferencial, este autor pretende dar 

cuenta de una tarea analítica en donde el que toma la decisión se enfrenta con un conjunto fijo 

de diagnosis alternativas. Estas diagnosis alternativas plantean  las condiciones sintomáticas 

del paciente como punto inicial para luego crear una tarea que sirve para determinar la 

enfermedad o las condiciones patológicas que afectan al paciente. La expansión que se realiza 

desde los síntomas del paciente hacia las causas posibles se hace mediante preguntas que 

pueden derivar en pedidos de nueva información o estudios para descartar alternativas. En el 

capítulo 5 se puede ver una descripción más detallada de la estrategia de Pople11.             

Otra manera de abordar este problema es usar directamente las probabilidades en la 

representación del árbol. El uso de probabilidades y de un árbol de decisión más complejo 

puede permitir calcular de manera más adecuada las posibles enfermedades de un paciente. 

Es preciso aclarar que la representación utilizada no siempre es a través de árboles, en 

ocasiones se usan diagramas de influencia, que permitan representar la relación probabilística 

y de decisión entre variables aleatorias y de decisiones en forma de red.  

En la figura 2 se puede ver un ejemplo más complejo en el cual un paciente padece una 

gangrena. En este diagrama se representan además los tratamientos posibles incluyendo las 

                                                
11

 Este planteo incorpora probabilidades en un cierto nivel, pero no directamente en la representación 
visual del árbol.  
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probabilidades de supervivencia de cada acción. Cada cuadrado representa una toma de una 

decisión, los círculos dan cuenta de las consecuencias de la toma de decisiones. Una vez 

construido el árbol, el cálculo probabilístico se construye desde la derecha hacia la izquierda. 

La probabilidad total es 1, cada círculo implica una bifurcación y cada cuadro, como ya dijimos, 

una decisión. Ambos poseen un valor de 1 repartido en las diversas ramas que los vinculan. 

Recorriendo desde la derecha a la izquierda se obtiene la probabilidad de cada nodo de la red, 

lo que daría un indicio numérico de cuáles decisiones aparecen como las mejores a tomar. Los 

valores que terminan en cada una de las ramas en una escala entre 0 y 1000, representan para 

0 la muerte, y 1000 la recuperación total de salud, mientras los números intermedios 

representan el relativo deseo de estados de salud. Szolovits define a los diagramas de 

influencias como una red bayesiana que adicionalmente poseen nodos de decisiones y nodos 

de valores. Las bifurcaciones (Arcs) en los nodos de decisiones representan la información 

disponible en el momento en la que la decisión es realizada, y esta misma información se 

encuentra igualmente disponible para los nodos de decisiones subsecuentes. Cada nodo de 

valor define a una función dependiente de las bifurcaciones (Arcs) que se conectan con ella, 

para así representar el valor total de la decisión. Resolver un diagrama de influencia implica 

seleccionar para cada nodo de decisión una política (policy) de decisión que informa de la 

mejor decisión que se deba tomar dado un conjunto determinado de inputs informacionales.  

 

Figura 2. Árbol de decisión usando probabilidades de pacientes enfrentando la 

amputación de un pie o una pierna como resultado de gangrena.
12 

                                                
12

 Encontrado en http://groups.csail.mit.edu/medg/ftp/psz/IMIA/IMIA-WG6.fm.html, ultimo acceso el 

http://groups.csail.mit.edu/medg/ftp/psz/IMIA/IMIA-WG6.fm.html
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Continuando con Szolovits, los diagramas de influencia, en comparación con los árboles 

de decisiones, aparecen como representaciones más compactas de diversos problemas de 

decisiones debido a que no representan explícitamente las consecuencias de las elecciones 

individuales o las chances de las ocurrencias sino que estas bifurcaciones cargan con una 

matriz de relaciones probabilísticas entre todos los posibles estados de la fuente o del objetivo 

de la bifurcación. Sin embargo, los diagramas de influencia son equivalentes a árboles de 

decisiones totalmente simétricos, según Szolovits, lo cual puede ser visto como una ventaja o 

una desventaja. Por un lado, esta equivalencia asegura  que no pueda aparecer ninguna 

asimetría en el análisis de problemas complejos, pero por otro lado hace difícil (en la 

representación misma) simplificar el modelo omitiendo ramas que poseen probabilidades muy 

bajas o que no poseen alguna influencia significativa en la utilidad del modelo. Y agrega que 

algunos usuarios consideran a la representación más concreta de un árbol de decisión mucho 

más simple de comprender. Un aspecto positivo es que ambos, tanto el diagrama de influencia 

y el árbol de decisión, son mutuamente convertibles lo cual también les permite conformarse 

como una herramienta híbrida que da la ventaja de ver un problema de decisión a partir de 

ambas representaciones (diagrama de influencia y el árbol de decisión). 

 

Figura 3. Ejemplo de diagrama de influencia usado para calcular probabilidades en 

                                                                                                                                                       
15/08/2013 a las 16 hrs. Esta imagen es parte de un artículo en línea de Peter Szolovits.  
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pacientes infectados con HIV.
13 

 

Pero los árboles de decisiones no son los únicos elementos utilizados en la tarea de 

modelar la decisión de un diagnóstico. Una forma diferente es la generada directamente por lo 

que podríamos denominar un “cálculo”. Estos suelen relacionarse con las formas de interpretar 

a la probabilidad, por lo que se pueden encontrar desarrollos de tipo frecuencialistas, 

bayesianos o propentistas, por citar a los más conocidos.   

Muchos programas en medicina usan cálculos bayesianos. Estos se basan en la 

fórmula de Bayes que maneja probabilidades condicionales. Se presenta en su forma general 

de la manera siguiente: 

 ( | )  
 ( | )  ( )

 ( )
 

 

   Matemáticamente hablando, se da un relación entre las probabilidades de A y B, (P(A) y P 

(B)), y luego la probabilidad condicional de A dado B y B dado A, (P (A|B) y P (B|A)). El 

significado de esta ecuación, depende de su interpretación. Para fines epistemológicos se 

suele interpretarla como grados de creencias, y se la divide en tres partes. i) P(A) es lo a 

priori14, y se lo define como el grado de creencia inicial. ii) P (A|B) conforma lo a posteriori, y se 

lo define como el grado de creencia luego de haber tomado en cuenta a B. iii) el cociente P 

(B|A)/P (B) representa los aportes de B a A.  Para casos de  diagnosis médica se puede tomar 

una interpretación propuesta por Peter Szolovits:  

 (  | )  
 (  )   ( |  )

 ( )
 

 

La formulación explicitada es la usual para tratar en términos bayesianos la relación 

                                                
13

 Braithwaite, R. S., Justice, A. C., Chang, C.-C. H., Fusco, J. S., Raffanti, S. R., Wong, J. B., & Roberts, M. 
S. (2005). Estimating the proportion of patients infected with HIV who will die of comorbid diseases. The 
American Journal of Medicine, 118(8), 890–898. doi:10.1016/j.amjmed.2004.12.034 
 
14

 Para otros autores la traducción puede diferir, por ejemplo Iranzo (2009) lo define como “probabilidad 
inicial”, se ha preferido usar a “a priori” debido a su cercanía terminológica con “prior probability”.    
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enfermedad/síntoma. Para evitar complicaciones se suelen calcular las probabilidades de una 

enfermedad generada por un solo caso de un conjunto de hipótesis conocidas. Otra 

peculiaridad de esta interpretación es la consideración de los síntomas como condicionalmente 

independientes. El cálculo remite por lo tanto a un solo síntoma con una sola enfermedad y no 

por ejemplo a dos síntomas con una enfermedad. Este elemento puede traer complicaciones y 

es conocido como el problema de la independencia, dicha problemática será tratada 

posteriormente en el trabajo. Según Szolovits, estos dos supuestos (independencia condicional 

y causa singular de la enfermedad) han dado lugar al señalamiento de la formulación como el 

bayesianismo “idiota” o naive debido a su simpleza. Pasaremos ahora a la descripción de la 

formulación de Szolovits. El D en la fórmula hace referencia a enfermedad (por Disease) 

mientras que el S se refiere a síntoma y el P la probabilidad. Según lo que se ha dicho, este 

cálculo es un cálculo de una distribución probabilística condicional en la cual se busca 

descubrir cómo el resultado de una prueba depende del “estado del mundo”. Y también de una 

distribución probabilística a priori sobre un conjunto de “estados del mundo posibles”. Esta 

distribución probabilística a priori remite a diagnósticos alternativos. Para después computar la 

probabilidad a posteriori luego de conocer el resultado de la prueba. Los posibles estados del 

mundo son denotados como D1,..., Dn, asumiéndose como exhaustivos y mutuamente 

exclusivos (como se dijo anteriormente). Entonces, la probabilidad condicional de un síntoma S 

dada la enfermedad D se convierte simplemente en la probabilidad de que S ocurra cuando 

ocurra D. Así, se escribe P (S|Di) para la probabilidad condicional de S dado que Di es el 

“estado del mundo” y que se adecue a P(S, Di)/P (Di). 

Cuando aparece la necesidad de generar una discriminación (debido a la condición de 

independencia) entre varios síntomas para una enfermedad se suele usar una variedad de 

técnicas. Una de ellas son los clasificadores Bayesianos de los cuales se hablará brevemente 

en el segundo capítulo. Otra técnica descrita por Szolovits consiste en agregar una nueva 

ecuación a la formulación que ya se presentó más arriba:   

(     | )   (  | ) ( | ) 
 

Esta propuesta busca representar a los síntomas como un único “compuesto de 

síntomas” a partir de todos los observados. La idea es usar esta formulación para calcular la 

distribución probabilística a posteriori del teorema de Bayes y de ahí poder computar la 

probabilidad condicional del compuesto de síntoma dada cada enfermedad a partir de la 
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probabilidad condicional del síntoma por sí solo. Si se piensa que los síntomas no son 

condicionalmente independientes entonces se podría hacer uso de lo que se conoce como 

condicionales de la probabilidad conjunta (Joint conditional probabilities). 

Otro tratamiento según Szolovits, más cercano a lo que se discutirá en esta tesis, es el 

método de inferencia secuencial Bayesiano. Después de observar cualquier síntoma, S1 por 

ejemplo, se hace uso de la regla bayesiana para computar la probabilidad posterior de P 

(Di|S1). Luego, el resultado de la probabilidad posterior debería ser tomada y considerada como 

una nueva probabilidad a priori, lo cual corresponde a la probabilidad (likelihoods) de que el 

paciente tiene Di si éste ha sido seleccionado dentro de una población con el síntoma S1. Esta 

secuencia debería repetirse para cada síntoma observado, y si el condicional logra sostenerse, 

entonces se puede demostrar su equivalencia con el primer tratamiento usando un “compuesto 

de síntomas”. La metodología  de Szolovits es interesante debido a que tiene la ventaja de 

poder considerar el razonamiento de la diagnosis paso por paso, y de esta manera ver cuál es 

el síntoma que considerará en el próximo paso. Esta ventaja también se traduce en nuevas 

formulaciones donde se prefiere usar odds likelihoods ratios más que probabilidades. Antes de 

pasar a describir esta estrategia, es importante hacer una aclaración. En esta breve 

introducción, de manera intencional se ha traducido likelihoods y odds como “probabilidad” 

poniendo entre paréntesis la palabra original. La idea era  evitar generar confusiones en el 

texto. A partir de ahora se usarán las expresiones  likelihoods y odds en su formulación inglesa 

ya que implican una distinción muy importante. Se entenderá siguiendo a Szolovits, el término 

likelihoods como algo que potencialmente esta por acontecer o ha acontecido. Por ejemplo la 

probabilidad de que ciertos síntomas aparecen dada una enfermedad. Si se lo entiende como 

función, entonces esta hará referencia a una función de los parámetros estadísticos que 

permiten realizar inferencias acerca de su valor a partir de un conjunto de observaciones. 

Mientras que el vocablo odds se lo entenderá como el ratio de la probabilidad de que un evento 

acontezca frente a  la probabilidad de que no acontezca. Un ejemplo de odds es el ratio dado 

por el lanzamiento de un dado, en el cual un resultado como el 6 da un ratio de 1/6.  

Hechas estas aclaraciones, en vez de la probabilidad posterior de D se lo cambia por el 

posterior odds de D, así la formulación de Bayes en su forma odds-likelihoods se escribe de 

esta manera:  

  ( | )      ( | )   ( ) 
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 El odds a priori de D será el resultado de la formulación siguiente: 

 ( )  
 ( )

 ( ̅)
 

 ( )

   ( )
 

 

Y el condicional odds (o el likelihoods ratio) de un síntoma dado una enfermedad es dado por: 

 ( | )  
 ( | )

 ( | )̅̅̅̅
 

 

La anterior formulación según Szolovits, cambia nuestra forma de decir “75% de 

probabilidades” por un “odds de 3 por 1”, esta última tiene la ventaja de que una sucesiva 

aplicación del teorema de Bayes consiste en una multiplicación sucesiva por los ratios 

likelihoods correspondiente a observaciones sucesivas (si son independientes). Otra ventaja es 

que las personas que no manejan bien el cálculo de las probabilidades, puedan ser capaces de 

estimar odds inclusos en casos correspondientes a probabilidades muy pequeñas o muy 

grandes. Szolovits da el ejemplo de la diferencia entre 98% y 99%, lo cual para nuestros ojos 

puede parecer ser una diferencia ínfima pero en realidad representa una diferencia de odds 

entre una escala de 50:1 y 100:1. No es difícil por lo tanto observar cuán distinto pueden 

resultar mediciones a partir de esta nueva formulación. Lo interesante de esta formulación es 

que constituye una introducción a aspectos relevantes del pensamiento de Pearl, citado por el 

propio Szolovits. Pearl, según Szolovits, dio lugar a un uso conceptual del ratio likelihoods para 

la interpretación de indicios (evidence) inciertos. Si estos indicios  no pueden ser relacionados, 

la mejor forma para expresar su significado es juzgar cómo la presencia de una hipótesis es 

preferible a su ausencia. Pearl da como ejemplo el robo de una casa y el reporte por parte de 

un vecino poco confiable (por ejemplo por estar alcoholizado). En este caso es difícil poder 

estimar si el reporte será tomado en cuenta o no, pero se puede lograr una estimación 

condicional de odds del 2:1 en caso de que una alarma se active a que no sea activada.  

Dicha versión posee además otra particularidad. Si la forma odds del teorema de Bayes 

es transformada para tomar el logaritmo de ambas partes de la ecuación, se puede llegar a que 

la formulación compute el log de una hipótesis como la suma del log del ratio likelihoods de los 
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indicios observados. Por lo cual, para cada parte de indicios constituyen un peso de indicios 

hacia la hipótesis. Conclusiones que poseen un ratio likelihoods mayor que 1 darán lugar a 

pesos positivos mientras que si es menor que 1 obtendrá pesos negativos. En cuanto a los 

indicios erróneos, no contribuyen en nada en tanto no implican una variación en la estimación 

dada una determinada hipótesis. Esta metodología según Szolovits ha sido usada en muchos 

de los primeros programas de inteligencia artificial orientados hacia la diagnosis. Lo más 

interesante de todo, debido a que concierne a esta tesis, es que la medición frecuencialista 

usada en el programa Internist I que analizaremos más adelante puede ser interpretada como 

un logaritmo escalonado del ratio likelihoods.   

Esta interpretación es relevante porque a pesar de que el programa Internist I no usa 

formulas bayesianas, se lo puede interpretar a partir de la perspectiva aquí presentada como 

una forma de bayesianismo. Los usos que se pueden hacer de esta relación entre el ratio 

likelihoods y las redes bayesianas aportan elementos epistemológicamente interesantes para la 

interpretación de los sistemas expertos.   

Los árboles de decisiones sirven para el análisis de las decisiones, mientras que las 

propuestas probabilísticas parecen más apropiadas para las inferencias involucradas en el 

proceso de diagnosis. Tendríamos entonces dos niveles representacionales, uno que favorece 

el análisis de la toma de decisión y otro que permite dar cuenta de las inferencias. Volviendo a 

Clouser, el uso de “lógicas ramificadas” puede llevarnos a grandes problemas en algunos de 

los casos de haber elegido un camino de solución incorrecto. El médico en este caso debe ser 

capaz de reconocer las malas trayectorias si no logró plantear preguntas suficientemente 

discriminatorias desde el principio. Así, de acuerdo con Clouser, hay dos condiciones 

importantes: que la secuencia de preguntas sea correcta y que la mayor parte de las 

contingencias sean especificadas a priori. Estas consideraciones deberían ser interpretadas 

como recomendaciones metodológicas de un científico preocupado por la modelización de un 

problema. Desde una perspectiva filosófica estas condiciones parecen imposibles de satisfacer.  

Regresando con la descripción de Clouser, se sugiere partir de una hipótesis y luego, con 

información que proviene de responder cuestiones del tipo si/no poder llegar rápidamente a un 

diagnóstico. Los médicos experimentados habitualmente llegan a una diagnosis de manera 

más rápida y con pocas preguntas. En este sentido favorecen la secuencia de resolución de 

problemas más económica. No hay que olvidar, dice Clouser, que poner a prueba hipótesis es 

un modo simple de usar relaciones estadísticas entre síntomas y enfermedades. Una respuesta 

si/no a una pregunta que ha sido ramificada en su mayoría, no establece categóricamente la 
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colocación de una enfermedad en un grupo o subgrupo determinado. Al contrario, a partir del sí 

o del no, hay una probabilidad de hacer caer a la enfermedad en un grupo u otro y esta 

probabilidad se ve aumentada o disminuida en función de los factores que la afectan. Dentro de 

estos factores se encuentra el de los valores. Este tema resulta delicado ya que puede implicar 

nociones de “lógica”. Al respecto, Clouser hace referencia a la pregunta acerca de si los valores 

entran dentro de la “lógica” dependiendo de nuestra concepción de la “lógica”. Si ésta es 

pensada como un formalismo, en relación a  procedimientos sistemáticos o esquemas de 

inferencias y conclusiones, entonces no es errado darle una atención al tema de los valores 

principalmente orientados a las nociones de riesgos. En esta tesis, la atención a dicho tema es 

precisamente justificada por los aspectos concernientes a la inferencia. Los valores son 

importantes debido a que pueden resultar un elemento de peso vía la interpretación de 

probabilidades, en efecto, a la hora de tomar una decisión se desea tener las probabilidades 

más altas antes de actuar.   

Los valores, que trata Clouser, son epistemológicamente interesantes para la 

modelización dado que las pruebas clínicas pueden dar falsos positivos (la prueba indica que el 

paciente posee tal enfermedad pero en realidad no la tiene) y falsos negativos (que indica que 

el paciente no tiene tal enfermedad pero en realidad si la tiene). Se puede determinar el valor 

porcentual de los falsos positivos y negativos, para incluirlos en los cálculos. Existen valores de 

decisiones en dos ámbitos: en el laboratorio y en la oficina del médico. La línea divisoria entre 

los falsos positivos y los falsos negativos es trazada en el laboratorio. La posibilidad de 

diagnosticar una enfermedad desde el laboratorio está dada por el hecho de que exista o no un 

elemento en la sangre o se encuentre por arriba o abajo de un cierto límite. Esta idea de límite 

es cuestionable según Clouser, debido a que ciertos pacientes pueden encontrarse con 

factores que indicarían que el paciente padece a una enfermedad en particular cuando en 

realidad no la tiene. Modificar este límite tampoco ayudaría, aumentan los falsos positivos y 

falsos negativos, por lo cual es importante evaluar los costos que pueda producir la 

modificación de estos límites (costo en término de dolor, pérdida de vida, gastos, tiempo, 

retraso del tratamiento, molestias, contagio, etc.) o de marcar una condición a la enfermedad 

frente al hecho de informar que no posee la enfermedad pero en realidad la tiene. Por otro lado, 

el nivel de la oficina del médico es primordialmente interpretativo. Debe interpretar los 

resultados de las pruebas en base a otros síntomas, a los falsos positivos y negativos para así 

evitar un diagnóstico equivocado en función de los costos probabilísticos de las hipótesis 

planteadas.  
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Luego de haber descrito los elementos centrales de la diagnosis en base a Clouser y 

una introducción breve respecto de estrategias acerca del análisis de la decisión e inferencias 

de la decisión por parte de Szolovits, es preciso aclarar que la integración de estos aspectos en 

las implementaciones computacionales no son todavía claras. Para esto, en las páginas 

siguientes se intentará plantear algunas formas en las cuales ambas partes se pueden integrar 

(herramientas computacionales y diagnosis) y así dar cuenta de algunos problemas propuestos 

en por Clouser con el fin de dar una muestra de los elementos que generaban preocupación a 

final de la década de los años setenta del siglo XX. Rápidamente se estableció la importancia 

de dar a la computación el rol de consultor para colaborar con el médico. Esta colaboración se 

pensaba en términos de proveedores de información, o recolectores de datos así como también 

de asistentes en la toma de decisiones. Al principio de este apartado se enumeró una lista de 

ciertas tareas que se pensaba que las computadoras podían hacer. La pregunta natural de la 

época era la de saber si realmente una computadora podía ayudar en el diagnóstico médico y 

cómo esta debía actuar. Otra pregunta era  acerca de las preocupaciones que generaba en la 

comunidad la diagnosis computacional. Clouser buscaba responder a estas dos preguntas. La 

primera pregunta parece contestarse de forma afirmativa. El simple manejo de información, la 

capacidad de almacenamiento son dos elementos en los cuales parece que se entendieron los 

límites humanos frente a la computadora. La respuesta de la segunda pregunta es más sutil en 

tanto que no supone a la computadora como una simple fuente de información o datos, sino 

también como una fuente capaz de poder tomar decisiones confiables. Se pueden hacer 

algunas comparaciones entre la toma de decisión humana y computacional según Clouser. Los 

humanos tienen una gran capacidad para hacer estimaciones subjetivas respecto de 

probabilidades pero suelen tener muchas dificultades para combinarlas. Los humanos suelen 

en efecto ser muy conservadores con sus estimaciones y ser propensos a equivocarse al 

considerar nuevos datos o al buscar nueva información. Hay una tendencia a recordar 

solamente las correlaciones positivas y no las negativas y existe también una tendencia a 

adoptar sesgos respecto a los juicios probabilísticos por casos “dramáticos”. Según Clouser las 

computadoras al contrario poseen en un cierto nivel una precisión que tiende hacia una 

neutralidad, en su orientación no subjetiva, no errática, no impresionable o que pase por alto 

información. La probabilidad a priori es una estimación de un médico y por lo tanto es subjetiva 

y parcial. En cambio, siguiendo a Clouser, la computadora es “precisa” y constantemente 

puesta al día con todos los nuevos casos que incrementan su base de datos, así como también 

con las relaciones de probabilidades entre síntomas y enfermedades. Otro aspecto de la 

probabilidad a priori es que a medida que su valor es mayor también será mayor el valor 
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predictivo de una prueba positiva, por lo cual el cuidado en registrar los parámetros de 

poblaciones y la incidencia de la enfermedad es de gran importancia. Una computadora en este 

sentido, ayudaría a la recolección de los datos y a la recopilación o re-calibración de nuestras 

propias hipótesis. Es también en este momento que se consolidan las heurísticas del programa, 

según los dominios específicos, cuyos datos permiten arribar a diagnósticos confiables.       

Se puede criticar esta perspectiva de Clouser sobre la “objetividad computacional” de 

diferentes maneras. Las redes bayesianas se han desarrollada tomando en consideración a un 

tipo de interpretación subjetivista. De acuerdo con ello, los diagramas y los cálculos realizados 

son interpretados como representaciones del “mundo” por parte de la persona que los realiza. 

Sus aplicaciones y procesamientos computacionales no van a “objetivar” el manejo de la 

probabilidad. En relación a este último punto, es primordial entender  la manera diferenciada en 

la que se realizan los cálculos. Es cierto que en su gran mayoría, un cálculo realizado por una 

máquina puede ser más fiable que la realizada por una persona en una hoja de papel, aún más 

cuando se trate de cálculos extensos pero esta confiabilidad no puede ser sinónimo de 

“objetividad”. Es decir, que el formalismo que puede presentarse dentro de la computación no 

implica un abordaje que pueda constituir una objetividad de por sí. Además, algunas de estas 

estrategias, que pueden ser interpretadas en términos “subjetivos” suelen tener un alto grado 

de efectividad. Estas heurísticas suelen ser el producto de agentes expertos en un dominio 

específico que gozan de altas tasas de éxitos a la hora de resolver problemas. Esto se debe, 

en parte, por un manejo adecuado de las complejidades que pueden aparecer, a la hora de 

tratar un caso. Una “computación objetiva” no puede diferenciar casos de diferente complejidad 

dado que necesita de estas estrategias para poder aplicar sus algoritmos y por ende resolver el 

problema. Una propuesta de por qué no puede la maquina manejar estas complejidades, se 

debería principalmente por el problema de que los modelos algorítmicos no poseen una alta 

capacidad adaptativa para tratar casos especiales. Por ejemplo, si un valor en el parámetro no 

coincide con los limites previstos, o que no existe o hasta simplemente se debe agregar un 

nuevo valor el algoritmo no correrá o directamente derivaría en errores. En cambio las 

heurísticas, tienen la capacidad de manejar estas situaciones con más solvencia y por ende 

éxito.           

Clouser enumera otras problemáticas que aparecían como generales por parte del uso 

de computadoras para la diagnosis. Algunas conciernen a la probabilidad a priori. Una de las 

dificultades más importantes radica en la organización de los aportes de la recolección de 

datos. Dado que la probabilidad a priori es un aspecto que puede ser interpretado en términos 
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subjetivos, la organización de registros en una gran base de datos interconectada a nivel 

internacional, provoca problemas de compatibilidad entre los datos. Los aspectos particulares 

del paciente y de su relación con la enfermedad y sus síntomas pueden dar lugar a situaciones 

que podrían denominarse “nichos epidemiológicos”, estos buscan especificar el grado de 

incidencia de la enfermedad en el ámbito en el cuál se encuentra el paciente. Los elementos a 

tomar en consideración para examinar la relación paciente/enfermedad/síntomas hacen difícil 

poder “unificar” una probabilidad a priori. Por esta razón una base de datos con aportes de 

probabilidades a priori de diferentes partes del mundo daría lugar a un caos informacional. La 

modificación de la probabilidad a priori también podría desplazar los límites de las 

clasificaciones por lo que existe un riesgo mayor de generar falsos positivos y/o negativos. Esto 

se debe principalmente por la “estandarización” de estos datos. Otro aspecto es el relacionado 

con las etapas de una enfermedad. Los síntomas suelen variar con el desarrollo de la 

enfermedad y por ende la probabilidad a priori y las probabilidades condicionales 

enfermedad/síntoma se ven afectadas. Si se considera este aspecto en los cálculos, entonces 

el incremento del número de enfermedades podría multiplicarse varias veces (por 4 o hasta 5 

veces). La tarea computacional se complejiza, pero no alcanza todavía para hacer el problema 

intratable. 

Un problema también ligado a la probabilidad a priori y las probabilidades condicionales 

es el de las enfermedades múltiples. Los síntomas que un paciente presenta puede complicar 

la diagnosis en casos en los cuales no sea fácil discriminar la posibilidad de enfrentarse con 

varias enfermedades al mismo tiempo o una enfermedad. Si se adjudican valores 

probabilísticos a las combinaciones de enfermedades, se tiene allí un nuevo incremento 

importante de los cálculos que se deben realizar. También, es importante el seguimiento de la 

evolución de los síntomas. Asimismo es relevante saber cuáles de esos síntomas han sido 

dejados de lado. Si se utiliza una fórmula bayesiana, dice Clouser (1985, pp. 50-51), se debe 

asumir como supuesto que todas las enfermedades son exclusivas y que las sumas de sus 

probabilidades dan 1. Y este no es el caso. Este problema, que ya se citó en las páginas 

anteriores, es el del supuesto de la independencia. Este supuesto es necesario para el 

bayesianismo, y su tratamiento es central para este trabajo en tanto que aparece como un 

problema recurrente. La hipótesis que se buscará defender en este trabajo dependerá de la 

respuesta a la pregunta acerca de si se puede considerar a la estrategia de las redes 

bayesianas como heurísticas capaces de tratar el problema del supuesto de independencia. 

Este problema es el que ha generado mayor rechazo al uso del bayesianismo en sistemas 
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expertos durante las décadas de 1970 y 1980.  El problema involucra varias facetas que serán 

retomadas en el desarrollo del trabajo, por lo que ahora se realizara una aproximación al 

problema siguiendo algunos de las propuestas de Clouser (1985, pp. 50-51).  

La relación síntoma/enfermedad a partir del teorema de Bayes permite obtener una 

probabilidad en torno a un síntoma en particular que pueda ser indicio de una enfermedad. 

Para cada síntoma se debe calcular, de esta forma, una nueva probabilidad. Se lo hace de esta 

manera por el supuesto de independencia, por el cual uno se ve obligado, por la estructura del 

teorema de Bayes, a suponer cada síntoma es independiente de otros síntomas15. El problema 

entonces aparece cuando se multiplican las probabilidades de dos o más síntomas y en vez de 

obtener un incremento de la probabilidad ésta disminuye. Ello se debe a que el tratamiento de 

los síntomas como ocurrencias independientes disminuye a la ocurrencia del cálculo total. Por 

ejemplo: un síntoma tiene una probabilidad X y otro síntoma una probabilidad Y.  Las 

probabilidades XY al multiplicarse entre ellas aumentan al mismo tiempo el promedio individual 

sobre el cual se basan. Si X tiene una probabilidad de .5/1 e Y .6/1 obtenemos un total de 3/10 

lo cual llevado a 1 es de .3/1. Lo que se hace entonces es considerar a estos síntomas como 

un evento único, pero en realidad estos síntomas raramente son independientes. Los síntomas 

se encuentran en efecto, causalmente conectados con el paciente y si no lo están entre ellos, 

puede que lo sean por causa de otra enfermedad. En este sentido, no es infrecuente que dos 

sistemas independientes posean una correlación aún pequeña con el estado de la enfermedad, 

pero si son tomados de forma conjunta generan una alta correlación y de esta manera una 

capacidad discriminatoria. Uno podría pensar entonces que las probabilidades tendrán más 

peso si se las toma como conjuntos de síntomas dada una enfermedad. Si por ejemplo se 

posee una cantidad n de síntomas, y si se piensa en combinaciones binarias o pares de 

síntomas, el número incrementará a 2n. Si esta cifra es de 20 síntomas, a partir del supuesto 

de independencia se obtendrá 1 048 576 posibles combinaciones. Rápidamente se puede ver 

el problema que representa computar combinaciones de síntomas. Una variedad de estrategias 

existen para poder superar el problema. Una de ellas era la formulación presentada por 

Szolovits. Pero lo que es de interés, es que si bien la exposición de Clouser durante un 

workshop de Pittsburgh en octubre de 1978 estaba orientada hacia el bayesianismo, el 

trasfondo del workshop trataba de un sistema experto basado en conocimiento como Internist I. 

Este sistema computacional desarrollado por Pople y Myer rechazaba explícitamente al 

                                                
15

 Se realiza un cálculo por cada síntoma vinculado con una enfermedad. Si tenemos dos síntomas para 
una enfermedad se realizan dos cálculos, etc. El problema aparece cuando se busca juntar estos dos 
cálculos, esto no puede hacerse debido que son dos cálculos independientes.   
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bayesianismo16. Szolovits menciono a este sistema experto en el sentido que las frecuencias 

utilizadas por Internist I podrán ser interpretadas como un logaritmo escalonado del ratio 

likelihoods. Es decir, semejante a una herramienta desarrollada por Pearl, las redes 

bayesianas. Esta herramienta considerada como una heurística se enfrenta entonces a dos 

preguntas. La primera de ellas tiene que ver con la cuestion de si las redes bayesianas pueden 

constituir una herramienta adecuada para abordar el problema de la independencia. Como 

hemos visto este problema representa una dificultad de peso a la hora de adoptar el 

bayesianismo como una perspectiva para la construcción de sistemas expertos. La segunda 

cuestión que queremos plantear es si la propuesta de Pearl, esto es las redes bayesianas, 

pueden constituir una heurística para el tipo de proceso de resolución de problema que lleva 

delante de Internist I.  

  

                                                
16

 Desarrollaremos este tema en el capítulo 3. 
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CAPÍTULO 2. 

2. Diagnosis médica e inteligencia artificial 
 

 

En este capítulo se hará un recorte histórico respecto a las relaciones entre inteligencia 

artificial y diagnosis médica. En primera instancia se retoma en parte a Kononenko (2001) 

como guía histórica para el estudio de los programas de aprendizajes automatizados y del 

desarrollo más general de la disciplina. En el siguiente apartado se definirá  lo que se entiende 

por experto y sistema experto, tomando como base a Durkin (1994 y 1996). Luego se finalizará 

el capítulo mediante la descripción de tres formas de ver a las heurísticas, realizando un 

análisis sobre el concepto para poner en cuestión la dicotomía heurísticas-algoritmo.   

 

A. Inicios 

 

La aparición de la inteligencia artificial está fundamentalmente relacionada al desarrollo 

y elaboración de la computación. La máquina de Turing consolido en los años treinta del siglo 

XX la base teórica para la construcción de la primera computadora. La ENIAC17 computó sus 

primeros datos en 1945, impulsando a su vez el imaginario de numerosos investigadores sobre 

la posibilidad de construir una inteligencia artificial. Pamela McCorduck (2004) es considerada 

como una historiadora de peso en el ámbito de la inteligencia artificial. Su cercanía con los 

acontecimientos que hicieron historia y su recolección de entrevistas le otorgan indudablemente 

una gran autoridad18. Los historiadores acuerdan (McCorduck, 2004; Mirowski, 2004;  en que el 

coloquio de Dartmouth en 1956 marcó un giro en la inteligencia artificial respecto a los 

programas que iban a desarrollarse en los años que siguieron y su establecimiento como 

disciplina. Una disciplina constituida de una variedad de sub-disciplinas que aparecían como el 

principal reto de la conferencia para poder lograr definirla en una línea clara. La consigna de la 

conferencia era relevar todo aspecto de aprendizaje o de cualquier otra característica de la 

                                                
17

 Una de las primeras computadoras construida. Su construcción se inició en 1941 y finalmente estuvo 
operativa a partir de 1945. 
18

 El relato de McCorduck no coincide con la interpretación de otros participantes del desarrolla de la 

inteligencia artificial. Philip Mirowski en un artículo (Mirowski, 2004) critica el hecho de que los relatos de 
McCorduck como interna a los desarrollos principalmente de Simon, le otorga a éste un papel demasiado 
importante en el relato. Lo cual da lugar a la posibilidad de nuevas narrativas.        
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inteligencia humana que pueda ser precisamente descrita de tal forma que una máquina pueda 

ser elaborada para simularla19. Uno de los programas presentados en esta reunión, el “Logic 

Theorist” por Herbert A. Simon y Allen Newell con ayuda de J.C. Shaw, no tuvo mucho impacto 

durante la conferencia, pero luego fue considerado como el primer programa de inteligencia 

artificial. Puede ser considerado una innovación para la época debido a que el programa 

manipulaba símbolos y no números lo que posteriormente daría lugar a una de las principales 

contribuciones de Newell y Simon, el GPS. 

 

B. Inteligencia artificial y diagnosis médica: un poco de historia 

 

Igor Kononenko define la inteligencia artificial (Kononenko, 2001) como una parte de la 

ciencia computacional que intenta hacer a las computadoras más inteligentes (2001, p.89). 

Siguiendo los pasos de Dartmouth, se supone que no habría inteligencia sin aprendizaje. Por lo 

cual se considera el desarrollo de máquinas de aprendizaje como una de las ramas principales 

de la inteligencia artificial. El inicio del uso de computadoras a principios de los años 50 y 60 dio 

nacimiento a algoritmos capaces de analizar y modelar grandes conjuntos de datos. En 

particular tres grandes ramas, emergieron según Kononenko, para la diagnosis médica: los 

trabajos clásicos en aprendizaje simbólico descritos por Hunt et al. (1966), los métodos 

estadísticos por Nilsson (1965) y las redes neuronales de Rosenblatt (1962). Luego estas tres 

ramas derivaron en métodos particulares más avanzados: i) métodos estadísticos o de 

reconocimiento de patrones (como los vecinos k-más próximos o K-nearest neighbours), 

análisis discriminantes y clasificadores bayesianos, ii) aprendizaje inductivo de reglas 

simbólicas, tales como los árboles de decisiones inductivos Top-Down, reglas de decisión e 

inducciones. Y finalmente iii) redes neuronales artificiales, tales como la red neuronal 

multicapas prealimentada con retropropagación20, la red auto-organizativa Kohonen y la 

memoria asociativa Hopfields.  

El método estadístico en el artículo de Kononenko se limita a los clasificadores 

Bayesianos. Los clasificadores naive bayesianos o también llamados Bayes simples fueron 

                                                
19

 Esta propuesta será luego retomada por el PSSH (Physical Symbol System Hypothesis) de Simon y 
Newell en su artículo acerca del GPS (General Problem Solver) para incluir una “maquina como 
manipuladora de símbolos”    
20

 La traducción es dificultosa; “a multilayered feedforward neural network with backpropagation 
learning”. (cf. p.90)  
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concebidos teóricamente para su aplicación por Good en sus trabajos de 1950 y 1964. Estos 

son descriptos como un método probabilístico inductivo, en el cual se propone una 

independencia entre los atributos (Kononenko, 1991, p. 206). Kononenko et al. (1984) y Cestnik 

et al. (1987) destacaron su gran eficiencia en la diagnosis médica. Pero es solamente a partir 

de los 90 que el problema acerca de la transparencia pudo ser abordado y que resultados 

exitosos de sus aplicaciones pudieron ser dados en diagnosis médica por Kononenko en 1989 

y 1993. El llamado problema de la transparencia consiste en la cuestión de que tanto el 

conocimiento generado por las máquinas de aprendizajes y la explicación (explanation) de las 

decisiones deben ser transparentes al médico. Esto es, el conocimiento generado debe ser 

capaz de ser analizado y comprendido por el médico. En su forma ideal, afirma Kononenko 

(2001, p. 95), el conocimiento generado automáticamente por la maquina proveerá al médico 

un nuevo punto de partida al problema. Y puede además mostrar nuevas relaciones y 

regularidades que no se habían visto antes en su forma explícita por el médico. Posteriormente 

una gran cantidad de variantes o extensiones de clasificadores naive bayesianos fueron 

desarrollados; Cestnik en 1990 desarrolló las probabilidades de estimaciones-m21, Kononenko 

en 1991 desarrolló un clasificador semi-naive bayesiano22 que va más allá del naive y que 

detectaba dependencias entre atributos. Langley (1993) creó un sistema que usa a 

clasificadores bayesianos en los nodos de árboles de decisiones.  Pazzani (1997) desarrolló 

otro método para búsquedas explícitas de dependencias entre atributos en la clasificación 

naive bayesiana. La transparencia de los clasificadores naive Bayesianos puede ser 

incrementada mediante herramientas que favorecen la visualización (Kohavi et al., 1997).           

Desde sus inicios se identifican diversos problemas en las redes neuronales. Según 

Kononenko, a partir del trabajo de Rosenblatt en 1962 se desarrolló una regla básica de 

aprendizaje delta para perceptrones de una capa. Luego Minsky y Papert (1969) probaron que 

esta regla no podía resolver problemas no lineales. Este resultado alejo a muchos 

investigadores del campo de las redes neuronales. El campo recibió un impulso a partir de los 

trabajos de Hopfield de 1982 y 1984 sobre la red neuronal asociativa y luego por la publicación 

de la regla de retropropagación para redes neuronales multicapas pre-alimentadas. En 

particular estos resultados permitieron aplicar estas herramientas en el campo de la diagnosis 

médica. Un problema que surgió a partir del uso de las redes neuronales, fue que se las 

                                                
21

 Estas son consideradas como una amplia clase de estadísticas obtenidas a partir de la minimización 
de una función dependiendo de los datos y parámetros de un modelo.  
22

 Los clasificadores naives bayesianos son un método probabilístico inductivo en el cual se propone una 
fuerte independencia entre atributos. Los semi-naives apuntan en tratar de encontrar las dependencias 
entre atributos y no siempre, de esta manera, tratar a todos los atributos de forma independiente.  
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usaban como clasificadores de tipo “caja negra”. Esto constituía un problema para la 

confiabilidad del conocimiento generado (problema de transparencia). Por otro lado esto 

dificultaba la explicación de las decisiones. Con el trabajo de Haykin (1994) y desde el 

desarrollo de ciertos algoritmos para las redes neuronales se pudo tratar ciertos aspectos de 

estos problemas de transparencias.                

En el aprendizaje simbólico23 las áreas más promisorias fueron los resultados 

generados por los árboles de decisiones y las reglas de decisiones. Hunt et al. (1966) usa un 

concepto del sistema de aprendizaje (CLS /Concept Learning Systems) para la construcción de 

árboles de decisiones en diagnosis y para realizar predicciones. La idea es organizar los datos 

y obtener patrones. Se dificulta tal tarea debido a la gran cantidad de datos que generan las 

investigaciones médicas. Estas pueden ser relevantes para investigaciones especializadas, o 

futuras, o simplemente organizando el cuerpo de los resultados obtenidos para mejorar su 

difusión. Un programa como CLS hace justamente esto. 

Quinlan en 1979 hizo de la generación de árboles y reglas de decisiones un campo 

activo con el desarrollo del algoritmo Iterative Dichotomizer 3 (ID3). Se consolidó luego el 

campo gracias a Michalski y Chilausky (1980) por haber logrado aplicar exitosamente el 

sistema AQ en tareas de diagnosis de enfermedades en plantas. El ID3 pudo ser aplicado en 

un problema dificultoso en oncología gracias al trabajo de Bratko y Mulec (1980). Múltiples 

variantes del ID3 se aplicaron luego en diversas tareas en diagnosis médica. Kononenko da 

como ejemplo su sistema Assistant (Kononenko et al., 1984; Cestnik et al., 1987). Este sistema 

originó aplicaciones en el campo de la oncología (localización de tumores primarios, 

pronósticos de la recurrencia de cáncer de pechos, linfografía), urología (disfunción del tracto 

urinario inferior), y pronósticos de supervivencia en hepatitis.  

Breiman y al. (1984) desarrollaron el sistema CART que ha sido aplicado en diversas 

tareas de diagnosis y predicciones en el área de la cardiología y de la oncología. Se puede dar 

una pequeña lista ilustrativa de la variedad de máquinas de aprendizaje que aparecieron en los 

años 80 en el campo de la diagnosis médica: en oncología (Elomaa & Holsti, 1989), patología 

de hígado (Lesmo et al. 1982), diagnosis de la enfermedad de tiroides (Horn et al., 1985; Hojker 

et al., 1988; Quinlan et al., 1987), reumatología (Kononenko et al., 1988; Karalic & Pirnat, 1990; 

Kern et al., 1990), diagnosis del síndrome de craniostenose (Baim, 1988), diagnosis de los 

                                                
23

 La teoría del aprendizaje simbólico, propone una visión efectiva sobre las imágenes en donde se 
sugiere que las imágenes favorecen la creación de una “receta” (blueprint) para mejorar la realización de 
una acción.    
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dermatoglifos (Chan & Wong 1989), cardiología (Bratko et al., 1989; Clark & Boswell, 1991; 

Catlett, 1991), neuropsicología (Muggleton, 1990), ginecología (Nunez, 1990) y perinatología 

(Kern et al., 1990). 

En los años 90 se desarrolló el algoritmo Relief y sus sucesores (Kira y Rendell, 1992a; 

b; Kononenko, 1984; Robnik-Sikonja y Kononenko, 1997). Este algoritmo permite estimar la 

cualidad de cada supuesto en el contexto de otros supuestos de la diagnosis. Este algoritmo no 

solo permite llevar adelante una forma de resolución de problemas de tipo inductiva por medio 

de árboles de decisiones y de algoritmos similares sino que aumentaría su “transparencia”. Las 

estructuras generadas por estos árboles son consideradas por algunos investigadores como las 

más parecidas a las humanas y fueron vinculadas con varias tareas de la diagnosis médica 

profesional en dos artículos, uno de Kononenko et al., de 1998 y otro de Kukar et al., en 1996.                                                       

Quinlan (1986) separa, a diferencia de Kononenko, a las máquinas de aprendizaje en 

dos sub-áreas. En primer lugar están los sistemas adaptativos que monitorean sus propios 

logros y que intentan mejorarlos mediante ajustes de parámetros internos. Existen  programas 

que se auto-mejoran en caso de jugar juegos (Samuel, 1967), balanceando “polos”24 (Michie, 

1982), resoluciones de problemas (Quinlan 1969), y varios dominios más. En segundo lugar se 

puede ver al aprendizaje como la adquisición de conocimientos estructurados conceptualmente 

(Por Hunt, 1962; y Winston, 1975), redes discriminatorias (Feigenbaum y Simon, 1963) o de 

reglas de producciones (Buchanan, 1978).  

Lo interesante de los últimos ejemplos a nivel práctico es el desarrollo de sistemas 

expertos basados en conocimiento. Esta separación por parte de Quinlan muestra una división 

que ya en los años 80 aparecía como importante para Danner Clouser:  

“Uno puede distinguir crudamente dos énfasis o direcciones generales en la 

investigación. El primero es el intento de entender los procesos de la cognición humana 

operantes durante la resolución de problemas. El otro es el desarrollo de programas 

computacionales, para completar una variedad de tareas, manejando una cantidad 

importante de datos. Los dos no necesariamente se encuentren desvinculados. La 

investigación en los procesos de la resolución de problemas humana ha sido un esfuerzo 

real para describir la lógica del proceso, la secuencia de pasos, la administración y 

                                                
24

 El problema denominado “balancing poles” es un problema ingenieril. Este suele ser representado por 
un vagón que puede moverse en dos direcciones, derecha o izquierda, y sobre el cual una barra de 
metal se encuentra verticalmente en equilibrio. El vagón al moverse, desequilibra la barra, por lo cual 
debe rectificar su dirección para que permanezca en equilibrio la barra.       
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evaluación de las variables, y otras estrategias de este tipo. El anhelo era abstraer 

fórmulas, algoritmos, reglas de decisiones, o cualquier elemento que pudiera replicar la 

resolución de problema humana. Esto podría ser usado para mejorar el razonamiento 

humano, enseñárselo a otro o proveer pistas de reflexiones internas para la construcción 

de programas computacionales. 

El análisis de los procesos de resoluciones de problemas humanos toma una 

variedad de formas diferentes e ingeniosas. El intento de capturar y describir procesos 

de pensamientos humanos es una empresa elusiva. Mientras los investigadores están 

abstrayendo lo que el experto (como sujeto experimental en este caso) ha escrito sobre 

papel o dicho en un dictáfono o mientras lo están presionando para realizar una 

introspección de cada paso de su camino, no ayudaría si no nos preguntamos si el 

enfoque de los investigadores, vía preguntas, o descripciones de las tareas, haya 

interferidos con el proceso de razonamiento que han estado intentando observar. Sin 

embargo con estos resultados son capaces de replicar con cierta precisión los juicios de 

los expertos clínicos.”(Clouser, 1985, pp. 36-37)  

Lo interesante sin duda es que estos ámbitos, esto es las formas humanas de resolver 

problemas y las herramientas computacionales para modelizar dicho proceso, no implican, para 

Clouser una separación completa sino que existiría una interacción entre ambos. La división 

entre máquinas basadas en conocimiento y el desarrollo de solucionadores para problemas 

formarles nos muestra dos tratamientos diferentes realizados por los investigadores de la 

época en sus intentos de reproducir o imitar a la inteligencia humana. Feigenbaum, el creador 

de lo que hoy se puede denominar como sistema experto, defendió en sus inicios la idea de 

buscar reglas y de relacionarlas con una base de conocimientos para reproducir la inteligencia 

humana. Varias dificultades se presentaron en su camino dando lugar a un florecimiento de 

máquinas basadas en solucionadores algorítmicos para generar decisiones.  

En los años 90 poco a poco los programas basados en solucionadores algorítmicos 

dominaron la escena dejando de lado a los programas basados en conocimiento. Hector 

Geffner (2010) describe a los problemas encontrados por aquellos desarrolladores de 

máquinas basados en conocimiento y encuentra una falta de robustez de los programas 

resultantes. A estos, siempre parecía faltarles conocimientos críticos para el sistema: los 

declarativos (este hombre no queda embarazado), y los procedimentales (cuál regla o acción 

hay que aplicar a continuación). Duros debates dominaron la escena en los años 80 al poner en 

cuestión el futuro de estas máquinas basadas en conocimiento. Algunos de estos debates 
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pedían el retorno hacia la aplicación de reglas simples como las desarrolladas por Feigenbaum 

para el campo de la inteligencia artificial. Pero aun así, algunos investigadores sostenían que la 

inteligencia humana no se regía con tales reglas (Haugeland, 1993), que no hace falta apelar a 

representaciones para el comportamiento humano (Brooks, 1991), o que la red neuronal 

subsimbólica y los algoritmos genéticos eran la vía a seguir (Rumelhart y McClelland 1986; 

Holland 1992). Geffner pone de relieve estos debates para explicar el cambio que se dio entre 

un paradigma basado en la escritura de programas de problemas por-definir25 (ill-defined) y el 

paradigma basado en la  escritura de solucionadores (solvers) para modelos matemáticos bien-

definidos26 (well-defined). Los solucionadores, según Geffner, son programas que toman una 

descripción compacta de una instancia particular de un modelo y automáticamente computan 

su solución. A la inversa de los primeros programas de inteligencia artificial, los solucionadores 

son generales lo que significa que podrían resolver cualquier problema en tanto que logre 

adecuarse con un modelo. Este modelo busca ser el más general con el fin de que pueda servir 

para la mayor cantidad de dominios posibles. Geffner agrega que algunos de estos modelos 

son muy expresivos como por ejemplo el POMPDs. El problema principal en esta área de 

investigación es de tipo computacional, por lo cual se debe pensar en cómo hacer que los 

solucionadores de dominios independientes alcancen problemas más amplios y eventualmente 

más interesantes dado que todos los modelos de ese tipo, en el peor de los casos, solo serían 

intratables computacionalmente hablando. Dentro de estos modelos (Geffner, 2010, p. 39)  se 

puede citar a los problemas de satisfacciones de restricciones, planificaciones (Strips 

Planning), redes bayesianas, y procesos de decisión de Markov parcialmente observables, 

entre otros.  

Cuando Geffner afirma que se ha dejado de lado a los programas basados en 

conocimientos por la elaboración de solucionadores, esto no debe significar que se deba 

rechazar al desarrollo de estos primeros. En efecto, como lo veremos en el próximo apartado y 

en el próximo capítulo, estos dos tipos de programas resuelven dos tipos de problemas 

diferentes. Por lo tanto, no se puede realizar un “reemplazo” de un método de resolución de 

problema para un problema por-definir a un método de resolución bien-definido.     

 

                                                
25

 Son problemas que no poseen un objetivo claro o caminos de soluciones. Para más precisiones ver 

las discusiones realizadas en los capítulos 2 y 3. 
26

 Son problemas que si poseen un objetivo claro y caminos de soluciones. 



  - 39 - 

C. Sistemas expertos y expertos 

 

En este apartado se describirán las relaciones entre los sistemas expertos y expertos 

dentro del ámbito de los programas basados en conocimientos. A partir de esta relación se 

buscaba reconstruir el conocimiento de expertos humanos en dominios de conocimiento 

específicos y tratar de reproducirlo a partir del desarrollo de programas computacionales. Estos 

desarrollos originaron los sistemas expertos o los denominados programas basados en 

conocimientos. Este pequeño esquema nos permite introducir las nociones de heurísticas y 

algoritmos.  

En los años setenta luego del éxito de la NASA en enviar un hombre a la luna la 

atención se centró en el planeta Marte. El primer objetivo era poder lanzar una nave no 

tripulada hacia el planeta rojo para obtener datos. La NASA encargó a un grupo de la 

universidad de Stanford, un programa computacional para el análisis químico de los suelos. La 

NASA iba a proveer información de los suelos con un espectrograma de masas, el programa 

debía entonces, a partir de esta información, poder describir la estructura molecular del suelo. 

Para llegar a este resultado, el equipo de Buchanan y Feigenbaum buscó a expertos químicos 

con la intención de descubrir reglas o patrones que podrían ser implementados en un programa 

computacional. El resultado de este trabajo fue la creación del Dendral. Feigenbaum 

denominará luego a este tipo de programa un sistema experto. Unos 20 años después de esta 

propuesta original se podía contar a más de 12.500 diferentes sistemas expertos repartidos en 

múltiples áreas pero concentrados en tres principales: medicina, industria y en negocios.      

El objetivo original de los sistemas expertos era poder dar cuenta a través de un 

programa computacional de las formas de razonar y representar el conocimiento humano. 

Según John Durkin (1990) para poder llevar adelante esta tarea se deben dar dos requisitos: i) 

tiene que poder representar un conjunto de conocimientos con los cuales el razonamiento 

puede interactuar. Algunos estudios sugerían que el razonamiento o la representación por regla 

por sí solo no era la mejor manera para simular el comportamiento inteligente. ii) que el 

problema que se necesita tratar esté bien representado de tal manera que se pueda resolver 

con los recursos del sistema. Para lograr esto se utilizó como estrategia el estudio de expertos 

y su habilidad de resolución de problema en algún dominio específico para luego poder crear 

un  modelo.  

En general se estima que el sistema experto deberá modelar los siguientes aspectos del 
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experto humano: 

Conocimiento: se busca modelar el conocimiento tanto a nivel estructural como a nivel de 

contenido. 

Razonamiento: es modelado usando procedimientos y estructuras de control que procesan al 

conocimiento de una manera parecida al ser humano.  

Conclusiones: las conclusiones deben ser consistentes con los resultados del experto humano. 

Explicaciones: las explicaciones deben parecerse a las de un experto humano, pero además  

deben ser capaces  de explicar por qué se formulan ciertas preguntas, pero también cómo se 

obtiene una determinada conclusión. 

Durkin caracteriza la estructura de los sistemas expertos dividiéndola en cuatro partes: 

La base de conocimiento: esta contiene el conocimiento especializado que proviene del 

conocimiento de los expertos humanos sobre un dominio en particular. Este conocimiento luego 

debe ser codificado a partir de técnicas de representación del conocimiento. Una de las 

técnicas más usadas es la de las reglas de producción. Una regla de producción comporta una 

estructura del tipo “Si/Entonces”, que busca relacionar el conocimiento contenido en el “Si” con 

otra información contenida en la parte del “Entonces”.  

Usar reglas de producción comporta dos ventajas, por un lado cada regla permite 

separar los enunciados declarativos que representan un problema, y aquellos enunciados 

procedimentales que indican un curso de acción. Y por otro lado las reglas parecen ser una 

representación más adecuada de la forma en la cual los expertos suelen abordar las relaciones  

causa-efecto. Otras técnicas de representación del conocimiento son los marcos (frames), las 

redes semánticas, y el cálculo de predicados. 

La memoria del trabajo (Working memory): esta memoria comporta los elementos 

informativos de un problema. Por un lado son ingresados los “hechos” por el usuario a partir de 

preguntas realizadas por el sistema experto y por otro lado son ingresados los “hechos” que 

son inferidos por el sistema. Esta memoria puede llegar a tener acceso a las bases de datos, 

hojas de cálculos o sensores y concluir de esta forma una cierta cantidad de informaciones 

adicionales sobre el problema usando el conocimiento general que se encuentre en la base de 

conocimiento. 
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El motor de inferencia: su rol se define en trabajar con la información disponible 

contenida en la memoria del trabajo y del conocimiento disponible en la base de conocimiento 

para inferir nueva información del problema. Existen dos técnicas de principios de inferencias: i) 

“el encadenamiento hacia atrás” (backward chaining), consiste en establecer en un principio un 

objetivo o una hipótesis y luego intentar probar si es verdadera. ii) el “encadenamiento hacia 

adelante” (forward chaining), que consiste primero en recolectar la información sobre el 

problema, para luego intentar inferir otra información.  

Explicación: el sistema experto debe ser capaz de poder explicar cómo se llegó a un 

resultado, pero también porqué se obtuvo este resultado.  

Durkin esquematiza estas características a partir del siguiente cuadro (figura 4). Lo que 

se debe aclarar es que este cuadro representa sólo a los sistemas expertos basados en 

conocimiento. No se trata de programas desarrollados a partir exclusivamente de algoritmos. 

En este sentido es importante revisar algunas distinciones que Durkin realiza respecto a un 

sistema experto basado en conocimiento y lo que él definiría como un “programa 

convencional”. 

             Figura 4 representación de la estructura de los sistemas expertos basados en 

conocimiento según Durkin. 
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Para Durkin, los programas basados en conocimiento representan una evolución frente 

a los “programas convencionales” en la manera de resolver los problemas. Las diferencias 

entre ambos se podrían especificar en los siguientes aspectos: i) el procesamiento de los datos 

en los “programas convencionales” suelen ser de tipo numérico, mientras que en sistema 

experto esto se realiza de forma simbólica. Los datos son bits aislados de información 

identificados a partir de un problema, mientras que la información simbólica representa estados 

o hechos concernientes al problema y con el cual se puede hacer uso de la base de 

conocimiento para inferir nueva información27. ii) los “programas convencionales” usan 

algoritmos mientras que los sistemas expertos usan técnicas de razonamiento de tipo 

heurístico. El algoritmo representa una serie de pasos bien-definidos, mientras que el 

razonamiento heurístico trabaja con la información disponible para llegar a conclusiones 

respecto del problema sin seguir una secuencia determinada de pasos. iii) el “programa 

convencional” necesita información precisa y completa mientras que el sistema experto puede 

operar bajo restricciones o información insegura. iv) la interfaz de un sistema experto permite 

hacer preguntas y recibir respuestas usando el lenguaje natural, mientras que el “convencional” 

se maneja a través de comandos a veces poco intuitivos. v) a nivel explicativo como ya se ha 

dicho varias veces, el sistema experto permite responder al porqué y al cómo de una decisión y 

de los elementos que lo llevó a esta conclusión, mientras que los “programas convencionales” 

dan una respuesta final sin posibilidad de ver el procedimiento de la computación. vi) finalmente 

los “programas convencionales” a partir de la información correcta recibida pretenden dar una 

solución óptima al problema, mientras que el sistema experto puede cometer errores. Según 

Durkin, esta diferencia no significa que el “programa convencional” posea alguna ventaja frente 

al sistema experto. Simplemente los niveles son diferentes debido a que los problemas 

manejados por ambos sistemas están estructurados de formas distintas. El sistema experto 

puede en un cierto nivel “equivocarse” y llegar a una conclusión razonable sin ser la óptima, 

mientras que el “problema convencional” no puede equivocarse sin que esto signifique una falla 

del programa.  

Se puede cuestionar la propuesta de Durkin de diferentes maneras. Existen sistemas 

                                                
27

 La caracterización de Durkin (1990, p. 174) para diferenciar datos con conocimiento simbólico no es 
muy convincente. Se suele, en efecto, caracterizar a los bits como información simbólica. Lo que quizás 
busca expresar Durkin es que hay una diferencia a nivel del manejo y representación del conocimiento 
entre programas manejados por algoritmos y programas que hacen uso de heurísticas. Pero esta última 
no puede ser una mera separación entre bits y símbolos.     
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expertos que no cumplen con los requisitos establecidos por Durkin. Por ejemplo, existe una 

gran cantidad de sistemas expertos que hacen uso de algoritmos sin una base de conocimiento 

como se pudo ver en el apartado anterior. Para Geffner (2010), los programas que manejan 

problemas de tipo “por-definir” fueron reemplazados por programas de tipo “bien-definido”. 

Tampoco significa que la evolución defendida por Geffner implique que todos los sistemas 

actuales sean “bien-definido”. Se trata de una tendencia que Geffner está viendo debido al 

desarrollo de su propia disciplina, orientada a la elaboración de “automated plannings”. Al tener 

un fuerte componente matemático, los técnicos suelen dar preferencias al uso de lo que 

llamábamos arriba, solucionadores (solvers). Otro aspecto a tomar en cuenta es la diferencia 

del uso de algunos conceptos. Así puede verse que lo que se entiende por heurísticas 

dependen de sus usos y conceptos. El desarrollo de la inteligencia artificial en los años 50 dio 

lugar a la inserción de una gran cantidad de nuevos términos para esta disciplina. Tampoco los 

diversos actores buscaron seguir las definiciones preestablecidas, porque no existían, sino que 

defendieron sus propias versiones en el modo que entendían al término heurística. En otro 

sentido es importante destacar la amplia y vasta manera de caracterizar lo que se suele 

denominar “algoritmo”. Por ejemplo, si se define a algoritmo como “un conjunto de reglas que 

dice, en cada momento, precisamente cómo se comporta [un sistema]” (Minsky, 1968, p-106) 

no aparecerá como una manera muy distinta de algunas caracterizaciones que se pueden dar 

de las heurísticas. De hecho, Minsky no veía estos dos conceptos como antagónicos. Existe 

una larga disputa en los inicios de la inteligencia artificial respecto a estos dos términos. 

Algunos autores insisten en poner en relieve la separación de los dos conceptos. Esta 

separación desde el punto de vista teórico no es clara. Por lo tanto parece una mejor estrategia 

caracterizar ambas nociones en el nivel de aplicación. En este sentido, y de acuerdo con 

Durkin, estos dos conceptos tratan problemas de formas distintas por lo cual apelan a un 

procedimiento diferente. Cada algoritmo además, se suele aplicar en un área específica. La 

cuestión de fondo en realidad parece ser la manera en la cual caracterizamos a un algoritmo. 

Para Romanycia y Pelletier (1985, p. 52) el algoritmo A*28 es heurístico debido a su función de 

encontrar el mejor camino en un espacio con obstáculos. Sin embargo, este programa puede 

encontrar en algún momento un camino óptimo. En este sentido se puede entender al algoritmo 

como heurístico en tanto que se encuentra vinculado a la necesidad de tomar una decisión bajo 

incertidumbre y que no busca en cada paso la solución óptima sino un menor costo frente a 

una mayor retribución.                      

                                                
28

 El algoritmo A* es una heurística introducida por Nilsson en 1968 para que el robot de Shakey pueda 
circular de la manera más eficiente en un espacio con múltiples obstáculos.    
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Lo que se puede rescatar de la caracterización de Durkin es que los problemas pueden 

ser estructurados o representados de formas distintas. Por lo cual algunos problemas pueden 

ser tratados con métodos computacionales diferentes. A su vez dicho métodos pueden ser 

interpretados de diferente manera. Las redes bayesianas en este aspecto, parecerían poder 

trazar un puente entre estos dos ámbitos, y a la vez desdibujar los contrastes tan nítidos que 

planteaba Durkin. Esta función es posible debido a que por un lado se trate de una herramienta 

matemática, y por otro lado gracias a lo que llamaremos su capacidad representativa. 

Volveremos sobre esta cuestión en el capítulo III.    

                                        

D. Heurísticas: tres caracterizaciones 

 

En esta sección se tratará de describir y analizar brevemente tres caracterizaciones de 

heurísticas. Como se anticipó en el apartado anterior, la noción de heurísticas es compleja e 

implica una cierta cantidad de caracterizaciones que difícilmente puedan converger. Esta 

dificultad radica principalmente en que si bien la noción de heurísticas fue elaborada por Polya 

(2008) a principios del siglo XX, su utilización a nivel computacional comenzó a partir de los 

años cincuenta. Luego llegó a convertirse en un elemento importante de la inteligencia artificial 

en los años sesenta. La falta de una caracterización del todo clara del concepto con su 

aplicación en inteligencia artificial, se conjuga con una gran cantidad de interpretaciones y 

versiones modificadas por los usos. En el capítulo 3, el problema de cómo caracterizar un 

concepto en donde el uso es tan importante aparecerá pero esta vez con las redes bayesianas. 

Varios intentos fueron realizados para lograr unificar una caracterización de heurísticas que 

pueda superar sus problemáticas internas. Por ejemplo se puede citar la “definición” propuesta 

por Romanicya y Pelletier:  

[...] una heurística en Inteligencia Artificial es cualquier dispositivo, que pueda ser un 

programa, una regla, una parte de conocimiento, etc., que no es completamente confiable ni 

útil para proveer una solución práctica, pero que provea una razón para creer que sea útil, y 

que por ende sea agregada a un sistema solucionador de problemas con la expectativa que, 

en promedio, la eficacia [en la solución del problema] sea aumentada. (Romanicya y 

Pelletier, 1985, p. 57)       

Los términos usados para esta caracterización permiten identificar diferentes aspectos 
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propios de los debates sobre heurísticas. Para empezar, parece importante poder discriminar 

dos vías correspondientes a las heurísticas en relación a la toma de decisión. Esta distinción es 

importante según Romanicya y Pelletier (1985, p. 56) debido a que la falta de reconocimiento 

de este matiz condujo a varios autores a proponer caracterizaciones poco claras de heurísticas. 

En un primer sentido, la resolución de problemas es entendida como un proceso guiado, en 

donde nociones como “principios”, “reglas”, “reglas del pulgar” o “criterios” buscan “gobernar” la 

conducta resultante. Por otro lado los “programas”, “procedimientos”, “métodos” y “estrategias” 

son conjuntos organizados de reglas que pueden generalizar una serie de conductas que el 

programa puede seguir o no. Entonces pueden existir dos maneras en la cual una función de 

ejecución (que determine la dirección general de la actividad) use una heurística activamente o 

“pasivamente”. Una heurística usada activamente consiste en decidir cuáles de varias reglas se 

utilizaran para la resolución de problemas. En cambio esta heurística en su forma pasiva 

funciona restringiendo el ámbito de resolución de problemas a través de sus aspectos 

representacionales. Por ejemplo especificando qué tipos de soluciones serian aceptables en 

este problema. Esta distinción no es mutuamente exclusiva. Romanicya y Pelletier (1985, p. 56) 

dan como ejemplo al programa que se citó al principio del capítulo, el Logic Theorist de Simon y 

Newell. El cuarto “método” del Logic Theorist puede ser interpretado como una heurística 

“pasiva”. Sin embargo habría heurísticas que probablemente no puedan ser clasificadas en 

estos términos. Por ejemplo, continuando con el Logic Theorist, hay una heurística denominada 

“prueba de similitud”, la cual cambia el ámbito del problema. En este sentido,  en tanto esta 

heurística no utiliza ni las reglas ni la representación original del problema, probablemente 

constituya una categoría diferente.  Casos de este tipo muestran la complejidad de la 

clasificación en tipos de heurísticas, a la vez que sirven para contextualizar los debates 

generales en este ámbito. No discutiremos específicamente las implicancias de estos tipos de 

clasificaciones, nuestro objetivo aquí es más bien mostrar la diversidad de aspectos que se 

puedan tomar en cuenta en el ámbito de la discusión acerca de las heurísticas.  

En base a esta breve introducción, la primera definición que se describirá, será la de 

George Polya. Este autor trabajaba principalmente en el contexto de la enseñanza de las 

matemáticas. La formulación de Polya se puede considerarla en el contexto de la lógica o la 

psicología del descubrimiento. El primer objetivo de Polya era encontrar métodos para aprender 

y trabajar adecuadamente con las matemáticas. Entre sus estudiantes se podía contar a 

Newell, lo que sin duda explica el trabajo posterior de este último. Polya revivió el término de 

heurísticas entendido como el estudio de métodos y reglas de descubrimiento e invención: 
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argumentó que ciertos vestigios de tal perspectiva se podían encontrar en la historia, en algún 

comentador de Euclides y también en Descartes, Leibniz y Bolzano. (Polya, 2008; p 113) 

Tomando en consideración a Romanicya y Pelletier, se puede notar en Polya una diferencia 

entre razonamiento heurístico y razonamiento deductivo. Uno de los puntos principales de la 

diferencia es que las soluciones de razonamiento heurístico no son infalibles. En efecto, el 

razonamiento heurístico para Polya busca ser una herramienta que provea un razonamiento 

plausible y provisional. Así sería un método para poder manejar la incerteza y descartar 

hipótesis más que un tratamiento riguroso al estilo de una prueba que permite alcanzar 

certezas. Una analogía que Polya presenta es la que refiere a la necesidad de andamiajes para 

erigir un edificio. Las heurísticas serían el andamiaje del edificio, esto es la prueba. Estos 

andamiajes son construidos a partir de métodos inductivos o de analogías. Polya caracteriza 

las heurísticas de esta manera:  

“La heurística moderna se esfuerza en entender el proceso de la resolución de problemas, 

especialmente a las operaciones mentales típicamente útiles en este proceso. [...] una lista 

de operaciones mentales típicamente útil para resolver problemas [incluyen] cuestiones y 

sugerencias particulares [del tipo]: … ¿Qué es desconocido? ¿Es posible satisfacer tal 

condición? Dibuje una figura… ¿Puede usar el resultado? … “Vuelva a la definición”… 

¿Puede reformular el problema? [Polya, 2008, pp. 129-131]”                                       

Para ser más conciso, se trata de una perspectiva que puede ser entendida a partir de 

preguntas e instrucciones en el contexto de resoluciones de problemas o de aprendizaje. 

Newell (1980) recompila esta perspectiva en términos más procedimentales aún: 
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Figura 5. Esquemas de preguntas de Polya según Newell. 

 

La importancia de estas preguntas e instrucciones radicada en esta “metodología” 

permite según Newell llevar al estudiante a asimilar tales preguntas como estrategias para su 

propio uso y en última instancia mostrarle que es capaz de poder utilizar esta herramienta por 

Entienda el problema 

¿Cuál es la incógnita? ¿el dato? ¿la condición? 

¿Es la condición satisfacible? ¿suficiente para la incógnita? ¿insuficiente? ¿redundante? 
¿contradictoria? 

Dibuje una figura. Introduzca una notación adecuada.  

Separe las partes de la condición. Escríbela a continuación.  

 

Piense un plan 

¿Ha visto el problema anteriormente? ¿en una forma diferente? 

¿Conoce un problema relacionado? ¿un teorema que pueda ser útil?  

¿Conoce un problema familiar con esta misma incógnita? ¿con una incógnita similar? 

Dado un problema relacionado resuelto, úselo. ¿su solución? ¿su método? ¿puede un 
elemento auxiliar ayudar? 

Reformule el problema. Reformúlelo de forma diferente. 

Vuelva a las definiciones. 

Resuelve primero algunos problemas relacionados.   

 ¿Es más accesible? ¿general? ¿especial? ¿análogo?  

 ¿Resuelve una parte del problema? ¿preserva una parte de la condición?  

 Use el dato de alguna forma. ¿Cuál otro dato podría determinar la incógnita? 

 ¿Cambia la incógnita? ¿el dato? ¿ambos? hágalo más próximos. 

¿Usan a todos los datos? ¿a toda la condición? ¿a todas las nociones esenciales?  

 
Lleve adelante al plan 

 

Verifiqué cada paso. 

¿Lo ve más claro? ¿lo prueba? 

 

Examine la solución 

 

¿Comprueba el resultado? ¿el argumento? 

¿Se deriva el resultado de manera diferente? ¿ve algún indicio?   

¿Puede usar el resultado en otro lado? ¿el método en otro lado?    
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si mismo (Newell; 1980, p. 18). Esta forma de plantear la heurística tiene un grado de 

especificidad marcado por la enseñanza.  

La segunda caracterización de heurísticas que queremos presentar es la de Tversky y 

Kahneman (1974) quienes destacan la relevancia de los errores sistemáticos. Estos errores 

aparecen a la hora de evaluar heurísticas basadas en decisiones bajo incertidumbre. Estas 

heurísticas expresan creencias y son representadas en términos probabilísticos (de forma 

likelihoods y odds). Este tipo de heurísticas, dicen los autores, son útiles en diversos contextos 

pero suelen implicar algún tipo de error sistemático. Las creencias y las probabilidades, 

asimismo, valoradas como subjetivas suelen tener un sesgo que llevan a juicios erróneos. Por 

esta razón el experto en diversas áreas debe tener cuidado con las intuiciones que puede llegar 

a considerar, con el fin de evitar sobreestimaciones o subestimaciones. Para presentar esta 

perspectiva, Tversky y Kahneman muestran algunos problemas que llevan a errores 

sistemáticos, en tres formas particulares de heurísticas que tocan a la investigación sujeta a la 

decisión bajo incertidumbre. Estas son la heurística de la representación (Representativeness), 

la heurística de la disponibilidad de instancias o escenarios (availability of instances or 

scenarios) y la heurística de ajuste a partir de un “anclaje” (Adjustment from an anchor). Se 

presentará a continuación una breve exposición de cada tipo de heurísticas con el fin de lograr 

una mayor comprensión de las heurísticas como error sistemático. 

 El primer tipo de heurística considera por Tversky y Kahneman es la heurística de la 

representación. Esta es usualmente empleada cuando se les pide a las personas un juicio 

sobre la probabilidad de que un objeto o evento A pertenezca a una clase o sea parte de un 

proceso B. Uno de los mayores problemas, según ambos autores, se da en que varias 

investigaciones mostraron que las personas ordenan sus juicios por probabilidad y por similitud 

de manera uniforme. Este acercamiento a los juicios probabilísticos suele provocar errores 

debido a que la similitud y la “representatividad” (representativeness) no se ven modificados por 

varios factores que conciernen a los juicios de probabilidades. Uno de estos factores es el de la 

“insensibilidad” a la probabilidad a priori de los resultados. Cuando las personas evalúan la 

probabilidad a partir de la representatividad, no prestan la suficiente atención a la probabilidad 

a priori. Esta hipótesis fue puesta a prueba en un experimento en el cual la probabilidad a priori 

había sido manipulada. Se mostró a unos sujetos una breve descripción personal de 100 

individuos divididos en dos grupos de muestras aleatorias de profesionales en ingeniería y 

abogacía. Se pidió luego a los sujetos evaluar, para cada descripción, la probabilidad de que la 

persona sea un ingeniero o un abogado. Luego, se establecieron dos condiciones: en el primer 
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grupo de 100 individuos habían 70 ingenieros y 30 abogados, mientras que en el segundo 

grupo de 100 había 70 abogados y 30 ingenieros.  A partir del teorema de Bayes, se puede 

obtener un ratio de los odds de (0.7/0.3)²= 5,444 para cada descripción. Los sujetos 

experimentales promediaron directamente las descripciones no a partir de estas probabilidades 

sino desde una probabilidad equitativa de 0.5 sin importar las proporciones de las 

probabilidades a priori de las categorías. En cambio los sujetos experimentales usaron las 

probabilidades de forma correcta cuando recibieron menos información. Actuaron de forma 

distinta cuando no recibieron indicios o cuando estos no aportaban información útil. Al recibir 

indicios sin valor la probabilidad a priori fue ignorada.  

El segundo tipo de heurística que proponen Tversky y Kahneman es la heurística de la 

disponibilidad de instancias o escenarios. Esta se suele emplear cuando se les pide a las 

personas evaluar la frecuencia de una clase o la plausibilidad de un proceso particular. En este 

sentido cuando se busca evaluar, por ejemplo, la probabilidad de tener un ataque de corazón 

en una mediana edad o de si un negocio podría fallar debido a ciertas condiciones, se suele 

hacer uso de esta heurística. Asimismo esta heurística es muy utilizada para evaluar 

frecuencias o probabilidades. Pero este tipo de heurística se ve afectada por otros factores que 

corresponden ni a las frecuencias ni a las probabilidades. La heurística de disponibilidad 

aparece principalmente como una manera para poder manejar una estimación del valor 

numérico de una clase, el likelihoods de un evento o la frecuencia de ocurrencias simultáneas a 

partir de operaciones mentales relevantes, de construcción o de asociaciones. Para Tversky y 

Kahneman ésta heurística suele motivar un error sistemático. Tal es el caso del llamado efecto 

de las correlaciones ilusorias. Algunos sesgos del juicio son así revelados en un estudio de 

Chapman (1967) respecto a la frecuencia en el cual dos eventos ocurren simultáneamente. Se 

pide a unos sujetos juzgar con cierta información sobre hipotéticos pacientes afectados por una 

enfermedad mental. Los datos de cada paciente consistían en un diagnóstico clínico y un dibujo 

de una persona hecha por el paciente. Los sujetos que debían evaluar la información, tenían a 

su disposición una frecuencia de cada uno de los diagnósticos y de una serie de detalles 

presentes en los dibujos. Estos sujetos sobreestimaban notablemente la frecuencia de las 

concurrencias de ciertas asociaciones como la “suspicacia” y una manera particular de dibujar 

los ojos. Dichas asociaciones suelen ser resistentes aunque los datos no las fundamentan o 

hasta pueden contradecirlas. Estas asociaciones dependen de la fuerza de la frecuencia en la 

que ocurran los dos elementos de la correlación juntas. El caso de la “suspicacia” suele 

asociarse con una forma particular de ejercer una mirada, por lo que existe una tendencia en 
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dar demasiada importancia en la forma que pueda tener el dibujo de los ojos. Esta a su vez, 

silencia en el dibujo, elementos que sí se encuentran evidentes para la diagnosis de otra 

enfermedad. A este problema se lo ha llamado como el efecto de las correlaciones ilusorias.  

El tercer tipo de heurística presentado por Tversky y Kahneman es la heurística de 

ajuste a partir de un “anclaje”. Esta heurística es usualmente empleada en situaciones en 

donde se necesita realizar predicciones numéricas y un valor relevante está disponible. El 

llamado fenómeno del anclaje se da cuando a partir de sesgos en los valores iniciales se llega 

a estimaciones distintas. El ajuste insuficiente es uno de los aspectos que suele ser señalado 

como un indicio del fenómeno del anclaje. Por ejemplo se pide a los sujetos experimentales 

especificar un valor porcentual, como el porcentaje de la cantidad de países Africanos 

presentes en la ONU. Para cada cantidad que se estima, se determina de forma aleatoria una 

cifra entre 0 y 100, al girar una rueda con números en presencia del sujeto. El sujeto debía 

indicar dos cosas, primero si el número obtenido era mayor o menor a la cantidad que 

mostraba la rueda, y segundo, estimar la cantidad hacia arriba o hacia abajo a partir del 

número obtenido. Diferentes grupos recibieron por lo tanto diferentes números, y los resultados 

obtenidos se vieron afectados por ese factor. Por ejemplo a partir de un punto de partida de 10 

países, el promedio de respuestas de los sujetos establecía que había 25 países, mientras que 

un punto de partida de 65 países resultó en un promedio de 45 países.  

Para Tversky y Kahneman el sesgo y el error sistemático se encuentran presentes en 

muchos aspectos del uso de heurísticas y de la probabilidad a nivel subjetivo. Hasta los propios 

estadísticos experimentados no se encuentran libres de estos errores. El problema radica al no 

tener conciencia de los mecanismos que llevan a estos errores, los repiten o buscan ajustarlos 

a un sistema de creencias. Dicho sistema conlleva un cierto sesgo y por lo tanto conduce a 

errores sistemáticos. Esta manera de ver a las heurísticas como un error sistemático, en el 

ámbito de la probabilidad subjetiva, es de importancia porque daría cuenta de varios factores 

presentes en los debates sobre la interpretación de la probabilidad.  

La tercera formulación de heurísticas precisada es la desarrollada por Gigerenzer y 

Todd en Simple heuristics that make us smart (1999). Esta concepción es próxima a los 

desarrollos realizados desde la noción de racionalidad acotada por parte de Simon. La 

propuesta de Simon se podría dividir, según Gigerenzer y Todd en dos aspectos: las 

limitaciones de la mente humana y la estructura del medio en el cual esta mente opera. Para 

abordar el primer aspecto se buscan establecer modelos de juicio y de la toma de decisión 
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humana. Este trabajo se realiza a partir de la psicología experimental. En particular se destaca 

que la racionalidad humana no debe ser entendida como “ideal” o careciendo de límites. La 

mente humana es para Simon limitada, y por esta razón necesita métodos aproximativos, 

estimativos u heurísticos para poder realizar ciertas tareas. Entre estos métodos se pueden 

encontrar los procesos de reconocimiento que permitan obviar búsquedas más amplias de 

información, heurísticas que guían la búsqueda y permiten decir cuándo terminarla, y reglas de 

decisiones simples. El segundo aspecto que reseñábamos más arriba vinculado al medio 

ambiente es para Gigerenzer y Todd de gran importancia debido a que permite explicar cuándo 

y porqué las heurísticas simples obtienen buenos resultados. Es decir si la estructura de las 

heurísticas está adaptada a la estructura del medio ambiente. El punto de interés es poder 

entender cuáles heurísticas emplea un organismo en relación con el medio, lo cual permitiría 

entender porqué una determinada heurística logra buenos resultados.   

Así se puede caracterizar a las heurísticas como vinculadas a una noción de 

“racionalidad ecológica”. Se entiende a las heurísticas como racionalmente ecológicas a partir 

del grado con el cual están adaptadas a la estructura de un medio. Gigerenzer y Todd 

presentan un concepto aportado por Simon, el de “satisfacción” (satisficing), como una forma 

de entender la racionalidad acotada para realizar una elección a partir de conjuntos de 

alternativas encontradas secuencialmente cuando uno desconoce los casos posibles que 

aparecerán luego. En estas situaciones podría no existir una solución óptima por lo que esta 

perspectiva permite definir un nivel ajustable al cual se aspira llegar y así poder detener la 

búsqueda cuando se alcance dicho nivel. Para Gigerenzer y Todd, las heurísticas también 

deben ser rápidas y frugales. Las heurísticas rápidas y frugales emplean un tiempo, 

conocimiento y computación mínima para realizar elecciones adaptativas en medios complejos. 

Pueden ser usadas en varios ámbitos de manera semejante a lo supuesto por la noción de 

satisfacción. Aunque la noción de satisfacción no siempre implica heurísticas rápidas y 

frugales. Pero estas últimas limitan sus búsquedas de objetos o información usando reglas 

simples del tipo “pare” (stopping rules) y realizando sus elecciones a partir de reglas que 

puedan ser fácilmente computadas.    

Estas tres formas de ver a las heurísticas muestran características diferentes respecto 

de la noción de heurística. Ya sea por el error sistemático o la racionalidad acotada que buscan 

modelar aspectos concretos de la mente humana, o ya sea por la estrategia de Polya como una 

herramienta de ayuda para la realización de cálculos. Este recorte nos revela con cierta 

claridad que el uso de nociones de heurísticas difiere según los aspectos que se busca 
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priorizar. Es por esto que la selección de una noción de heurística que pueda adecuarse a la 

implementación de un sistema experto es prioritaria. En este sentido la noción que preferimos 

defender en este trabajo es principalmente la de Romanycia y Pelletier por dos razones. En 

primer lugar permite tratar con mayor detalle la distinción entre heurísticas y algoritmos sin 

forzosamente pensarlas como dos aspectos antagónicos entre sí. Esta postura nos aleja de la 

lectura de Newell respecto de Polya y de su énfasis particular del uso de heurísticas como 

formas generales de resolver problemas. La postura de Romanycia y Pelletier, nos permite 

pensar a los métodos heurísticos y algorítmicos como métodos complementarios para resolver 

problemas de distintos tipos. Esto se debe principalmente por el hecho que los problemas no se 

presentan de la misma manera o con la misma estructura, por lo que es necesario tener 

métodos diferentes para resolverlos. De igual manera la postura de Tversky y Kahneman por 

un lado y por otro la de Gigerenzer y Todd no permiten ni siquiera pensar al problema en estos 

términos. En Tversky y Kahneman simplemente porque las heurísticas buscan expresar los 

errores sistemáticos en los cuales podemos caer, por lo que hablar de algoritmos es 

irrelevante.  

En segundo lugar en Gigerenzer y Todd la idea de racionalidad acotada muestra un 

rasgo particular de lo que se puede entender por heurísticas concentradas en ámbitos de 

búsqueda. Como hemos visto en el capítulo 1, según Feigenbaum (1987) la inteligencia 

artificial se ha desplazado de un ideal de heurísticas de búsquedas al desarrollo de sistemas 

expertos o programas basados en conocimiento. Si bien siguen la estructura de Simon 

respecto de que las heurísticas tienen que ser simples (y que representa uno de los aspectos 

fundamentales de los programas basados en conocimiento), ello se centra en los mecanismos 

de éxito de una heurística pero no precisamente sobre el dominio de conocimiento que ella 

implica. En este aspecto parece que se busca limitar al dominio de conocimiento con el fin de 

priorizar la velocidad del programa en la toma de decisión pero no en encontrar una solución 

practicable. Lo cual, sí, se encuentra en la forma de Romanycia y Pelletier a la hora de definir la 

noción de heurística. Aunque como lo veremos en el próximo capítulo esta última definición 

tampoco es suficiente para pensar a las heurísticas en un contexto de redes bayesianas, pero 

permite en una primer instancia otorgarle un mayor protagonismo a los programas basados en 

conocimiento.                         

Luego de haber examinado las relaciones entre inteligencia artificial y diagnosis médica, 

en este capítulo se ha presentado un desarrollo histórico de algunos sistemas expertos. Luego 

examinamos qué se entiende por sistema experto y experto. Por último, se ha descrito tres 
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formas de ver a las heurísticas y se hizo un análisis respecto de los problemas para realizar 

una dicotomía fuerte entre algoritmos y heurísticas. 
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CAPÍTULO 3 

3. Bayesianismo y redes bayesianas 
 

 

En este capítulo se presentaran y analizaran las redes bayesianas y de sus relaciones 

con la diagnosis médica. En primer lugar se presentara un breve desarrollo histórico de las 

redes bayesianas a partir de la propuesta de Pearl, destacando los vínculos ante esta 

herramienta computacional y una perspectiva bayesiana más general. En segundo lugar se 

describirán algunos de los componentes de las redes bayesianas, a saber las los llamados 

gráficos acíclicos directos o en siglas “DAG”. En tercer lugar se analizarán las conexiones entre 

las redes bayesianas y algunos sistemas expertos, en particular los implementados para la 

diagnosis. Se obtendrán así las herramientas que nos permitirán iniciar una discusión del papel 

de las heurísticas en la modelización de un sistema experto en diagnosis: el sistema Internist I.  

 

A. Introducción de las redes bayesianas y sus relaciones con el 

bayesianismo 

 

En Charniak (1991), se presentan a las redes bayesianas de diferentes formas: redes 

de creencias, mapas del conocimiento, redes probabilísticas causales, entre otras. Se opta por 

la denominación de redes bayesianas dado que con este término se hace referencia a un 

contexto más general no circunscripto meramente a redes causales o a redes de creencias. La 

denominación “redes bayesianas” es la defendida por Pearl y hoy se ha constituido como una 

herramienta matemática y computacional importante en una gran variedad de áreas.  Una de 

estas áreas es la de la diagnosis médica. Las redes bayesianas tienen una historia que según 

Pearl (2002) se remonta a  los primeros desarrollos de Sewall Wright en “Correlated and 

causation” (Wright, 1921). En dicha obra se desarrolló un método conocido hoy como análisis 

de caminos (path analysis) para la genética. Esta perspectiva se convirtió en un estándar para 

representar modelos causales en algunas áreas de economía, psicología, y sociología. Los 

modelos recursivos29 y los diagramas de influencia30 forman parte de las aplicaciones de 

                                                
29

 Los modelos recursivos son usados por los estadísticos para referirse a redes que buscan “sentidos” a 
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representaciones de redes bayesianas para el análisis de la toma de decisión. El rol principal 

de las redes bayesianas, dice Pearl (2002), es el de proveer una descripción eficiente de las 

funciones de probabilidades. Es decir que una vez que se haya realizado y configurado la red 

bayesiana, todas las computaciones que se obtienen de ella siguen un procedimiento de 

manipulación de símbolos de expresiones de probabilidades. Pearl se dio cuenta en su artículo 

“Reverend Bayes on inference engines: A distributed hierarchical approach” (Pearl, 1982), de la 

importancia de la arquitectura computacional que se deriva del uso de las redes bayesianas y 

de su eventual relevancia como modelo para las actividades cognitivas. Pearl revela que sus 

motivaciones en un principio eran las de poder modelar los procesos distribuidos para la 

lectocomprensión, en donde las inferencias Top-Down y Bottom-Up eran combinadas para 

formar una interpretación coherente. Los cognitivistas, dice Pearl (2002), no vieron el potencial 

de las redes bayesianas pero en cambio estas redes son muy apreciadas por los 

desarrolladores de sistemas expertos. La habilidad de coordinar una bidireccionalidad de las 

inferencias propias de las redes bayesianas permitió abordar una variedad de problemas hacia 

fin de los años 1970. Por ejemplo las redes bayesianas ayudaron en el diagnosis de pacientes,  

fueron utilizadas para la detección de fallas en los sistemas, filtrar documentos, facilitar el 

planeamiento (planning) en medios inciertos y finalmente ayudo a estudiar aspectos de la 

causalidad (Pearl et al., 2002, p. 160). En la actualidad y en particular en estos 10 últimos años 

las redes bayesianas han tenido un gran desarrollo con variedades de aplicaciones en ámbitos 

cada vez más diversos.  

 

B. Características de las redes bayesianas 

 

Para Pearl (2002) las redes bayesianas son fundamentalmente gráficos directos 

acíclicos o DAG en sus siglas en inglés. Para evitar toda confusión se usará a las siglas DAG o 

DAGs para referirse a estos gráficos. Éstos poseen nodos o vértices que representan algunas 

variables que son de interés, por ejemplo la temperatura de un aparato, el género de un 

paciente, una característica de un objeto o la ocurrencia de un evento. También los nodos 

pueden representar síntomas, enfermedades o elementos contextuales. Otro elemento de las 

redes bayesianas (DAGs) son las flechas o vínculos que representan influencias causales entre 

                                                                                                                                                       
través de descomposiciones efectivas de las tablas de contingencias (Pearl et al., 2002, p.159). 
30

 Se trata de una herramienta con fuerte componente visual que permite clarificar y realizar tomas de 
decisiones en situaciones de incertidumbre mediante el uso de probabilidades y de esquemas.  
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las variables. “La fuerza” y “el peso” de una influencia causal, dice Pearl, se representa por 

medio de probabilidades condicionales que se encuentran ligadas a cada grupo de nodos de 

tipo jerárquico en la red que se suele llamar “padre-hijo”.  

 

Figura 6. Red bayesiana que representa la influencia causal entre 5 variables.        

 

El DAG representado en la figura 6 es un ejemplo que suele ser retomado por Pearl en 

muchos trabajos. Todas las X toman un valor binario salvo el X1 que puede tomar como valores 

primavera, verano, otoño e invierno. X1 son las temporadas, X2 si hay o no lluvia, X3 si se ha 

regado o no, X4  si se ha mojado o no y X5 si es resbaloso o no. Este gráfico representa las 

relaciones causales entre cada uno de los elementos representados por las X. Este ejemplo 

nos dice Pearl, busca revelar que no existe una conexión directa entre X1 y X5. Es decir entre 

las estaciones (seasons) y que el suelo sea resbaloso, sino que se deben considerar otras 

condiciones. Si dividimos el espacio de resolución de problemas en un medio interno de 

representación y deliberación, y un medio externo, se puede decir que las redes bayesianas 

pretenden ser principalmente un modelo del medio externo. El proceso de razonamiento, de 
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acuerdo con Pearl, quedaría en un segundo plano. Esto significa que se busca ampliar las 

miradas hacia mecanismos causales que operan en el medio. Con estos DAG se pretende 

construir a la causalidad como un objeto matemático y por ende cuantificable. Como se puede 

ver, Pearl está interesado particularmente en las redes bayesianas para poder construir una 

herramienta que pueda tratar lo que él entiende por relaciones de tipo causal. La diagnosis es 

una tarea científica en donde los aspectos causales como la relación enfermedad y síntomas 

son centrales. Por esta razón esta tarea es particularmente apta para su modelización 

mediante redes bayesianas como se verá en los apartados siguientes. Volviendo a lo que dice 

Pearl, los investigadores pueden responder a una variedad de búsquedas mediante los DAGs.  

Por ejemplo búsquedas de tipo asociativa “¿luego de haber observado a A qué podemos 

esperar de B?31 o de tipo abductivo “¿cuál es la explicación más plausible para un conjunto 

dado de observaciones?” y de clases de control “¿qué pasaría si intervenimos y actuamos en el 

medio?”32.  

Una característica de las búsquedas de tipo asociativa de las redes bayesianas es que 

puede ser usado para modelar tareas cognitivas como el reconocimiento de objetos, la 

lectocomprensión, y proyecciones temporales, que expresan cambios (Pearl, 2001, p.28 y Pearl 

et al., 2002, p. 160). Las probabilidades permiten construir una semántica coherente que ayuda 

a coordinar inferencias de tipo Top-Down (arriba hacia abajo) y Bottom-Up (desde abajo hacia 

arriba). Es decir que, para Pearl, estas herramientas permiten crear un puente informacional 

entre conceptos de altos nivel y objetos “percibidos” (percepts) de bajo nivel. Esto es de interés 

porque permite dar cuenta de algo así como una “atención selectiva” que ayuda a elegir antes 

de siquiera realizar la observación la siguiente instancia que posea más información.  

Pero, para Pearl, la característica más importante de las redes bayesianas es que 

permiten representar y responder a configuraciones cambiantes. Esta flexibilidad permite 

realizar cambios en los gráficos sin comprometer a la red en su totalidad. Dicha flexibilidad, 

dice Pearl, es lo que comúnmente ha marcado la división entre agentes deliberativos y 

reactivos pero que pueden encontrarse ambos presentes en las redes bayesianas sin serios 

conflictos.  

El desafío consiste en tratar de evaluar filosóficamente los aportes que realizó Pearl a 

partir de las redes bayesianas. Sin lugar a dudas se puede pensar al trabajo de Pearl como 

                                                
31

 Esta forma depende del conocimiento de tipo probabilista. 
32

 Formas que dependen del ámbito causal. 
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multifacético y de gran valor principalmente en áreas de tipo matemática. Los DAGs son una 

manera de representar modelos. Pero estos modelos no son solamente estructuras 

matemáticas, y su elaboración abre numerosas preguntas epistemológicas referentes en la 

manera, métodos y creencias que se usan para su confección. El tratamiento de la causalidad y 

su abordaje a partir de herramientas matemáticas supone aspectos metafísicos con 

consecuencias epistemológicas. Las redes bayesianas permiten destacar el valor de las 

inferencias causales a la vez que ayudan a jerarquizar y organizar aquellos aspectos que se 

estiman relevantes. Pero además las redes bayesianas permiten “modularizar” la red y las 

inferencias que se apoyan en dicha red. Complementariamente esta modularización de la red 

permite tratar aspectos cualitativos y cuantitativos con mayor facilidad.     

Se ha visto en la figura 6 que una red bayesiana o DAG puede ser representado con un 

gráfico y que dicho gráfico posee nodos, una serie de elementos que se corresponden a dichos 

nodos, flechas que vinculan las redes, y valores probabilísticos. El DAG busca modelizar una 

situación en la cual en un nivel u otro esté presente algún tipo de relación causal. Para Pearl 

(2002) en lo que se refiere a la causalidad, existen dos grandes preguntas: ¿qué evidencia 

empírica se requiere para realizar una inferencia legitima de una relación de causa-efecto? Y 

¿cuáles son las condiciones bajo las cuales se debe suponer una inferencia proporciona 

información causal acerca de algún fenómeno? El DAG busca colaborar en la respuesta a 

estas dos grandes preguntas. Pero ¿por qué es tan importante una propuesta causal para la 

propuesta computacional de Pearl? 

Pearl supone que la relación causal es la piedra fundamental del edificio de la realidad 

física. Por esta razón nuestra comprensión de los fenómenos físicos dependerá de una 

adecuada representación de los aspectos causales de dicho fenómeno. A su vez Pearl 

considera que las relaciones probabilísticas nos dan alguna información sobre la maquinaria 

causal que subyace en nuestro entendimiento del mundo (Pearl, 2000, p. 43 y prefacio xvii-xviii; 

Pearl et al., 2002, p. 157; Pearl, 2001, pp. 27-29). Pearl considera que es un problema 

metodológico de relevancia elegir al tipo de lenguaje que le permite dar cuenta de los 

supuestos recién enunciados. Este lenguaje formal, en base a su experiencia, no puede ser el 

usado por la probabilidad sino alguno que permite representar más adecuadamente la 

causalidad. Parece que una perspectiva intuitiva acerca de lo que consideramos son relaciones 

causales permiten organizar más adecuadamente algunos fenómenos particulares (Pearl, 

2001, p. 27). ¿El DAG es entonces un modelo de la mente humana? La respuesta que da Pearl 

es que no. El DAG es un modelo de la representación que alguien podría tener del mundo, se 
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trata de un mecanismo que puede tener un funcionamiento parecido pero que no 

necesariamente describe lo que pasa efectivamente en la mente humana.  

Además un DAG difiere en función de las personas que los construyen ya que se trata 

de una representación de una red de creencias. Esta variabilidad de los DAG puede parecer 

problemática, pero no lo es. La gran ventaja de un DAG es su capacidad, mediante los gráficos, 

de modificar fácilmente y con pocos costos las relaciones entre los elementos tomados en 

consideración. Por ejemplo, consideremos la figura 6. Si se elimina a X3 las “relaciones 

causales” subyacentes entre los elementos no se ven esencialmente cambiadas. La presencia 

de X3 o no, no compromete las relaciones entre X1 y X5 ni tampoco le otorga una conexión 

directa entre estos dos nodos. Lo importante entonces es observar que las conexiones 

causales suponen causas concurrentes. En este sentido la eliminación de una causa particular 

no implicaría la no ocurrencia del efecto. Esto es, que cualquier elemento representado en el 

grafo puede influenciar la totalidad de la red, según sus conexiones, pero puede también ser 

totalmente prescindible y no tener algún impacto en la relación causal entre dos nodos. Pero no 

siempre se considera a esta formulación como representaciones subjetivas. Entonces, por un 

lado la red bayesiana es una red causal y temporal pero también se trata de una red que toma 

en cuenta a la probabilidad. De acuerdo con Pearl la “temporalidad” es un aspecto intrínseco de 

la causalidad. El pasaje de una causa A a un efecto B implica entonces un aspecto temporal de 

las relaciones entre los nodos. El DAG, posee como se dijo, una cantidad finita de nodos que 

en la figura 6 aparecen como los X1 a X5, y flechas que representan a las relaciones que se dan 

entre los nodos. Estas relaciones son causales y temporales, y se las suele caracterizar como 

relaciones de “parentesco”33. De este modo si se tiene una flecha de Xa a Xb se dice que Xa es 

“padre” de Xb y que Xb es “hijo” de Xa. Los hijos a su vez tienen otros hijos los cuales se 

convierten en sus descendientes. Se puede ver que X1 es el padre y sus hijos son X2 y X3 y que 

sus descendientes son X4 y X5. Una familia seria entonces el conjunto de nodos que contiene 

un nodo y todos sus “parientes”. Un nodo que no posee padres se define como una raíz (root) y 

punta34(sink) un nodo que no posee hijos. Un DAG en el cual cada nodo posee al menos un 

padre es llamado árbol (tree) y cadena (chain) a un árbol en el cual todos los nodos poseen al 

menos un hijo.  

Ahora bien, cada flecha en un gráfico puede ser directa o indirecta. Directo se le dice a 

                                                
33

 Las metáforas del árbol o de parentesco son habituales en estas clases de representaciones. 
34

 No existe una palabra apropiada para traducir literalmente a “sink”. Se decidió usar la palabra más 
intuitiva para expresar la idea.   
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todo gráfico que posee una dirección en los vínculos entre nodos y son representados por 

flechas. Se le llama indirecto a los gráficos en los cuales los vínculos no poseen flechas. 

Cuando se hace uso de vínculos “bidireccionales” es para denotar la existencia de causas 

comunes no observadas y que reciben a veces el nombre de “co-fundadores”. En la figura 7(a) 

se puede observar la bidireccionalidad entre Z y X. Se define como camino (path) a la 

secuencia de vínculos en el cual cada vínculo empieza a partir del fin del vértice del vínculo 

anterior. Entonces por ejemplo un camino de 7(a) puede ser: ((W, Z), (Z, Y), (Y, X), (X, Z)). 

¿Porqué (Y, X) es un camino? Como puede observarse el sentido de la flecha da (X, Y). La 

razón es que un camino puede ir en ambas direcciones en tanto que dicho camino no esté roto 

o no tenga intersecciones. Si cada vínculo de un camino es una flecha que apunta en la misma 

dirección que el eje precedente se obtiene un camino directo. Por ejemplo (W, Z) y (Z, Y) en 

7(a) tienen la misma dirección y por lo tanto representan un camino directo. Si existe un camino 

entre dos nodos por ejemplo W y Z, entonces se dice que están conectados y si no existe 

entonces son desconectados. Los grafos directos también poseen otros aspectos importantes; 

los ciclos directos que representan causaciones mutuas o procesos de feedback (W ->Z, Z->W) 

o acíclicos. La figura 7(b) es acíclica, y si también es directo entonces se lo denomina gráfico 

directo acíclico o DAG.          

Si se elimina a todas las flechas de la figura 7(a), se obtiene un gráfico indirecto y se lo 

denomina esqueleto del gráfico.     

       

Figura 7. Pearl (2000, p. 13). En (a) se trata de un gráfico que posee vínculos directos y 

bidireccionales. En (b) es un DAG (gráfico directo cíclico) que posee el mismo esqueleto que (a).  
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Estas características definen al DAG. Pero se debe tomar en consideración otro 

elemento: lo que se define como condición de Markov. La red bayesiana necesita de lo que se 

denomina una condición de independencia. Esta condición de independencia estipula que un 

nodo que sea condicionalmente independiente, más allá de sus padres, de cualquier conjunto 

de nodos que contengan alguno de sus descendientes. Esta idea es una aplicación de la 

condición de independencia que se presenta en estadística. Esta condición estipula que dado 

dos lanzamientos de dados, la probabilidad del lanzamiento del dado uno y la probabilidad del 

lanzamiento del dado dos no se influencian mutuamente. Se pueden presentar las condiciones 

de dependencias en probabilidad a través de un ejemplo. Supongamos que tenemos una bolsa 

con piezas de mármoles de diversos colores. Si hay 6 piezas rojas, 3 piezas verdes y 2 piezas 

azules, la probabilidad de sacar una pieza azul será de 2/11 es decir 18 % aproximadamente. 

Pero si luego se desea sacar una nueva pieza de mármol, por ejemplo una roja, entonces se 

debe tomar en cuenta al primer evento que era de sacar una pieza azul. En este evento se 

tendrá una probabilidad de 6/10, por lo tanto 60% pero se debe multiplicar las dos 

probabilidades para poder decir que la probabilidad que existe en sacar primero una azul y 

luego una roja sea de 11%. Esto se hace a través de la multiplicación de las probabilidades de 

2/11 * 6/10= 12/110= 6/55 = 0.109 o 11%. La condición de Markov, estipula la independencia 

entre ciertos nodos. Podemos ejemplificar la idea retomando la figura 6. En ella X5 es 

independiente de X4, X3, X2 y X1. Todos estos nodos son interpretados como variables 

aleatorias que se ven unidas por lo que se define como "Joint probability distribution". En este 

trabajo se lo traducirá por una distribución de probabilidad conjunta. Esta consiste en una 

función que asigna valores algebraicos no negativos para todo evento elemental en el lenguaje 

cuya suma total da 1. Un evento elemental, dice Pearl, se trata de un evento cuya conjunción 

en cada proposición atómica o su negación aparecen una sola vez (Pearl, 2000, p. 6). 

Entonces se puede ver con mayor claridad que una red bayesiana se constituye, por un lado, 

de una red causal-temporal y por otro lado de una red probabilista. Esta última es lo que se 

caracterizó recién por condición de Markov. Las Redes bayesianas no son, entonces, 

exclusivamente redes causales o redes probabilistas. Gillies (2001) en un review del libro de 

Pearl (2000) plantea un ejemplo de red causal que no es una red bayesiana. Se retoma el 

desarrollo realizado por Reichenbach de 1956. Aquí Reichenbach introdujo a la noción de 

"conjunctive fork" o “tenedor conjuntivo”. En la figura 8 se puede ver un ejemplo.  
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Figura 8. Ejemplo de un conjunctive fork. 

  

Esta figura supone que los efectos A y B poseen una misma causa C. Al interpretarlo 

como elementos causales, este diagrama se transforma en un diagrama causal y se denomina 

"causal fork" o “tenedor causal” en el cual A y B son condicionalmente independientes de C. 

Este ejemplo aparece como una red bayesiana ya que es considerada como una red causal y 

además satisface la condición de independencia o de Markov. Pero Salmon, en un trabajo de 

1978, descubrió, según Gillies, que toda red de tipo "causal fork" no es un "conjunctive fork". 

De acuerdo con Salmon existiría un nuevo tipo de red que denominó “interactive fork" o 

tenedores interactivos. Por ejemplo, si se supone que la figura 8 los valores que toman A, B y C 

son energías, entonces C podría representar la colisión entre la alta energía de un fotón y la de 

un electrón virtualmente estacionario. A seria el electrón luego de la colisión y B el fotón luego 

de la colisión. Si se traduce que C= E, A= E1 y B= E2, entonces por la ley de conservación de la 

energía E= E1+E2. Esto da como resultado que C, A y B sean dependientes y por lo tanto la 

figura 8 en este caso no es una red bayesiana. 

¿Cómo entiende entonces Pearl, el rol de la red bayesiana? Pearl (2000) plantea que 

habría tres roles importantes que podrían desempeñar los grafos en probabilidad y modelaje 

estadístico. En primer lugar, a través de los grafos se pueden expresar supuestos sustantivos. 

En segundo lugar facilitan la representación económica de las funciones de probabilidades 

conjuntas (joint probability). Y finalmente, según Pearl, los grafos colaborarían en la realización 

de inferencias eficientes a partir de las observaciones. 

En base al segundo rol reseñado más arriba, Pearl va a desarrollar su caracterización 

de red bayesiana. Para desarrollar esta caracterización se debe especificar una probabilidad 

conjunta de tipo P(X1,...,Xn) para una cantidad n de variables dicotómicas. Para esto se 

necesita crear una tabla, una cantidad 2n de variables deben ser insertadas como valores. Este 

paso conduce a cifras que pueden ser muy altas de difícil manejo. En este sentido una versión 
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más manejable se puede implementar cuando cada variable depende solamente de un 

pequeño subconjunto de otras variables. Esta dependencia informativa permite generar una 

descomposición de grandes funciones distributivas en una cantidad de distribuciones más 

pequeñas para luego volver a rearmarlas coherentemente en distribuciones mayores. Este 

último paso se suele llevar adelante con el fin de construir representaciones explicativas35. En 

este sentido los grafos juegan un rol muy importante para Pearl en esta descomposición, 

porque proveen una representación más adecuada de un conjunto de variables relevantes. 

Desde este punto de vista se pueden ver dos tipos de grafos que ya se han 

caracterizado en las líneas anteriores pero que necesitan una ulterior aclaración. Por un lado 

están los DAGs, y por otro estarían los grafos no directos llamados redes de Markov que son 

usados para representar relaciones simétricas espaciales. Hay que recordar que la condición 

de Markov aparece como un requisito para los DAGs para referirse a la independencia. En este 

sentido las redes de Markov representan otros elementos que no forman propiamente parte de 

las redes bayesianas. Por lo tanto los DAGs o gráficos directos acíclicos tomaron el nombre de 

redes bayesianas (dado por Pearl en 1985) para enfatizar principalmente a tres aspectos. En 

primer lugar la naturaleza “subjetiva” del input de la información. En segundo lugar la confianza 

que se le otorga al a priori del condicional de Bayes como la base para la actualización de la 

información. Y finalmente la diferencia entre modos de razonamiento de tipo causales y 

evidenciales, que según Pearl, es uno de los ejes centrales que buscaba formular Thomas 

Bayes en 1763. 

Como ya hemos dicho el primer punto involucran una manera de interpretar la red 

bayesiana. Los Bayesianos “objetivistas” comprenderán el primer aspecto recién reseñado en 

términos de la naturaleza objetiva del input de la información. El segundo aspecto ha sido 

discutido en el párrafo anterior pero se puede desarrollar un poco más siguiendo las ideas de 

Pearl. Una gran ventaja de la representación utilizada es sin duda el aspecto modular que 

posee la red bayesiana y que suele tomar la relación “padre-hijo”. Este aspecto modular, dice 

Pearl, nos permite predecir el efecto de una intervención externa con un mínimo de información 

adicional. Esto ocurre porque los modelos causales aparecen como más informativos que los 

modelos probabilistas. Una distribución conjunta (Joint Distribution) establece cuán probable es 

el evento y cómo las probabilidades podrían modificarse a partir de nuevas observaciones. Por 

otro lado un modelo causal muestra cómo estas probabilidades podrían modificarse como 

                                                
35

 Que puedan justificar los pasos tomados.  
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resultado de una intervención externa. El cambio se realiza de forma local y no implica la 

modificación total del esquema, salvo los especificados. Entonces, conocida la identidad de un 

mecanismo alterado por una intervención, y la naturaleza de la alteración el efecto total puede 

ser predicho y así computar una nueva función de probabilidad. Esta “habilidad” de la red 

causal de “predecir” los efectos de las acciones, dice Pearl, obliga a asumir un conjunto de 

supuestos más fuertes, que dependen más del conocimiento de tipo “causal” que de tipo 

asociativo. Dicha distinción es importante para Pearl y da cuenta de dos ventajas. En primer 

lugar los juicios requeridos para la construcción de un modelo son más accesibles, con más 

poder expresivo y por lo tanto más fiable. Este punto refiere justamente a algunos de los 

sesgos que se pudieron ver en el capítulo 2 sobre los problemas propuestos por Tversky y 

Kahneman respecto de los juicios probabilísticos. Para responder a esta problemática, la 

solución de Pearl es la siguiente: si los juicios condicionalmente independientes aparecen como 

un producto de ciertas relaciones causales, entonces representarlas de maneras graficas sería 

una forma más natural y más fiable de expresar lo que se sabe o lo que se cree acerca del 

mundo. En segundo lugar las redes causales son capaces de representar cambios externos y 

espontáneos. Además habría un aspecto interesante: la flexibilidad de la representación 

aparece como una característica que puede marcar la diferencia entre agentes deliberativos y 

reactivos. De esta manera un sistema podrá manejar nuevas situaciones sin necesitar 

prácticamente entrenamiento o adaptación (Pearl, 2000, p. 22).  

El dar más importancia a la relación causal que a la probabilidad, también genera según 

Pearl (2000, pp. 24-25) un modelo más estable. Esto se daría por la capacidad de poder 

comprender cuáles son las influencias causales. La diferencia respecto a la estabilidad, dice 

Pearl, se da debido a que las relaciones causales son de carácter ontológicas, es decir 

pretenden describir imposibilidades de nuestro mundo, mientras que las relaciones 

probabilistas suelen ser epistémicas, porque reflejarían lo que sabemos o conocemos del 

mundo. Por lo tanto a nivel causal los cambios deberían ser inalterables en tanto que el mundo 

físico no se modifica a pesar de que nuestro conocimiento sobre el medio haya cambiado. Esta 

idea busca mostrar una separación entre aspectos del mundo y aspectos vinculados a los 

sujetos que construyen y proponen las probabilidades, esto son los investigadores.  

Sin embargo, ¿cómo diferenciar parámetros causales de parámetros probabilísticos? 

Esta pregunta es clásica. Luego de ver que Pearl (2000, pp. 38-40) realiza una separación 

entre dos perspectivas, una ontológica que correspondería al aspecto causal y una epistémica 

que se correspondería con el aspecto probabilista, esta pregunta puede resultar complicada. 
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Para abordar esta cuestión, Pearl va a plantear una serie de nociones. Primero presenta la 

noción de “parámetros” y  luego la noción  de “supuestos”. Los parámetros son divididos en tres 

categorías; probabilistas, estadísticas y causales. La probabilista se refiere a una cantidad 

definida en términos de una función de probabilidad conjunta (Joint probability). El parámetro 

estadístico trata de una cantidad definida en términos de una distribución de probabilidad 

observada de variables conjuntas, sin que se suponga la existencia de las variables no 

observadas. Y el causal es una cantidad definida en términos de un modelo causal y que no 

sea un parámetro estadístico. Una cantidad Y se encuentra definida en términos de un objeto 

de clase X si Y es computada únicamente desde una descripción de cualquier objeto en la 

clase X. Esto quiere decir que por medio de una función de mapeo, Y se encuentra definida 

desde X en el dominio de Y. O para decirlo más claramente, una cierta cantidad es definida por 

una función y luego esta función se aplica a todos los elementos de una cierta clase. 

Básicamente se puede pensar la función x=x*x, en donde los objetos {1, 2, 3, 4,5} obtienen por 

homomorfismo el valor {1, 4, 9, 16,25}. La diferencia presentada por Pearl entre parámetros 

estadísticos y causales es relevante, porque ella implica una diferencia en la construcción de la 

probabilidad conjunta (Joint probability). Establecer la diferencia entre una distribución para la 

estadística y una función para la probabilidad “permite” evitar que cualquier cantidad sea 

evaluada como estadística. Si esta diferencia no se explicita se podría oscurecer la diferencia 

entre supuestos causales y no causales. Ahora bien, un supuesto causal sería cualquier 

restricción (constraint), en un modelo causal, que no puede ser construida a partir de la 

imposición de un supuesto estadístico. El supuesto causal puede, no obstante, tener una 

implicación estadística, y se dice que este supuesto es "testable" o "falsificable" o no tener 

ninguna implicación. Un supuesto estadístico sería cualquier restricción (constraint) de una 

distribución de probabilidad conjunta (Joint probability) de variables no observadas. Esta 

diferencia entre parámetros estadísticos y causales puede ser más compleja. Para Pearl 

(2000), los parámetros causales pueden ser diferenciados de las distribuciones conjuntas 

solamente en los casos en que se explicitan una serie de supuestos especiales,  los cuales 

deben estar vinculados a través de un componente causal. Otro elemento a tomar en 

consideración es el factor temporal de los supuestos que puede generar un cúmulo de 

información sobre las relaciones causales simplemente por el hecho de que un evento posterior 

no puede ser causa de un evento anterior. 

En este apartado se ha tratado la causalidad siguiendo la presentación de Pearl. Este 

investigador tiende a separar el aspecto inferencial del de la causalidad. Aquí buscamos tratar 
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sobre inferencias causales. Y de esta manera evitar ampliar la discusión al ámbito de la noción 

causal misma. Veamos cuál es la concepción de inferencia de Pearl. Al parecer existen dos 

etapas en el tratamiento que hace Pearl de la inferencia. En sus primeros trabajos el objetivo 

estaba orientado a la construcción de una representación jerárquica tipo árbol. Esta 

representación facilitaba el trabajo de "predicción" y de "abducción" en inteligencia artificial. 

Para lograr este objetivo es necesario encontrar, dice Pearl, una interpretación coherente de las 

observaciones que se realizan y que sean consistentes con las observaciones y la información 

a priori. Esta construcción se realizaba en términos formales. En esta representación se hacía 

difícil poder crear una analogía entre la fórmula de Bayes con el nivel de representación dado 

por la topología de redes. La topología de redes es importante porque puede permitir a los 

sistemas generar explicaciones para sus procesos de razonamiento. En un principio se usaba 

una arquitectura de “traspaso de mensajes” limitado a árboles. Dicha técnica permitió que cada 

variable sea asignada a un procesador y así poder pasar de forma asincrónica mensajes a sus 

vecinos, hasta que se pudiera lograr un equilibrio en un número finito de pasos (Pearl, 1982, 

Kim y Pearl 1983). Las técnicas recién citadas fueron resultados de trabajos de Pearl de 1982 y 

de Kim y Pearl en 1983. Dichos resultados permitieron el desarrollo de una serie de métodos. 

Así en 1988 se concibió una técnica (Lauritzen y Spiegelhalter, 1988) llamada método de 

propagación de unión árbol (join-tree). Este método de unión-árbol (join-tree) descompone, dice 

Pearl, la red en pequeños grupos (cluster) para formar una estructura de tipo árbol. Luego cada 

conjunto de variables es procesado, en cada uno de estos grupos, (cluster) como una variable 

compuesta capaz de enviar mensajes a sus vecinos que también son variables compuestas. 

Retomando a la figura 6 se puede crear una estructura compatible con una cadena de Markov 

de tres grupos: {X1, X2, X3} -> {X2, X3, X4} -> {X4, X5}. Se puede ver que esta cadena muestra 

muy claramente los conjuntos de relaciones entre los elementos. 

Otro método posterior desarrollado por Pearl en 1988 y Jensen en 1996,  fue el 

denominado método de los "conjuntos cortados condicionados" (cut-set conditioning). En dicho 

método un conjunto de variables son instanciados para que la red configure una estructura de 

tipo árbol. Luego se realizan “propagaciones” en ese árbol y se eligen nuevas instanciaciones 

hasta que todas las instanciaciones hayan sido realizadas. Una vez obtenidos los resultados, 

estos son promediados. La ventaja, dice Pearl entre “el método de conjuntos cortados 

condicionados” y el método de propagación unión-árbol es que los requisitos del espacio de 

almacenamiento son mínimos y lineales, de acuerdo al tamaño de la red, mientras que el de 

propagación unión-árbol tiende a ser exponencial. Se puede ver en la propuesta de Pearl 
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acerca de los métodos de inferencia que este investigador estaba interesado en dos planos 

diferentes. En primer lugar se sugiere un tipo de representación, el de árbol, y luego se explicita 

otro tipo de representación en base al desarrollo formal de los elementos que componen al 

árbol. La inferencia está vinculada con la manera de construir el árbol y con las relaciones 

matemáticas entre los nodos. En el próximo apartado se describirá cómo estos dos ámbitos 

parecen implicar dos niveles de heurísticas distintas.                   

Gillies en el review del libro de Pearl (Gillies, 2001) establece tres elementos 

importantes en la formalización de Pearl. En primer lugar el uso de redes, que ha sido ya 

descrito en este trabajo. En segundo lugar el uso de un recurso denominado "do operador". Y 

finalmente la utilización de modelos funcionales causales. Estos tres puntos son claves en la 

manera en la cual Pearl formaliza su concepción de causalidad. Como se dijo, el énfasis de 

Pearl se centra en la causalidad, antes que en los aspectos probabilistas. Pearl caracteriza a la 

causalidad como objeto matemático y computacional con el fin de operacionalizar esta noción. 

Brevemente ¿en qué consiste el "do operador" y los modelos funcionales? El “do operador” se 

puede describir como un tipo de “acción". El objetivo es distinguir entre observación e 

intervención en los grafos. En la figura 8 se puede observar una modificación de la figura 6. X3 

corresponde por ejemplo a si se ha regado o no, si efectivamente la acción de regar ha 

ocurrido, se cambia a "on", es decir en regado. Como consecuencia se elimina el vínculo entre 

X1 y X3. ¿Por qué? Al accionar X3 se pone en movimiento un mecanismo que no involucra a la 

estación que tenga una influencia directa sobre las consecuencias de la acción de regar en la 

red bayesiana. Con una cierta evidencia, dice Pearl, se puede observar que al regar se busca 

inferir que la estación será seca o que no haya llovido, pero estas inferencias no deben ser 

consideradas cuando se contempla la acción "poner a regar en on" (Sprinkler = On).   
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Figura 9. En donde se basa el inicio de la intervención en X3. 

 

Para Gillies (2001, pp. 613-614) el do operador puede tener aplicaciones interesantes 

en epidemiología en donde suele ser relevante distinguir correlaciones causales de no 

causales. Un ejemplo típico, y tratado por Pearl, es la correlación entre fumar y el cáncer de 

pulmón. Este ejemplo es clásico en el ámbito del tratamiento de la probabilidad y llevó a 

grandes discusiones con la industria tabaqueras porque no era sencillo determinar una relación 

causal. En Pearl (2000), tal problema se aborda con un desarrollo algebraico por el cual se 

puede expresar el do operador. A pesar de los problemas para obtener datos empíricos 

respecto de la relación entre el fumar y el cáncer de pulmones, los grafos tienen gran utilidad a 

la hora de precisar las ecuaciones con las cuales se puede abordar este problema (ver Pearl, 

1995, 2000 y 2001).  

Los modelos funcionales causales, el tercer aspecto importante resaltado por Gillies 

(2001, p. 618), consisten en un conjunto de ecuaciones de la forma: xi=ʄi (pai, ui), i=1,..., n. pa 

se refiere a los padres y corresponde al conjunto de variables juzgadas por ser causas 

inmediatas de Xi y donde Ui representa los errores debido a los factores omitidos. Esta 

ecuación con esta forma específica y conforma un mecanismo autónomo que se suele 

denominar modelo estructural. Luego dice Pearl, si cada mecanismo determina el valor de una 

sola variable diferente (que se puede llamar variable dependiente), entonces el modelo es 

llamado modelo estructural causal. La diferencia que resulta a nivel formal entre las ecuaciones 

estructurales y algebraicas se da en el sentido en que lo algebraico es caracterizado por el 

conjunto de soluciones del sistema entero de ecuaciones, mientras que el estructural se 

caracteriza por la solución de cada ecuación de forma individual. La implicación entonces, dice 

Pearl, es que todo subconjunto de ecuaciones estructurales es, en sí misma, un “modelo válido 

de la realidad” (2001, pp. 618-619). Esta idea muestra el uso de Pearl de los elementos 

causales cuasi-deterministas Laplacianos36 que componen esta parte de su construcción formal 

y la forma en la cual se relaciona con el mundo. Para Pearl existen tres consideraciones para 

                                                
36

 Pearl (2000, p. 26) ve a las relaciones causales como una forma determinista de ecuaciones 
funcionales y de probabilidades que son introducidas a partir del supuesto de que ciertas variables en las 
ecuaciones no son observables. Esta idea es parecida a la idea de fenómeno natural de Laplace en la 
cual las leyes de la naturaleza son deterministas y la variabilidad se debe simplemente a nuestra 
ignorancia respecto de las “condiciones divisorias subyacentes”.   
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preferir esta perspectiva a una interpretación estocástica37. En primer lugar la concepción 

Laplaciana es más general, lo que le otorgaría más plasticidad. En efecto los modelos 

estocásticos pueden ser emulados por una serie de relaciones funcionales pero difícilmente se 

puede hacer lo contrario. En segundo lugar, la concepción Laplaciana parece ajustarse mejor a 

nuestras intuiciones.38 Y por último algunos conceptos que son ambiguos en el discurso 

humano, encuentran una versión más precisa en la visión Laplaciana. Por ejemplo los 

conceptos: "la probabilidad que un evento B haya ocurrido debido a un evento A" y "la 

probabilidad que un evento B hubiera sido diferente si no fuera por un evento A" aparecen 

como conceptos contrafactuales que se parecen entenderse mejor desde un modelo 

Laplaciano.  

Volviendo a las ecuaciones funcionales, podemos compararlas con las redes 

bayesianas, Pearl define tres tipos de formulaciones: las predicciones; ¿el pasto sería 

resbaloso si encontramos que "regar" está en "off"? La intervención; ¿el pasto seria resbaloso 

si estamos seguros que "regar" está en "off"? Y el contrafactual; ¿el pasto hubiera sido 

resbaloso si “regar” estuviera en off, dado que el pasto en realidad no es resbaloso y "regar" 

está en "on"? Estas tres formas representan para Pearl tres tipos de problemas 

fundamentalmente diferentes y que afectan el modo de representarlas en un grafo.  

Poco a poco se empieza a desocultar una característica de suma importancia, y que ha 

definido con una cierta fuerza la separación de tipos de problemas. Habitualmente se ha 

distinguido entre problemas de tipos por-definir (ill-defined) y bien-definido (well-defined). Y se 

suele suponer también, en un sentido clásico, que la mayoría de los problemas que se 

presentan en inteligencia artificial son de tipo por-definir. En el capítulo II se había anticipado 

que Geffner (2010) hacía referencia a que los problemas de tipo por-definir en inteligencia 

artificial pertenecen a otra época y que hoy por hoy se trabaja exclusivamente con problemas 

de tipo bien-definido. Otros como Nivoski (2000), piensan que ciertos problemas por-definir 

pudieron ser reinterpretados en términos de bien-definido gracias a las redes bayesianas. En el 

próximo apartado se verá con más precisiones esta cuestión.  

                                                
37

 Por estocástico se entienden aquí planteos, modelos o sistemas no deterministas, es decir que el 
resultado obtenido puede ser producto de los elementos preestablecidos que lo configuran pero también 
producto de variables aleatorias que afectan al sistema. Usualmente se suele presentar a los procesos 
de tipos probabilísticos como estocásticos cf. (Nelson, 1985).     
38

 Pearl en este caso menciona a los "pocos experimentos esotéricos de la mecánica cuántica" en donde 
uno busca abandonar las intuiciones sobre la localidad y la causalidad. Para Pearl es fundamental cuidar 
dichas intuiciones debido al importante valor que poseen para la ciencia. 
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C. El gráfico como herramienta heurística y matemática. Redes 

bayesianas y sistemas expertos. Implementación en diagnosis 

médica. 

 

En este apartado se desarrollarán algunos aspectos relevantes de la relación entre las 

redes bayesianas y sistemas expertos en diagnosis médica. En primera instancia se 

comenzará con una caracterización de heurísticas propuesta por Pearl, para luego recuperar 

con más detalles lo que se describió en el apartado b) en donde las redes bayesianas fueron 

entendidas como una buena herramienta heurística. Finalizaremos el capítulo con una 

presentación de la relación entre redes bayesianas y diagnosis y con algunas reflexiones sobre 

esta cuestión. 

Entonces, ¿cómo entiende las heurísticas Pearl? La caracterización elegida es 

naturalmente aquella que aparece en su libro Heuristic de 1984:  

"La heurística es un criterio, método, o principio para decidir entre una serie de vías de 

acción alternativas, la más prometedora y efectiva para lograr ciertos objetivos. Aquellas 

representan dos compromisos entre dos requisitos: la necesidad de hacer tal criterio simple 

y, al mismo tiempo, el deseo de verlas discriminar correctamente entre buenas y malas 

elecciones." (Pearl, 1984; p.3) 

Pearl agrega que las heurísticas pueden aparecer como una regla de pulgar (rules of 

thumb) para guiar la acción. Por ejemplo, una heurística en este sentido sería el uso de un 

palillo de dientes para saber si una torta está cocida. A partir de estas caracterizaciones y los 

desarrollos reseñados en la sección anterior, se puede percibir que hay dos dimensiones 

supuestas en el uso de heurísticas por parte de Pearl. Primero estarían las heurísticas 

presentes en la elaboración de la red bayesiana: el uso de las redes bayesianas aparece como 

una guía heurística y representacional con el objetivo de organizar la información. En segundo 

lugar habría heurísticas de “uso” dentro de la red bayesiana. Estas últimas se pueden generar a 

partir de la aplicación de estrategias dentro de la estructura misma del gráfico. Estas, actuarían 

como estrategias alternativas para resoluciones no algorítmicas pero además pueden aparecer 

como un conjunto de reglas que discrimine el espacio y el tiempo de aplicaciones de uno o 

varios algoritmos dependiendo del contexto del problema. Estos dos sentidos de heurísticas 
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hacen también referencia a dos modos distintos de entender la cualidad de “ser más efectivo 

para lograr ciertos objetivos”. El primero es principalmente representacional y el segundo está 

vinculado con una noción de efectividad ligada a valores computacionales y probabilísticos.  

La efectividad, siguiendo a Pearl (1984, p. 3), debe ser simple y poder discriminar entre 

buenas y malas elecciones. Mientras que si pensamos en la efectividad a nivel 

representacional, esta actúa en la representación misma del grafo y en su forma de organizarla. 

¿Cómo se podrían entender las redes bayesianas como heurísticas para sistemas expertos? 

Se lo entiende en el primer sentido, en un alto nivel. El cambio importante resulta en la 

capacidad representacional de los problemas a partir del uso de redes bayesianas. Hay dos 

dimensiones a partir de la cual se puede precisar esta idea: la primera de ellas está ligada a la 

forma en la cual una red bayesiana es utilizada como guía heurística para la construcción de 

modelos de resoluciones de problemas. En las conclusiones veremos más explícitamente de 

qué manera funcionaria esta heurística. En particular esta forma de concebir un uso heurístico 

de las redes bayesianas permite destacar aspectos exploratorios de la resolución de problemas 

y a su vez destacar el proceso de construcción de una representación como una manera de 

solucionar problemas. Este último aspecto, se asemeja al uso que hace Gillies de redes 

bayesianas para la confección de su red propentista-bayesiana. La segunda dimensión es más 

concreta y se encuentra vinculada con el uso y la implementación de la red bayesiana misma. 

Esta es, la forma tradicional en la cual Pearl utiliza el término de heurísticas. 

Según el apartado anterior la conversión de ciertos problemas de tipo por-definir a bien-

definido es clave, y la reinterpretación de los problemas mediante las redes bayesianas puede 

servir como guías heurísticas en la resolución de los problemas con los cuales los 

investigadores se enfrentan. Uno puede observar que los términos usados difieren entre 

autores respecto de los problemas bien-estructurados o bien-definidos así también con los 

problemas por-estructurar o por-definir. A continuación analizaremos qué se entiende por 

problema bien-estructurado y por problema por-estructurar. Tradicionalmente se entienden  los 

problemas concernientes a la diagnosis como problemas por-estructurar (Pople, 1982). Se 

suele decir que los problemas bien-estructurados deben cumplir una serie de requisitos (Simon, 

1973): a) debe haber un criterio definido para probar cualquier solución propuesta y un proceso 

mecánico para aplicar tal criterio. b) debe haber por lo menos un espacio de problema en el 

cual pueden ser representados los diversos estados que puedan ser alcanzados o ser 

considerados durante el curso de una solución tentativa. c) deben haber cambios de estados 

alcanzables que pueden ser representados en un espacio de problema. d) el solucionador de 
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problemas debe ser capaz de representar los aspectos relevantes del problema para que 

cualquier conocimiento que el solucionador de problema pueda adquirir. e) si el problema 

involucra alguna acción sobre el mundo externo, entonces la definición de estados debe poder 

ser cambiada por la interacción externa. f) todas esas condiciones se sostienen si se requieren 

solamente una cantidad manejable en términos prácticos de computación. Y además la 

información relevante debe asimismo ser manejable en una cantidad limitada de búsqueda.   

Por otra parte, según Simon (1973), los problemas por-estructurar pueden ser 

descriptos principalmente por medio de tres características: a) no hay un criterio definido para 

probar una solución propuesta. b) no existe un proceso mecánico para aplicar el criterio (un 

algoritmo). c) que el espacio del problema no está definido. (1973, p. 183) Las características 

usadas para dar cuenta de lo que se entiende por problemas bien-definidos son semejantes a 

los problemas bien-estructurados. Esto se debe principalmente a que tanto los problemas bien-

estructurados como los problemas bien-definidos suelen ser asociados con formalismo 

algorítmicos.  Por ejemplo, y retomando algunas propuestas realizadas desde las ciencias 

cognitivas, (Dominowski and Dallob, 1995, pp. 33-62) un problema bien-definido consistiría en 

tres elementos principales: a) puede ser formalizado y presentarse con una solución 

algorítmica. b) el problema posee estados claramente definidos. c) el problema posee un 

estado al cual se desea llegar. Y en tanto que estas tres condiciones sean cumplidas entonces 

el problema puede ser implementado de forma algorítmica. En cambio un problema por-definir 

no puede ser propiamente formalizado porque al no explicitarse estados constitutivos finales. 

Para los problemas por-definir los métodos heurísticos son usados para poder alcanzar una 

solución. En este punto la dualidad heurísticas-algoritmo reaparece pero bajo la forma de 

problemas por-definir/estructurado o bien-definido/estructurado. Se usa la noción por-

definir/estructurado o bien-definido/estructurado porque si bien hay diferencias en la forma de 

caracterizarlos, estos no son sustantivos. Para Namsoo Shin (1998) Hong existe una 

inconsistencia en las caracterizaciones de los problemas por-estructurar y los problemas por-

definir. Para mostrar esta confusión, ella cita a Neisser (1976), quien afirma que los problemas 

que enfrentamos en nuestras vidas diarias son problemas por-definir. Mientras que otros 

autores afirman que todos estos problemas son por-estructurar. Para ella la distinción radica 

entonces en que el espacio del problema por-definir no permite especificar una estrategia clara. 

Pero no obstante habría una respuesta en la cual acordarían los expertos calificados en el 

dominio de conocimiento. Por el contrario los problemas por-estructurar pueden ser 

caracterizados como problemas en donde no hay un acuerdo acerca de su solución. Esto es, 
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los expertos no coincidirían si una solución particular es apropiada.  

Para Namsoo Shin Hong esta diversidad en las caracterizaciones entre problemas por-

definir y problemas por-estructurar conducen a inconsistencias mayores. En la perspectiva de 

la resolución de problemas de Namsoo Shin Hong el experto posee una gran importancia. En 

cambio Simon (1973) no le otorga al experto un papel tan fundamental. El espacio del problema 

contiene las dos categorías de problemas (de bien y por-definir/estructurado). El experto puede 

enfrentar problemas en donde los objetivos y los otros estados están claros y por lo tanto 

puede tratar problemas bien-definido/estructurado o puede enfrentar a problemas de tipo por-

definir/estructurado que se encuentran presentes en gran parte en la fase de planificación. 

Retomando el ejemplo de Simon del arquitecto que busca construir una casa, en la fase 

general el problema se puede describir como por-definir/estructurado para luego aparecer en 

algún punto con algunos subprocesos de tipo bien-definido/estructurado. Por ejemplo: medir las 

dimensiones de la casa y el cálculo de la estructura muestran la importancia de los aspectos 

formales. En este sentido parece que la propuesta de Namsoo Shin Hong no es adecuada por 

una razón principal: no siempre es claro cómo los expertos pueden estar de acuerdo sobre una 

determinada solución. Dos expertos pueden diferir al establecer el dominio particular del 

problema de una situación. Por ejemplo en los casos más complicados de enfermedades  con 

múltiples síntomas que corresponden a una o más enfermedades. Para Pople (1983) las 

dificultades encontradas a partir de estos casos constituyen un reto importante para el médico 

en tanto que la cuestión no se circunscribe a la capacidad del programa de generar una 

solución a partir de una estructura del problema ya considerada con sus posibles soluciones de 

forma a priori. Sino que el desafío consiste en poder explicitar y elaborar la estructura misma 

del problema. Entonces en un caso médico, donde hay un paciente con síntomas como vómitos 

y fiebre, y a su vez se supone que hay una probabilidad a priori de que dicho paciente tenga 

una determinada enfermedad, el proceso de diagnosis involucra tanto el entorno (del médico y 

del paciente) como los pasos seguidos por el médico para elaborar dicho diagnóstico. 

Generalmente las preguntas para determinar la plausibilidad de la ocurrencia de una hipótesis 

varían en función de la práctica y la experiencia del médico. Estas preguntas pueden 

representar un reto a la hora de enfrentarse tanto a enfermedades múltiples como a síntomas 

generales39 que no discriminan entre diferentes afecciones. Esta situación puede entonces 

conducir a un médico entrenado a un estado de incertidumbre y llevarlo a tomar la iniciativa de 

                                                
39

 No solamente se debe pensar en síntomas generales, sino en todo tipo de síntoma que puedan 
encontrarse y que no permitan discriminar entre enfermedades.                   
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realizar una serie de pruebas para confirmar algunas hipótesis. Mientras que otro médico 

puede elegir un tratamiento para atacar directamente a los síntomas de la enfermedad. Los 

resultados obtenidos podrán diferir y las consecuencias de las decisiones de forma negativa o 

positiva sobre el paciente dependerán de la gravedad de la enfermedad. Pero entonces, ¿el 

problema en esta situación sería por-definir o por-estructurar? No existe una respuesta 

satisfactoria a esa pregunta, por lo que atenerse a una u otra posibilidad en función de lo que 

puedan determinar unos expertos no parece resolver el problema. En efecto, las decisiones no 

son siempre las mismas. Esta es la razón por la cual no utilizaremos esta distinción en el 

presente trabajo y al referirnos al concepto por-definir o por-estructurar, no se hará más que 

referir al concepto de problema por-estructurar. Para el caso de bien-definido y bien-

estructurado no aparecen complicaciones entre los dos conceptos en las lecturas realizadas 

por lo que se asume que ambos conceptos pueden también ser referidos como problemas de 

tipo bien-estructurado. 

Esta consideración sobre la estructura del problema es relevante debido a que Geffner 

(2010) ve a los sistemas de resoluciones de problemas actuales como “solvers” con estructuras 

de tipo bien-definido. Pero por otro lado, y según Pople (1982), el dominio del problema de la 

medicina es esencialmente un tipo de problemática por-estructurar. Para Geffner el uso de 

redes bayesianas involucra un ámbito de problemas bien-estructurado. Nivoski (2000) en 

particular afirma que ciertas transformaciones realizadas por la red bayesiana pueden, desde 

un problema planteado de forma por-estructurar convertirse en un problema bien-estructurado. 

(2000, pp. 5-6) La pretensión de Geffner es muy discutible40, pero la idea de Nivoski puede 

matizarse. Pople sugiere (1982) a partir de su experiencia de Internist I (sistema experto que 

será descrito en el próximo capítulo), que una buena manera de pensar a la estructura de 

conocimiento del programa computacional, en correspondencia a las necesidades del médico, 

es la de organizar la representación de la información. En este sentido para la construcción del 

programa CADECEUS se buscó fortalecer las relaciones de las enfermedades categorizadas 

nosológicamente y patofisiológicamente. Además se usaron grafos causales tanto en Internist I 

como en CADECEUS. Estos grafos, como se ha visto en el apartado anterior, son un elemento 

esencial de las redes bayesianas. Para Pople estos grafos son claves para estructurar el 

conocimiento presente en el sistema. El uso de heurísticas con sub-procesos algorítmicos 

generó una estructura que resultó útil para los fines del sistema experto. Como ya se ha 

descrito en este apartado, se puede entender a las heurísticas en dos dimensiones. Y estas 
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 Esta idea es debatida en Giarratano y Riley, (1998) 
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mismas son a su vez independientes, hasta un cierto punto, del uso de algoritmos. Para Pople 

(1982), por ejemplo, el uso de grafos es clave para lo que él va a denominar la “búsqueda 

heurística para la formulación de la tarea adecuada”41. Esta búsqueda representa una 

dimensión de heurísticas que se caracterizó anteriormente cómo una guía para la elaboración 

de redes bayesianas. La red bayesiana en este aspecto otorga ventajas representacionales 

frente a otros tipos de representaciones. Estas ventajas son dos. La primera hace que la red 

bayesiana parece tener una mayor capacidad representacional que los grafos causales debido 

al gran desarrollo de las técnicas que rodea los DAGs. Y la capacidad expresiva de la red 

bayesiana ha sido reconocida por Spiegelhalter et al. (1993) entre otras razones por su 

habilidad para manejar tanto los niveles cualitativos como cuantitativos en un mismo modelo. 

La diferencia con los grafos causales es que ellos sólo suelen manejar aspectos de tipo 

cualitativo. Esto permite el manejo de elementos que obtienen una expresividad cuantitativa en 

niveles más bajos en tanto cumplan con los requisitos de los DAGs. Lo segundo que se puede 

extraer a propósito de las ventajas de las redes bayesianas, tiene que ver con la representación 

misma. En su artículo de 1982 Pople formula una crítica sobre la capacidad representacional 

de los grafos causales desde la experiencia de Internist I y CADECEUS. Pople afirma haber 

encontrado problemas para usar las redes causales para estructurar elementos para una 

diagnosis diferencial:   

“Dado un conjunto anormal de resultados se ha utilizado, un procedimiento de búsqueda 

para escanear la red causal, con el objetivo de encontrar oportunidades para “sintetizar” las 

hipótesis unificadas. […] esta aproximación encontró barreras serias a nivel computacional 

para procesar la tarea de síntesis: i.e. la combinación de una multiplicidad de tareas en 

formulaciones de tareas unificadas. En desarrollos subsecuentes, la incorporación de 

mecanismos explícitamente causales minimizaba su importancia y se buscaba una 

aproximación alternativa para estructurar tareas a partir de usos de nosologías o 

taxonomías de categorías de enfermedades. Esto llevó a una formulación más eficiente de 

complejas tareas de definiciones sintetizadas. Pero [esta estrategia] probó ser deficiente en 

la precisión con la cual la atribución de resultados para enfermedades particulares pudieron 

ser alcanzadas.” (1982; pp. 18-19)  . 

Una reformulación que permite estructurar el conocimiento de manera más adecuada 

ha sido desarrollada por Pople con el apoyo de algoritmos de unificación de caminos usados 

para combinar definiciones de tareas elementales en estructuras más complejas. Esto implica 
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 Cf Pople (1982, p. 18) 
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según Pople, el uso de heurísticas que necesitan una serie de regímenes de control de un 

cierto nivel de sofisticación. Así, para Pople, el ámbito en el cual se ubica la diagnosis médica 

representa un problema central cuya solución requiere los métodos más poderosos disponibles 

en inteligencia artificial. El, estima que uno de esos métodos es la red bayesiana. Por lo 

analizado hasta ahora Pople no descartaría el uso del bayesianismo. La situación es distinta 

cuando se toman en cuenta sus trabajos de las décadas 1970 y 1980. En dichos trabajos, no 

se hace mención explícitamente de las redes bayesianas o de los DAGs pero si del 

bayesianismo.  

En ese sentido, y de acuerdo a los fines de la presente tesis, el uso de DAGs parece 

tener un grado de flexibilidad que favorece la formulación de distintos tipos de hipótesis. Esto 

se debe al manejo de heurísticas en las dos dimensiones antes reseñadas y a la posibilidad de 

abordar otro problema que surge del uso de grafos causales: el nivel de jerarquía. El nivel de 

jerarquía impone una dirección y una forma por la cual la información se propaga en una serie 

de aberturas de tipo árboles de decisiones. El desarrollo realizado por Pearl sobre los nodos de 

tipos padres-hijos permite una mejor clarificación de la estructura del grafo pero también  

permite evaluar de manera más adecuada las relaciones entre los niveles de los hijos o el de 

los padres. La inferencia en este sentido tiene la capacidad de realizarse de forma “Top-Down” 

(arriba hacia abajo) pero también de forma Bottom-Up (desde abajo hacia arriba). Estas formas 

en las cuales se puede realizar la inferencia representa una ventaja para las redes bayesianas 

frente a las redes causales organizadas en planeadores (planning)42 usada por Pople (1982). 

El uso de redes bayesianas en diagnosis médica es extendido, por lo que sólo se puede 

hacer referencia a algunos autores. Uno de ellos es el propio Pearl (2000) quien muestra las 

ventajas metodológicas que representan las redes bayesianas en el tratamiento del famoso 

debate dado en Sprites et al. (1993, pp. 291-302). Este debate está vinculado con las 

correlaciones entre el cáncer de pulmón y sus posibles causas: sea por el hecho de fumar o por 

predisposición genética. Este debate buscaba exonerar a las tabaqueras de que el cigarrillo 

provocaba cáncer de pulmón, aduciendo a que estos últimos eran provocados por condiciones 

                                                
42

 Los plannings tal como lo utilizaremos en este apartado se refieren a una implementación particular 
utilizada por Pople para el desarrollo del sistema experto CADECEUS, esta última estrategia buscaba 
resolver varios problemas que posee Internist I. Uno de ellos es un problema de “jerarquía” que es típico 
en los arboles de decisiones. Muchas veces es necesario conocer o recibir informaciones de nodos más 
alejados para poder resolver de manera satisfactoria una toma de decisión en un nodo particular. La idea 
principal es evitar la pérdida de tiempo y de computación innecesaria para resolver un problema. El 
planning busca poder “anticipar” la decisión, aportando ciertas informaciones necesarias para los nodos 
superiores a la hora de resolver un proceso.     
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genéticas. Como se vio en la sección anterior Pearl usó al do operador para diferenciar entre 

observaciones e intervenciones. Este operador permite tratar con más precisión datos de tipos 

cualitativos e incorporar aspectos cuantitativos a las relaciones causales consideradas. Por 

ejemplo, retomando el debate sobre el cáncer de pulmón, se podría representar la relación 

causal de esta manera: P (lung cancer | smoking)>P (lung cancer). Al insertar el do operador se 

obtiene: P (lung cancer | do smoking)>P (lung cancer). Este ejemplo, a través de una 

formulación de las redes bayesianas, da una solución más adecuada que en su formulación 

clásica. Dicho logro se debe a los desarrollos hechos por Pearl respecto a la implementación 

del do operador. Esto se debe en particular a la fuerza expresiva que representa la acción 

frente a la observación, gracias al do operador. En el caso presentado, observar un cáncer y 

fumar pueden ser descriptos a partir de probabilidades clásicas en donde la probabilidad de 

tener un cáncer de pulmón dado el hábito de fumar: P (lung cáncer | smoking) = P. El problema 

radica en que no se pueden realizar experimentos sobre seres humanos para poder inferir o no 

la existencia de un vínculo causal entre tener un cáncer de pulmón y el hábito de fumar. El do 

operador permite estimar valores cuantitativos caracterizando lo que Pearl entiende por 

intervención (en un grafo). Esto es intervenir en el grafo eliminando ecuaciones dentro del 

modelo y reemplazándolas por constantes (Pearl, 2012, p. 4). Por ejemplo en el caso citado 

aquí P (lung cáncer | smoking) > P (lung cáncer) convirtiéndola en P (lung cáncer | do smoking) 

> P. Este paso se opera mediante un do-calculus (Pearl, 2001, p. 35). Este do-calculus 

introducido por Pearl (1995) es un procedimiento algebraico que tiene como función poder decir 

si un elemento es identificable y permitir realizar un mapeo entre las distribuciones 

observacionales y las intervenciones. La identificación busca responder a la cuestión de si una 

pregunta causal Q, puede ser estimada cuantitativamente a partir de los datos (Pearl, 2012, 

p.8). El do-calculus buscara entonces resolver a todos los do operador de la ecuación y 

asignarles estimaciones cuantitativas.      

Nivoski (2000) por otro lado ve a las redes bayesianas como una técnica útil para la 

construcción de un aparato portátil para el diagnóstico cardíaco con monitoreo de señales 

multi-modales. El enfoque está orientado al tratamiento de los datos estadísticos manejados 

por estudios epidemiológicos que suelen publicar estadísticas indirectas para la construcción 

de redes bayesianas. Estas son diseñadas para la diagnosis médica y cuentan con información 

probabilística incompleta. La idea propuesta por Nivoski es que se puede construir un sistema 

de diagnosis con datos incorrectos mediante la introducción de restricciones de dependencia 

con el dominio. Así se propone una solución para el problema de la determinación de las 
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influencias que provienen de varias enfermedades desde una sola prueba a partir de datos 

sensitivos y específicos para enfermedades individuales. 

Otra aplicación de las redes bayesianas es la de Madsen (2010) quien las usa para la 

diagnosis del cáncer de mamas, ovarios y de lengua. Su trabajo discute si las redes bayesianas 

obtienen buenos resultados en la diagnosis médica. Madsen ve con buenos ojos el uso de 

redes bayesianas debido a que estas poseen características interesantes: Son capaces de 

codificar datos a partir del historial de los expertos y de los pacientes. Además los resultados 

obtenidos son más accesibles en comparación a otros métodos. 

En este capítulo se ha descrito de manera general una para de la historia, 

características y propiedades de las redes bayesianas desarrolladas por Pearl. Además se ha 

planteado la cuestión sobre el manejo de las heurísticas dentro de la red así como también su 

vinculación con los algoritmos. También se ha planteado su vinculación con la formación de 

problemas bien-estructurados y por-estructurar. Se ha planteado además la importancia de la 

formulación de problemas en la diagnosis médica y la relevancia que poseen las redes 

bayesianas.  
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CAPÍTULO 4 

4. Internist I, sistema experto basado en conocimiento 
                            

 

En este capítulo se introducirán varios conceptos que permitirán una mejor comprensión 

de los sistema expertos basados en conocimiento, en particular el Internist I. El desarrollo de 

este sistema experto condujo posteriormente a otro sistema computacional llamado 

CADECEUS. Feigenbaum y McCorduck (1984) consideran  al CADECEUS como uno de los 

sistemas expertos más complejos. Se presentarán luego las heurísticas utilizadas por el 

programa Internist I implementado por Myer y Pople. Se concluirá el capítulo con algunas 

discusiones acerca de la relación entre estos sistemas expertos y el bayesianismo a partir de 

las propuestas de Myer y Pople. En particular se analizaran algunas de las implicaciones del 

supuesto de independencia que introdujimos en el capítulo 1.   

 

A. Internist I, una buena introducción a su funcionamiento 

 

Internist I es un sistema experto basado en conocimiento desarrollado por Myer y Pople 

a principio de los años setenta. Posteriormente Miller y un equipo de colaboradores se sumaron 

al proyecto. Varios elementos hacen de este sistema un objeto de estudio particular. Por un 

lado, a pesar del gran desarrollo y la expansión inicial de las herramientas bayesianas en los 

sistemas expertos, este grupo decidió apartarse de esta línea de investigación. Mycin 

elaborado por Shortliffe bajo la dirección de Buchanan43 y Cohen a principios de los setenta, 

para citar otro de los grandes programas, tampoco usaba a herramientas bayesianas debido 

principalmente a la problemática del supuesto de independencia. Lo importante, para nuestros 

fines, de Mycin radica en que el uso de un modelo ad hoc “del factor de certidumbre” dio pie al 

desarrollo de modelos gráficos y particularmente a las redes bayesianas (Shortliffe y 

Heckerman; 1992). Los constructores del Internist I rechazaban tanto el bayesianismo como el 

uso de lógicas ramificadas. En segundo lugar se desarrolló una nueva metodología, la de una 

heurística particionada. La idea subyacente era la de pensar en una nueva metodología más 
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 Uno de los creadores del sistema experto Dendral. 
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acorde a las prácticas por parte de los médicos. Y en tercer lugar, si bien se trata de un sistema 

experto, es curioso observar que se basa en la experiencia de un solo hombre, la de Myer. Este 

(Myer, 1985) se defiende afirmando que los principios por los cuales él se guía son compartidos 

por una gran mayoría de médicos. Los resultados obtenidos en las aplicaciones de este 

sistema fueron superiores al promedio de los médicos en general pero levemente inferior a los 

de mayor experticia (Shaffner, 1985).  

Los principios heurísticos implementados en el sistema experto eran los supuestos 

siguientes: i) observar al paciente a partir de una base patofisiológica. ii) proceder desde 

consideraciones generales hacia consideraciones específicas. iii) la “regla de Stead”. Veamos 

cada uno de ellos.  

Observar al paciente a partir de una base patofisiológica: el médico tiende a creer que 

razona, en base a la información que obtiene de un paciente, por medio de evidencia fisiológica 

y patológica. Pero según Myer, esto no sucede. Pues en realidad el médico raramente utiliza la 

evidencia fisiológica y patológica de manera conjunta. Por este motivo, Myer y Pople buscaron 

implementar un sistema que pudiera utilizar ambos tipos de evidencias de manera conjuntas.  

Proceder desde consideraciones generales hacia consideraciones específicas: esta 

heurística para Myer es muy útil para poder proceder en diagnósticos difíciles. Se parte desde 

consideraciones generales de una enfermedad, por ejemplo un problema cardíaco y mediante 

ciertas preguntas se remonta hacia casos más específicos, ¿la falla del corazón, implica las 

válvulas, el músculo o la cavidad pericárdica? 

Regla de Stead: Myer denomina por “regla de Stead”, a un dicho que este profesor le 

enseñó en Harvard: “Las enfermedades comunes son comunes”. Un médico le da preferencia a 

una diagnosis que involucre las enfermedades más comunes en la zona de su ejercicio 

profesional. Este punto es lo que se había descrito como un aspecto de la probabilidad a priori 

en el capítulo uno. El uso de esta heurística conlleva el peligro que ya se mencionó. El médico 

se puede encontrar con una enfermedad no común y diagnosticarla erróneamente. 

Dichas heurísticas son la base principal de la estructura que puede verse en el sistema 

experto Internist I. El sistema experto Internist I contenía una base de datos de unas 500 

enfermedades y alrededor de 3000 síntomas44 en 1985. El rol que se buscaba otorgarle a este 
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 Myer no habla de “síntoma” sino de manifestaciones. En la caracterización de síntoma que 
presentábamos en la introducción, se ha tomado a la manifestación como una parte del síntoma. Cabe 
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sistema experto era el de la consulta y apuntaba, por lo tanto, a tener interacciones con 

médicos principalmente. Myer y Pople buscaron modelar estas cuatro heurísticas. El primer 

desafío encontrado fue la organización de la base de conocimiento y clasificación de las 

enfermedades. Para esto se inicia la clasificación desde categorías muy amplias para luego 

realizar subdivisiones cada vez más específicas. Myer lo ejemplifica de la siguiente forma: una 

enfermedad del hígado sería la categoría inicial más general, luego se hace una subdivisión 

más específica como la colestasis, parénquima hepática, una enfermedad hepática vascular, 

etc. Luego, si la diagnosis se orienta hacia la colestasis, existen dos grandes categorías, por un 

lado una obstrucción importante de conducto y por otro una obstrucción pequeña de conducto 

con el hígado. Tomando el caso de la obstrucción importante se divide en categorías de 

enfermedades concretas como el carcinoma de la cabeza del páncreas, el carcinoma del 

conducto de la bilis, la colangitis esclerosante, constricción del conducto de la bilis, etc. Se le 

asigna a cada enfermedad un perfil. Este perfil contiene todos los síntomas que se han 

registrado para una determinada enfermedad. Se puede entonces dibujar una tabla en la cual 

están incluidos todos los síntomas. A cada síntoma se le asigna dos números (figura 10). 

Síntomas Fuerza evocada (evoking 
strength) 

Número de Frecuencia 

Dolores abdominales cólicos 2 3 

Vómitos recientes  0 3 

Pérdida de peso superior a 
10% 

0 1 

Hígado se agrandó 
moderadamente  

2 3 

Ictericia 2 3 

Figura 10. Una lista a modo de ejemplo de algunas de las manifestaciones conocidas de la 

coledocolitiasis. (A partir de un cuadro de  Myer, 1985)      

                                                                                                                                                       
aclarar que no se hace uso de una diferenciación entre estos dos conceptos. En Myer, la manifestación 
tiene a los síntomas como partes. En este sentido su concepto de manifestaciones es más amplio. Se 
decidió por ende usar en este capítulo el término “síntomas”.       



  - 82 - 

El valor de la segunda columna de la tabla hace referencia a la fuerza evocada (Evoking 

strength) y responde a la pregunta: “si el paciente posee este síntoma de la enfermedad, ¿cuán 

probable será este diagnóstico?”. Se utiliza una escala entre 1 y 5, siendo 5 el máximo. El “0” 

que se puede ver en la tabla remite a los síntomas que son tan ampliamente compartidos entre 

las enfermedades que no tienen ningún valor para reforzar la diagnosis. Los valores de esta 

escala se ven influenciados por los contextos de desarrollo de la enfermedad. Por ejemplo las 

bases de datos serían distintas en zonas tropicales que en Europa occidental. Esta es uno de 

los aspectos de lo que se caracterizó anteriormente como probabilidad a priori. El valor de la 

tercera columna de la tabla hace referencia a números de frecuencia y responden a la pregunta 

de Myer “si la enfermedad está presente, ¿cuán probable es el síntoma?”. Se usa nuevamente 

una escala de 1 a 5, “1” siendo rara o inusual, “2” una minoridad significativa, “3” 

medianamente, “4” una mayoría significativa, y “5” totalmente probable.  

Por otro lado, se puede reorganizar en sentido inverso la información, seleccionando un 

síntoma y evaluándolo a partir de las enfermedades representadas en la figura 11. 

Enfermedades Fuerza evocada Número de frecuencia 

Linfosarcoma  2 1 

hipertensión del portal 
presinusoidal  

1 1 

Tricoleucemia 1 3 

Leucemia mielógena crónica 3 2 

 

Figura 11. Enfermedades relacionadas con el síntoma de la esplenomegalia masiva. (Recorte de 

una lista hecha por Myer)  

 

También se suele utilizar un tercer valor que hacer referencia a la importancia de la 

enfermedad. Responde a la pregunta: “¿cuán importante es el síntoma de la enfermedad bajo 

diagnosis?”. Al igual que las otras escalas, sus valores varían entre 1 y 5. En este sentido los 
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síntomas son clasificados en función de ítems históricos, signos físicos, LAB 045, LAB 146, 

LAB247. El LAB2, dice Myer, es utilizado por parte de Internist I solamente en casos en que el 

tipo de diagnóstico lo requiera. El programa en este sentido toma cuenta de este factor de 

necesidad evitando soluciones más costosas, invasivas o poco confortables.  

Finalmente se puede considerar una última clasificación que toma en cuenta las 

propiedades con prerrequisitos. Por ejemplo que un cáncer de testículos no sería diagnosticado 

a una mujer, o si un paciente posee alto colesterol no se harán búsquedas que no consideren 

esta información. 

En base a la información de los síntomas de un paciente introducida en el programa se 

formulan diversos modelos o hipótesis respecto a la diagnosis. Cada modelo resultante posee 

cuatro listas de síntomas.  

Lista A: incluye a los síntomas presentes en un paciente y explicados por la 

enfermedad. La fuerza evocada (evoking Strength) da un valor numérico a cada síntoma 

positivo respecto de una hipótesis, dentro del conjunto de todas las hipótesis.  

Lista B: contiene los síntomas presentes en el paciente pero que no son explicados por 

la enfermedad. Este valor dice Myer, puede llevar a rodeos inútiles o hacia otra enfermedad o 

condición que posea el paciente, este valor es cuantificado por los números correspondientes a 

la importancia de la enfermedad.  

Lista C: contiene síntomas esperados de la enfermedad pero que no se encuentran 

presentes en el paciente. Esta lista es cuantificada por el número de frecuencia (el valor de la 

segunda columna en las tablas de las figuras 10 y 11) del síntoma, dada una enfermedad. Este 

número es negativo en tanto que es restado de los valores obtenidos en las listas A y B. 

Lista D: es la compuesta por los síntomas esperados de la enfermedad pero que se 

desconoce si están presentes o no en el paciente. El sistema entra en un modo del programa 

computacional, el interrogativo, que puede cambiar los valores de las otras listas.  

Los modelos utilizados son luego particionados. El sistema de partición, en términos 

simples, dice Myer, depende de lo que llama homología, es decir que cuando dos o más 
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 Son procedimientos de laboratorios rutinarios por los que pase todo paciente hospitalizado.  
46

 Procedimientos de laboratorios no rutinarios, baratos y no invasivos.  
47

 Procedimientos de laboratorios caros, invasivos y molestos para el paciente.  
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modelos son homólogos48 pueden ser vistos como competidores o como complementarios. Son 

vistos como competidores en los casos en que los síntomas de un paciente puedan conducir a 

dos enfermedades. Mientras por otro lado, si no se puede definir algún tipo de homología entre 

dos modelos de enfermedades, entonces se considera que ambas enfermedades están 

presentes por lo que podrían ser complementarios. Desde esta partición, el sistema debe elegir 

un modo de análisis para la partición original, con la finalidad de poder continuar con el proceso 

de diagnosis. Se utilizan tres modos de análisis vinculados con una estrategia: i) descartar 

(rule-out), si no hay una hipótesis que predomine se inicia este camino. La decisión de 

descartar las hipótesis depende de un proceso de evaluación vinculado con los números de 

frecuencias. ii) discriminar (discriminate), cuándo hay pocas hipótesis predominantes se inicia 

este modo. A través de preguntas se evalua el soporte de una hipótesis en relación con otras 

hipótesis. Tantos los números de frecuencias como la fuerza evocada son usados. iii) perseguir 

(Pursue). Se utiliza este modo cuando una hipótesis se destaca entre las otras y se busca 

entonces confirmar este diagnóstico. La fuerza evocada es el valor usado para orientar las 

preguntas que sirven para la evaluación. 

Otro aspecto relevante para entender la estructura de la representación del 

conocimiento en Internist I es el uso de grafos causales. Estos buscan representar las 

relaciones existentes entre ciertos síntomas (manifestaciones) y sus posibles causas.      

Finalmente una última característica importante de Internist I es que permite representar 

vínculos (links) luego de que los síntomas hayan sido explicados a partir de una enfermedad. 

Una vez realizada la explicación de los síntomas, el proceso es retomado para usar las de los 

síntomas remanentes. Si hay evidencia suficiente, los síntomas inexplicados son retomados 

para realizar un proceso de diagnosis adicional. Pero antes de realizar este proceso de 

reciclaje, se asigna un marcador a dicho proceso para dar así espacio a un vínculo (link) que 

figura como un valor “adicional” para cualquier enfermedad relacionada. Para Myer, este 

vínculo es importante porque forma parte del proceso habitual de la diagnosis. Además esta 

representación permite realizar un manejo de enfermedades que pueden considerarse como 

relacionadas entre ellas más que como meramente independientes. Hay que recordar que el 

manejo secuencial de una enfermedad por parte de Internist I le impide realizar una diagnosis 

de enfermedades múltiples en un solo proceso. Este aspecto particular es lo que llevará a 

Pople a desarrollar el sistema Internist II, que luego se convertirá en CADECEUS, con el fin de 
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 Esto es que sean correspondientes o similares en su posición, valor, estructura o función.  
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poder manejar este tipo de complejidad.  

Entonces, de acuerdo con los autores citados, un sistema de diagnosis en medicina 

interna debería tener por lo menos cinco características: i) Debe ser capaz de realizar diagnosis 

de enfermedades relacionadas o independientes. ii) La diagnosis debe poder construirse de 

forma que considere aspectos ad hoc, debido a las particularidades de los pacientes. Este 

aspecto complejiza notablemente la tarea de diagnosis. iii) Debe ser capaz de manejar 

diferentes formas de ordenar la presentación de la información. Este problema se encuentra 

vinculado con que la información que recibe el médico suele provenir de dos fuentes principales 

(como se ha visto en el capítulo I), inspección directa con el paciente y de su relato y por otro 

lado del laboratorio. Estos contextos poseen aspectos temporales distintos (una consulta puede 

durar 20 minutos mientras un estudio una semana), metodologías distintas (la primera sigue 

“reglas” del diagnóstico mientras la segunda está atada a procedimientos particulares del 

estudio en cuestión), y formas de  producir datos distintos (la consulta utiliza una cantidad de 

datos circunscriptos a las descripciones del paciente y observaciones del médico, mientras que 

el laboratorio utiliza otros procedimientos). Viéndolo como un proceso, este flujo de información 

es organizado por el médico para poder relacionar los datos obtenidos con las hipótesis 

planteadas. iv) Progresión desde lo general a lo específico. v) El sistema debe poseer la 

habilidad de eliminar aspectos irrelevantes. Para Myer, Internist I posee todas esas 

calificaciones salvo la número cuatro puesto que si bien se categoriza a las enfermedades 

desde lo general a lo específico, el programa no genera un proceso de diagnosis que siga ese 

camino. Por ello es preciso distinguir entre un mero procedimiento de categorización y el 

procedimiento central de resolución de problema que sigue el sistema. En efecto uno de los 

problemas encontrados por Myer y Pople era la organización eficiente de la base de datos 

(nosológica) por medio de una heurística de partición. Esta heurística, a la hora de realizar las 

particiones, prescinde completamente de las categorías nosológicas y sólo asigna los valores 

correspondientes a las probabilidades de los elementos que pueda evaluar (en el apartado 

siguiente se verá con más detalles al problema). Podríamos denominar a este proceso de 

resolución de problemas que involucra la clasificación de categorías nosológicas una verdadera 

“heurística de categorización”. La diferencia entre “categorizar” y el procedimiento central de 

resolución de problemas podría verse en el Internist I. Este sistema computacional al no tomar 

en cuenta las categorías nosológicas, no utiliza lo que hemos llamado heurística de 

categorización para la resolución de problemas. (Myer 1985). 

 Luego de presentar los mecanismos del Internist I por separado, veamos de que modo 
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se organiza para realizar un diagnóstico: en primer lugar se entra en una fase de evaluación, en 

la cual se separan todas las enfermedades que pueden vincularse con los síntomas 

observados en una lista. Esta evaluación asigna los valores que se han descrito como una 

suma en la frecuencia que favorece una enfermedad, tomando en cuenta la importancia y la 

fuerza evocada (Lista A y B). Y por otro lado al valor resultante se le restan los valores 

obtenidos a partir de los números de frecuencias (Lista C). Una vez generado el ranking de las 

posibles hipótesis de una enfermedad, se formula un problema. El problema es formulado en 

base a las hipótesis con mayores puntajes usando un criterio heurístico. Este criterio heurístico 

establece que dos enfermedades serán consideradas como alternativas entre sí, si tomadas de 

manera conjuntas, no explican más, de los elementos observados, de lo que ya haya sido 

explicado por ellas mismas de forma separada. Este conjunto de enfermedades alternativas, 

con sus respectivos valores asignados, en un sentido jerárquico desde lo más alto a lo más 

bajo, según Pople, se componen para conformar un problema que orienta la atención del 

proceso de resolución del problema. Luego, el programa selecciona preguntas  en función de 

los modos (Rule out, Discriminate, Pursue) que puedan ayudar a discriminar, re-evaluar las 

enfermedades evocadas en base a nueva información obtenida y que puede conllevar la 

reformulación del problema (Lista D). Aunque la orientación del problema pueda ser modificada 

en el sistema, siempre permanecerá bajo consideración un solo problema. Por último, una vez 

que un problema comienza a ser resuelto, de acuerdo con los criterios del sistema, entra en 

una lista de “diagnosis concluidas”. Se crea entonces un vínculo (link) a partir de un marcador 

que establece que dicha diagnosis “pertenece a” todos los síntomas explicados por una 

enfermedad. Luego el sistema reinicia el ciclo hasta que todos los problemas considerados en 

el caso logren ser “resueltos”. Se usa un algoritmo de valoración (scoring algorithm) para poder 

permitir esta “vinculación” (entre la diagnosis y la explicación de todos los síntomas de una 

enfermedad) y asignar así un valor adicional a toda enfermedad que esté vinculada con alguna 

enfermedad cuya diagnosis esté concluida. Este algoritmo busca destacar la importancia que 

tienen, desde una perspectiva causal y temporal, las probabilidades de que ocurran 

combinaciones de enfermedades.               

     

B. Problemas encontrados en Internist I y las críticas hacia el 

bayesianismo.  
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En este apartado se analizarán dos cuestiones entorno al programa Internist I. La 

primera concierne a los problemas intrínsecos al sistema. La segunda hace referencia a la 

problemática del bayesianismo y precisamente al supuesto de independencia. Este último 

constituye una de las críticas centrales de Pople.  

Entre las diferentes críticas que ha recibido la implementación del sistema Internist I se 

puede citar, siguiendo a Pople (1982, p. 24) a las siguientes: 

El algoritmo de valoración (scoring algorithm): según Pople (1982, p. 24) este 

mecanismo no conduce siempre a definiciones de tareas apropiadas. Si bien puede tener una 

cierta sensibilidad hacia datos de mediciones relevantes, a veces ciertos datos específicos son 

dejados de lado. Este último aspecto se daría por el uso de heurísticas que hace el sistema. El 

programa computacional parece tomar en consideración hechos de poco valor para el 

problema clínico, debido principalmente a la influencia de los grandes volúmenes de datos en 

donde se realiza la búsqueda.        

El aspecto secuencial de la resolución de problemas: la dificultad a pesar del gran éxito 

(en poder manejar problemas concurrentes múltiples, y de un acercamiento más conservador 

que agresivo) que ha dado este método secuencial es que en casos complejos el programa 

tiende a iniciar su análisis considerando conjuntos importantes de tareas inapropiadas. Esto se 

debe principalmente a la incapacidad del programa en poder ser “consciente” de las evidencias. 

En este sentido, estas evidencias pueden brindar resultados para un problema, pero como no 

figuran en el listado de evidencias incorporadas inicialmente, estas son omitidas. Este aspecto 

aporta un aumento innecesario al proceso computacional. A pesar de ello, Pople afirma que 

esto no lleva errores de diagnóstico. 

La formación ad hoc de la estructura del problema: la base de conocimiento presente en 

Internist I incluye una jerarquía de categorías de enfermedades desde las más general a las 

más específicas. Pero como se ha dicho anteriormente, ese aspecto no pudo ser implementado 

efectivamente dentro del proceso de análisis realizado por el programa. Por esta razón se 

decidió usar una heurística basada en un algoritmo de partición (heuristic partitioning 

algorithm). El citado algoritmo agrupa los diagnósticos que “cree” que puedan alternarse 

mutuamente. El problema radica en que cada enfermedad debe, según la jerarquía del 

programa vía su base de conocimiento, ser guardada en un único lugar mientras que el 

algoritmo de partición agrupa posibles diagnósticos. En esta tarea específica el programa 
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computacional no logra reunir estas particiones con las jerarquías supuestos a priori. De esta 

forma la base jerárquica se queda rápidamente obsoleta.  

Limitaciones de la estrategia de decisiones de Internist I: la estrategia usada en Internist 

I de tomar en consideración las primeras hipótesis con mayor puntaje pero sin descartar del 

todo las otras hipótesis ha sido ventajosa en relación con otros sistemas expertos. Uno de los 

problemas centrales que señala Pople (1982, p. 26) es que el programa no puede cuestionar la 

forma en la cual se ha constituido el problema. En este sentido el programa, dice Pople, genera 

definiciones de tareas que pueden no ser adecuados pero sigue su búsqueda por el mismo 

camino. Debido a que la forma de la definir al problema no es adecuada y que el programa 

sigue procesando datos por ese camino el resultado alcanzado no constituye un diagnóstico 

confiable. El hecho de que Internist I no sea capaz de manejar tal problemática es, para Pople, 

un problema originado desde lo que podría llamarse como el marco teórico del programa. Las 

construcciones ad hoc son productos de contextos particulares que parecen ajenos a la lógica 

del programa. Si bien el médico lo puede resolver fácilmente dándose cuenta de la importancia 

del contexto del problema, el programa no posee las herramientas para poder hacer uso de 

estos aspectos contextuales. La única manera de que el programa pueda dar cuenta de esta 

problemática es mediante la incorporación de nuevas estructuras de conocimiento con 

información sobre la tarea bien-estructurada de la diagnosis diferencial, sobre las entidades 

supuestas por las enfermedades que las constituyen, de criterios útiles para poder aceptar o 

descartar alternativas y de advertencias específicas sobre el proceso de decisión seguido por 

una tarea de postulamiento de diagnosis.  

La imposibilidad de poner a prueba atribuciones condicionales en la estructura del 

conocimiento de Internist I: el problema se origina en la forma en que se ha compilado la base 

de conocimiento de Internist I. En particular hacemos referencia aquí a ciertos mecanismos 

concernientes a descubrimientos de enfermedades consideradas a partir de indicios anormales. 

Este es un problema serio ya que hace que el programa, realiza un perfil de la enfermedad a 

partir de ciertas condiciones patológicas particulares y mediante el cruzamiento de datos, lo 

puede generar en un punto nuevos descubrimientos. Los descubrimientos así realizados, e 

incorporados dentro de la base de datos, ocasionan una predisposición acerca de cuáles 

síntomas puedan esperarse. Varias cuestiones preocupan a Pople (1982) sobre esa 

problemática, a) en ciertas ocasiones, puede existir la posibilidad de que el programa tome en 

consideración valores poco considerados en la hipótesis de la enfermedad. Esto se daría 

porque el programa busca explicar los datos a partir de ciertas presunciones. Pero un análisis 
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patofisiológico mostraría que tal enfoque del programa es erróneo. Esto puede llevar a 

decisiones incorrectas pero también a atribuciones erróneas que pueden impedir al programa 

perseguir nuevos caminos porque “cree” que todo ha sido bien explicado. b) Además, esta 

manera de proceder del programa puede impedir la incorporación de Internist I en una línea de 

tiempo efectiva entre la condición del paciente y los patrones temporales de la enfermedad. 

Para realizar este tipo de diagnosis particular es importante poder realizar juicios respecto de 

las descripciones clínicas y patológicas del paciente en un determinado punto. c) Asimismo, 

agrega Pople, no hay manera de que pueda hacerse explícito, en un nodo del grafo causal del 

programa, la atribución de un descubrimiento sobre la condición de una enfermedad respecto a 

la ocurrencia de un estado intermediario. Este aspecto constituye un problema representacional 

en Internist I. Tampoco se pueden incorporar nuevos nodos o estados intermedios y ello 

oscurece la posibilidad de descubrir hipótesis unificadas debido al método secuencial de la 

formulación de problema y de la resolución de problema de Internist I. 

El segundo tipo de dificultades que podemos encontrar en Internist I es la vinculada a 

las críticas realizadas en contra del bayesianismo. Internist I no fue concebido con la intención 

de implementar un modelo Bayesiano. Myer y Pople rechazan fuertemente esta perspectiva al 

igual que Shortliffe, el creador de Mycin. Tomando en consideración ese rechazo se podrían 

plantear varias cuestiones epistemológicos y metodológicos en Pople (1985, p. 182). La mayor 

dificultad concierne al denominado supuesto de independencia. Otro problema ligado al 

tratamiento de las enfermedades múltiples, apunta a que tal como suele estar implementado el 

análisis Bayesiano se requiere que el conjunto de posibles diagnósticos deban ser exhaustivos 

y mutuamente exclusivos. Para describir estas problemáticas se citará a Charniak (1983, 1991), 

Szolovits (1995) y a Clouser (1985), en particular para abordar cuestiones vinculadas con el 

supuesto de independencia.  

Para Charniak (1983) existen tres razones principales que explican el rechazo del 

bayesianismo en inteligencia artificial por parte de los investigadores en diagnosis médica: a) 

debido a que en su forma “pura”, la perspectiva estadística bayesiana requiere un número 

imposible (en la práctica) de parámetros estadísticos. b) La única manera de resolver el 

problema descrito en a) es en imponer un supuesto absurdo de independencia estadístico. c) 

En cada etapa, la perspectiva estadística bayesiana sólo funciona para situaciones en donde 

hay una sola enfermedad. 

Según Charniak, el punto “a” constituye un problema genuino, mientras que el punto “b” 
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no lo es. El punto “c” parece constituir una dificultad de peso pero en realidad la perspectiva 

estadística bayesiana es perfectamente compatible con varias soluciones de tipo heurísticas 

para el problema de las enfermedades múltiples.49 Para rechazar una perspectiva bayesiana en 

el punto c, dice Charniak (1983, pp. 71-72), habría que rechazar también por analogía algunas 

maneras de solucionar estos problemas de forma numéricas. El punto “a” y “b” son los más 

interesantes para tratar el problema del supuesto de independencia. Lo que se plantea en el 

punto “a”, se puede entender porque no existen razones claras para vincular una determinada 

enfermedad con síntomas particulares.50 Si además se agrega a este problema aquellos 

síntomas que se deben considerar, de acuerdo con la evolución de la enfermedad, las variables 

a tomar en cuenta aumentan dramáticamente. A la hora de proponer la tarea de la diagnosis se 

desconoce cuál sería el número necesarios de síntomas necesario para poder generar una 

comparación. Si se observan determinados síntomas se lo representará entonces como S1...Sn 

para una enfermedad di. Esta sería la mejor opción para una enfermedad que logre maximizar 

la probabilidad condicional de di dado S1...Sn, formulado de la siguiente manera P (di|S1...Sn). 

Lo que hace que la ecuación de Bayes se vea así:  

 (  |    )  
 (  )   (     |  ) 

 (     )
 

  

Como se desconoce el número de síntomas, se debe considerar a todos los 

subconjuntos de síntomas, lo cual genera un número inmanejable. Para lograr un número de 

síntomas que sea manejable por el problema se requiere considerar probabilidades 

independientes. Este supuesto establece, según Clouser (1985, pp.50-51),  que la verosimilitud 

(likelihoods) de este síntoma vinculado con la enfermedad, es completamente independiente de 

algún otro síntoma que estuviera asociado con la misma enfermedad.  Si se combinan, por 

ejemplo, algunos síntomas, pueden aparecer varios problemas. Si se consideran dos síntomas 

que están ocurriendo en el paciente en este momento, y que ambos dan una verosimilitud 

(likelihoods) alta, uno esperaría que al combinarlos esto reforzará la hipótesis inicial sobre la 

enfermedad. Pero este no es el caso, todo lo contrario, debido a que, al combinar estos dos 

síntomas, se crea un evento con una ocurrencia de variables única, la cual constituye una 

coincidencia. Es decir que el evento creado a partir de la combinación de estos dos síntomas, 

reduce la probabilidad de tener una determinada enfermedad.  Pero se sabe que en la tarea de 

                                                
49

 Esta solución representa el problema n°2 planteado por Pople. 
50

 Como se vio en capítulo I. 
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diagnosis esto no es así, que los síntomas no se consideran como entidades “ontológicamente” 

independientes de otro, sino que se encuentran causalmente vinculados con el paciente. Si 

estos síntomas no están vinculados de esta manera entonces lo estarían con relación a un 

tercero. Clouser (1985, pp. 50-51) da un ejemplo sobre qué pasaría si se considera la 

probabilidad de varias combinaciones de síntomas dada una enfermedad. Los n síntomas que 

son fruto de observaciones se potencian a la 2n si solamente se toma en cuenta combinaciones 

binarias como pares. Esto resulta en 1, 048,576 de posibles combinaciones. Si existen 16 o 20 

síntomas que combinar, se alcanza a ver la relevancia que toma el problema. Existen varias 

técnicas para manejar esta problemática. Pero principalmente lo que se hace, retomando a 

Clouser, es buscar las combinaciones de síntomas más frecuentes y luego se define estas 

combinaciones como una unidad para entonces tratar esta unidad como un síntoma 

independiente y así poder realizar el cálculo. Pero el supuesto de independencia no parece 

reducirse solamente a la forma descrita más arriba. Para Charniak, en efecto, se pueden dar 

dos supuestos de independencia: i) el de la independencia entre dos síntomas que fue descrita 

y ii) aquel según el cual dos síntomas no son propios de un único grupo de personas sino parte 

de un subgrupo de personas sufriendo una enfermedad particular d. En estos casos es 

necesario reinterpretar la fórmula de Bayes en base a los nuevos elementos planteados. Se 

puede reescribir a la ecuación de Bayes de la siguiente forma:  

 (  |     )  
  (  )   (  |  )    (  |  ) 

  (  )    (  ) 
 

 

Charniak (1983) en particular busca diferenciarse de la propuesta citada de Clouser 

para la inteligencia artificial. Realizar una unificación solamente a partir de las relaciones que 

puedan existir entre dos síntomas se puede prestar a confusión. En efecto, esto supone que tal 

perspectiva debe ser válida para todas las enfermedades y que por lo tanto no se permite 

ninguna novedad en los valores de lo a priori y lo a posteriori. En cambio ajustar síntomas con 

una sola y única enfermedad permite una modificación en estos niveles. De esta manera el 

razonamiento causal ocupa un lugar central, y se busca representarlo mediante estados 

patológicos. Pero esta última estrategia no siempre funciona. Este cambio puede ser 

implementado en Mycin para poder utilizar relaciones que aparecen como razonablemente 

obvias cuando los síntomas no sean independientes. El problema con Mycin sería más 

complicado si hubiese algún síntoma que fuese central para el proceso de diagnosis y que 
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dicho programa no fuera capaz de identificarlo51. Para Internist I es diferente, como se ha visto, 

el programa no puede manejar adecuadamente una base de conocimiento a priori, puesto que 

la heurística basada en el algoritmo de partición no toma en cuenta a las jerarquías de 

enfermedades supuestas dentro del programa. Este elemento es, según Charniak, el principal 

problema que surge al asociar el bayesianismo con Internist I. A pesar de esto, el resto de los 

elementos que constituyen al programa Internist I tiene una fuerte base bayesiana. En este 

sentido, y de manera semejante a lo que ocurre con el Mycin, el funcionamiento de Internist I 

parece emular ciertos comportamientos que pueden interpretarse en términos bayesianos 

(Charniak, 1983, p. 70). La reformulación de las ecuaciones de Bayes por Charniak apunta a 

poder tratar el supuesto de independencia en sus dos formas. Para aquellos programas que 

ignoran los aspectos a priori se intenta construirlo a partir de un logaritmo52:  

   ( (  |     ))

    ( (  ))     ( (  |  ))       ( (  |  )) 
 

 Que puede ser reducido a:  

  (  |     )    (  )    (  |  )      (  |  ) 
 

Esta manera de tratar el supuesto de independencia tendría sus ventajas, según 

Charniak (1983, p. 71), en el sentido que se redefine al “S” en relación directa con “D”. En 

cambio Clouser (1985) redefine al “S” como resultado de ciertos patrones de relaciones. En 

referencia a los aspectos a priori, este puede aparecer si se toma como base a los resultados 

obtenidos al correr por primera vez al logaritmo y así usar los datos resultantes para la 

ecuación.  

                                                
51

 Mycin permite elaborar un listado de síntomas dada una enfermedad (S1, S2, S3,…). El problema 
aparece cuando todos los síntomas aparecen pero uno resulta ser desconocido. En este caso Mycin no 
logra realizar satisfactoriamente una buena diagnosis. Si bien este problema puede ser resuelto 
mediante la incorporación de una extensión en la base de datos, representa una limitación. Esto puede 
ser particularmente complicado en el caso en el cual se busca diagnosticar un paciente con apuro para 
poder tratarlo lo más adecuadamente posible dada una condición peligrosa.    
52

 Según Charniak (1983, p. 71), el uso de un logaritmo toma sentido dado que la probabilidad siempre 
se encuentra modificada a partir de una multiplicación con algún factor. Y además, por otro lado, las 
probabilidades para las enfermedades pueden tener variaciones muy amplias (la probabilidad a priori de 
una tos es de ~10

-1
 mientras que para una enfermedad rara es de ~10

-10
). Por lo que para Charniak da 

sentido usar un logaritmo más que las probabilidades por ellas mismas.   
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Szolovits presenta otro método para resolver la cuestión y formula la ecuación de Bayes 

de la siguiente forma:  

 (  | )  
 (  )   ( |  )

 ( )
 

  

El tratamiento del problema del supuesto de independencia, según la estrategia de 

Szolovits, se basa en interpretar la ecuación de Bayes como una probabilidad (likelihoods) de 

ratio escalonado en base a un método secuencial inferencial bayesiano. El tratamiento de los 

aspectos a priori se hace de la misma manera que Charniak: tratar lo a posteriori como lo a 

priori. Pero en vez de usar una probabilidad común se usa la probabilidad en el sentido de 

“odds”53 (½, ⅔, ⅘, etc.) que poseen como característica la posibilidad de aumentar con un 

cierto nivel de precisión la interpretación de los datos obtenidos. Por ejemplo, dice Szolovits 

(1991), que la diferencia entre 98% y 99% de algún evento puede representar una diferencia 

mucho mayor de lo que aparenta el orden de “odds” en el orden de 50:1 y 100:1. Esta 

perspectiva en relación a la independencia tendría sus ventajas ya que esta metodología 

basada en “odds” permite manejar con mayor precisión las condiciones de independencia entre 

síntomas de una enfermedad.54  

Al interpretar de esta manera la ecuación de Bayes, Szolovits vé que el uso de la 

heurística de valoración manejada por Internist I, y por ende de las frecuencias resultantes, son 

mejor interpretadas como una probabilidad (likelihoods) de ratio escalonada. 

Ahora bien, lo más interesante es que las propuestas de Szolovits y Charniak, son 

métodos basados en redes bayesianas. Ello permite dar sustento a una de las hipótesis 

centrales de este trabajo, a saber que a partir de la perspectiva supuesta por las redes 

bayesianas se puede reinterpretar la tarea de diagnosis llevada adelante por el programa 

Internist I. En este sentido, se podría decir que el adoptar un punto de vista que considera a las 

implementaciones computacionales pero que no se reduzca a ellos permitiría entender unas 

prácticas científicas como la diagnosis desde propuestas generales como la del bayesianismo.                   

En este capítulo se ha visto con un cierto nivel de detalle la descripción del sistema 

                                                
53

 En el capítulo 1 ya se había anticipado las explicaciones sobre la propuesta de Szolovits.  
54

 Esto puede hacerse a partir del análisis de un grupo de personas en donde los resultados a posteriori 
pueden luego servir para formular la probabilidad a priori de la ecuación.  
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experto Internist I, sus fortalezas así como también sus puntos débiles y las relaciones que 

podría establecerse con el bayesianismo. En particular se ha tomado en consideración la 

propuesta de las redes bayesianas como una forma de comprender la tarea de diagnosis 

llevada adelante por el programa Internist I.  
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CAPÍTULO 5 

5. Conclusiones 
 

En esta última sección realizaremos una revisión de lo hecho considerando además 

algunas cuestiones complementarias. En el capítulo I se ha visto una forma de entender a la 

diagnosis médica a partir de la computación. Se han visto también una serie de técnicas con 

las cuales se ha buscado organizar aquellos aspectos que permiten entender la diagnosis 

médica desde una perspectiva computacional. En el capítulo II se hizo un recorte histórico 

respecto de los programas computacionales dedicados a la diagnosis médica pero también a lo 

que se entiende por “experto” y sistemas expertos para luego finalizar con tres caracterización 

de heurísticas y un análisis de los eventuales contrastes entre heurísticas y algoritmos. En el 

capítulo III se introdujo de manera muy esquemática el bayesianismo, y las redes bayesianas 

desarrolladas por Pearl. Además se realizó un análisis y una descripción de lo que se puede 

entender por heurísticas como herramientas computacionales matemáticas y de posibles sus 

relaciones con la diagnosis médica. En ese capítulo se propuso la hipótesis de que se 

requieren dos niveles heurísticos y uno algorítmico para entender a las redes bayesianas. 

Luego se intentó mostrar las relaciones entre las cuestiones planteadas en la implementación 

de la diagnosis médica y con la formulación de problemas. Esta cuestión nos llevó a la 

discusión de la relación entre problemas bien-estructurados y por-estructurar. En el capítulo IV 

se realizó una descripción y análisis del Internist I y de sus contrastes con una posición 

bayesiana. Este contraste que como se ha visto, se centró en la cuestión del supuesto de 

independencia y sus relaciones con las redes bayesianas.  

A los fines de realizar una evaluación de la discusión sobre la implementación de la 

diagnosis médica, presentaremos un debate y dos cuestiones complementarias. El mencionado 

debate concierne a la controversia desarrollada entre Gillies y Pearl respecto a si la elaboración 

de una red causal conlleva una toma de posición respecto de conocimientos de tipo objetivo o 

subjetivo (Gillies, 2000). A nivel filosófico se puede rastrear antecedentes de esta discusión en 

el debate sobre la probabilidad entre Keynes y Ramsey (Gillies, 2000). El primero defendía una 

postura según la cual la probabilidad manejaba creencias de tipo “objetivistas” mientras que el 

segundo sostenía que la probabilidad  constituye una colección de creencias de tipo “subjetiva”. 

El subjetivismo en probabilidad tendrá como mayor exponente a De Finetti cuya postura radical 

motivo polémica con Popper,  fundador de la probabilidad propentista, en los años 50 del siglo 
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XX (Gillies, 2000). Gillies (2000) en una primera etapa fue un fiel seguidor de Popper y Lakatos 

con fuertes críticas desde un “objetivismo radical” contra Pearl55. La transformación de la 

postura de Gillies en favor de posiciones de tipo subjetivistas no implica una afiliación firme a la 

escuela de De Finetti. Al contrario ciertos aspectos del propentismo siguieron jugando un papel 

central en las tesis defendidas por Gillies. El interés de Gillies por las redes bayesianas colocó 

entonces a Pearl como interlocutor. A partir de estas discusiones Gillies desarrolló lo que va a 

denominar “redes bayesianas propentistas”. La modificación del propentismo Popperiano por 

parte de Gillies se debe a que existe una dificultad en la forma en la cual se maneja los 

supuestos causales. Mientras que suponemos que la causalidad se debe entender como un 

proceso asimétrico, la probabilidad es simétrica. Esto se conoce como la “paradoja de 

Humphrey” (Gillies, 2000, p. 114). Tal paradoja dificulta el uso del propentismo, a causa de su 

naturaleza estrictamente probabilista, para abordar la causalidad. Las redes bayesianas, según 

Gillies (2002), parecen resolver tal paradoja debido a que las flechas supuestamente 

representan una noción de asimetría propia de la causalidad. Pero no parece que sea el caso, 

dice Gillies, debido una sugerencia similar a una propuesta por Salmon y que hemos visto en el 

capítulo 4. El problema concierne al caso de tener un tenedor de Reichenbach invertido 

(Reichenbach fork) en donde A y B convergen en C (ver figura 12).   

 

 

Figura 12. A y B son el resultado del lanzado de dos monedas y C es un timbre. 

 

Este ejemplo presentado por Pearl (1988, p. 116) involucra un conjunto de condiciones 

                                                
55

 En Gillies (2000) se puede encontrar en la parte introductoria una explicación que permite entender 
porqué de su giro hacia un objetivismo no tan radical. Una de las razones mencionadas es que su 
esposa economista, habiendo sido estudiante de De Finetti, lo acercó a su obra 
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repetibles, en donde de forma independiente se lanza una moneda A y una moneda B. Si en 

ambos casos se obtiene cara entonces suena el timbre C. Este ejemplo representa según 

Gillies (2002) un caso de red bayesiana Propentista que también es una red causal. Pero si se 

invierten las relaciones se obtiene la figura 13, en donde una flecha sale de C hacia A y otra de 

C hacia B más una flecha que va de A hacia B.   

                          

Figura 13. Inversiones de las relaciones causales de la figura 12. 

 

El cambio realizado convertiría a la red bayesiana propentista en no causal debido a 

que no parece existir más una relación causal entre A, B y C. Si bien el ejemplo parece sencillo, 

Gillies afirma que es posible reproducirlo en cualquier red causal y por ende se podría aplicar 

en todas las redes bayesianas que suponen algún tipo de vínculo causal. Así Gillies define a la 

red propentista como una red que además del propentismo supone una independencia 

condicional. Su propuesta se basa en el desarrollo del qualquant, una técnica que permite 

utilizar a las redes causales como guías heurísticas para la construcción de redes bayesianas 

propentistas. Esta técnica fue desarrollada por Sucar et al. (1993), y hace referencia al recorte 

entre una impronta cualitativa (qualitative) y aspectos cuantitativos (quantitative). Se puede 

entender a partir de tres principios: Aspectos cualitativos provistos por el dominio del experto, 

complementado con formulaciones cuantitativas que modeliza el computólogo. El segundo 

principio afirma que las probabilidades objetivas deben ser usadas en la mayor cantidad de 

ámbitos posibles. Y finalmente un principio de testeo, según el cual los supuestos deben ser 

puestos a pruebas nuevamente y modificados si existe un fallo inicial. Aparentemente según 

Gillies los ejemplos dados y los principios por los cuales se construyen las redes propentistas 

bayesianas son suficientes para mostrar que existiría una diferencia con las redes bayesianas. 

Responder a la pregunta respecto de si son diferentes o no de las redes bayesianas no parece 
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ser de mucho interés para este trabajo. Lo que si resulta interesante es la propuesta de Gillies 

de que su red propentista bayesiana utiliza en la mayoría de los casos lo que él llama una 

“probabilidad objetiva”. Pearl interpreta la probabilidad en términos subjetivos. En el esquema 

presentado en el capítulo 3, se ha visto que la probabilidad en el caso de la construcción de las 

redes bayesianas parece estar vinculado con los aspectos subjetivos de quienes construyen a 

la red, mientras que la red causal aparece como un aspecto más objetivo. En el caso de Gillies, 

las probabilidades pueden ser o subjetivas u objetivas. Esta pretensión de preferir las 

probabilidades objetivas es debida a su compromiso con la teoría propentista. ¿Cuál de estas 

estrategias es la mejor? Hasta ahora en el ámbito de la modelización por medio de sistemas 

expertos parece dominar la de las redes bayesianas. Pero está claro que no se puede llevar el 

debate al extremo de las propuestas de Popper (donde las probabilidades son exclusivamente 

objetivas) o las de De Finetti (donde son exclusivamente subjetivas).  

Dos aspectos se pueden destacar en relaciones entre el sistema experto Internist I y las 

redes bayesianas. La primera cuestión a destacar es más indirecta y se refiere a la relación de 

los grafos causales de Pople y las redes bayesianas. Un problema planteado por Pople era que 

las redes causales se encuentran vinculadas intrínsecamente con una noción de jerarquía muy 

problemática para la metodología habitualmente utilizada en diagnosis médica. En efecto la 

propagación de la toma de decisión basada en una representación de la red de tipo árbol 

impide la vuelta hacia atrás y así realizar modificaciones importantes en la decisión original. 

Esta vuelta hacia atrás es de gran importancia ya que es una característica destacada por Myer 

sobre el modo en el cual se realiza el planteamiento de hipótesis por parte de los médicos. Esta 

falta de dinamismo en la representación computacional fue abordada en el desarrollo de 

CADECEUS, el sucesor de Internist I, mediante el uso de plannings principalmente56. El 

problema de los grafos causales según Pople radica en dificultades que aparecen 

principalmente en su aplicación. Una de ellas corresponde a la necesidad de poder “ver hacia 

adelante” (look ahead) para poder tomar decisiones. En ese sentido el grafo puede constituir un 

impedimento en el momento de tomar una decisión por falta de información respecto a 

características propias del despliegue de la red. Un ejemplo, dado por Pople, muestra que el 

resultado de una hipotensión arterial severa se suele ver asociada con tres formas de “shocks” 

que son determinados por el tipo de condición patológica que los causan. El problema es que 

se debe “pasar” a través de los nodos de los “shocks” para poder ver cuáles son los elementos 

que los causan (Ver Figura 14).  

                                                
56

 Si estos plannings son parecidos a la idea de planners planteada por Geffner es algo para investigar. 



  - 99 - 

             Figura 14. Recorte de un Grafo causal visto en términos patofisiológicos. (De Pople 1982, 

p. 29)  

 

Otra dificultad,  propia de la tarea más elemental de la diagnosis diferencial, es que 

dado un contexto de resultados anormales, estos pueden poseer elementos comunes. Estos 

elementos comunes son difícilmente detectables cuando se presta atención a una diagnosis 

más refinada. Por ende, al dar uso a descriptores patológicos intermediarios para estructurar la 

diagnosis diferencial, con el fin de reducir la carga cognitiva, aumenta la dificultad de “percibir” 

oportunidades para poder realizar la combinación de tareas de definiciones cuando dos o más 

soluciones “anormales” están presentes.  

Para solucionar estas dificultades, principalmente el problema de los grafos causales, 

Pople (1982) agrega al grafo causal una jerarquía de categorías de enfermedades o nosología. 

Esta jerarquía cuenta con las mismas ventajas que los grafos causales, como la posibilidad de 

agregar o eliminar nodos. Pero Pople (1982) agrega un nuevo elemento: los vínculos de 

planeamiento (planning links). Estos son usados en los casos en donde una manifestación 

(síntoma) M se encuentra asociada con uno o varios nodos dentro de una subcategoría de la 

nosología. El vínculo de planeamiento (planning link) busca identificar el descriptor nosológico 
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más específico que pueda incorporar a todos los otros nodos en  la categoría en la cual se 

encuentren causalmente vinculados con M. Esto, dice Pople, puede luego ser interpretado 

como una expresión gráfica en que hay una representación numérica. Así la ventaja de la 

estructura del vínculo de planeamiento (planning link), según Pople, es que permite realizar 

diagnosis diferenciales “refinadas” en donde generalmente se puede seleccionar una sola 

categoría en el rango de una manifestación sintomática. Esta base es la que se puede 

encontrar en CADECEUS y se presenta como una solución al problema de los grafos causales 

presentes en Internist I. Otra solución a este problema es el uso de las redes bayesianas. 

Como se ha visto, existen formas en las cuales Internist I puede ser interpretado como un 

programa que funciona de manera parecida a la redes bayesianas, en ese caso, mediante las 

relaciones “padres-hijos”. En ambos programas, tanto Internist I y CADECEUS, la introducción 

de las relaciones “padres-hijos” permitirían realizar la misma tarea que los vínculos de 

planeamiento (planning links), es decir, realizar una categorización causalmente vinculada con 

una manifestación M. La noción de familias permite una jerarquización más precisa y evitaría 

los problemas de la jerarquía nosológica. El problema de la jerarquía nosológica es que no 

existe una única forma de categorizar las enfermedades, usar nodos de familias podría otorgar 

vínculos graduales entre enfermedades sin que se las comprometa bajo una única o misma 

familia. Otra similitud que se puede encontrar entre ambos programas es el uso de familias y 

vínculos de planeamientos (planning links). Estos recursos permiten utilizar representaciones 

cualitativas y cuantitativas en la red. Ahora bien, la gran ventaja de las redes bayesianas es la 

de poder manejar inferencias de tipo arriba-abajo (top-down) pero también abajo-arriba 

(bottom-up) lo que permite paliar el problema de la jerarquía que mencionamos antes pero 

conservando las ventajas de las soluciones propuestas por Pople. 

La segunda cuestión que queremos mencionar en esta conclusión involucra a las 

relaciones directas entre Internist I y las redes bayesianas. Como hemos visto, existen 

procedimientos semejantes en el comportamiento del Internist I y de las redes bayesianas. 

Szolovits y de Charniak discuten estas cuestiones, aunque también se encuentran 

formulaciones previas en Simon (1985, pp. 78-79). La postura de Simon involucra una 

preferencia por el bayesianismo pero que es problematizada por el supuesto de independencia: 

en Internist I, el parámetro “evoking-strength” o fuerza evocada, puede jugar el papel de la 

probabilidad a priori. Y aun si al construir la base de datos se deba estimar todas las 

probabilidades síntoma-enfermedad, que son aproximadamente 108, ello no representa 

problema computacional inabordable ya que, en esa época, fines de los 70 del siglo pasado, el 
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poder de cómputo había avanzado lo suficiente. Las heurísticas aparecieron con la intención de 

poder resolver problemas con capacidades computacionales limitadas. Esto ha sido 

considerado un avance frente al uso de algoritmos que a la hora de ser atados para simular 

una toma de decisión, deben considerar todas las alternativas. Este proceso se puede 

considerar como una estrategia de “fuerza bruta” que consiste en repasar todas las 

posibilidades disponibles y luego inferir cuál es la mejor opción disponible. Si bien esta última 

postura puede ser vista como la mejor, el tiempo que tomaba una máquina para realizar un 

movimiento podría durar días, semanas o hasta millones de años. Entonces con una estrategia 

heurística se lograba abordar el problema con un menor consumo de recursos. Además en el 

caso que estamos reseñando los vínculos síntoma-enfermedad pueden ser incorporados una 

sola vez debido a que no debe recalcularse dichos vínculos para cada caso individual. Sin 

embargo se pueden simplemente incorporar los mencionados vínculos a fórmulas bayesianas 

para computar la probabilidad posterior en cada caso y para cada enfermedad. Por otro lado la 

perspectiva bayesiana que estamos reseñando aquí también debe tomar en consideración la 

ausencia de los síntomas además de su presencia. Esta situación involucra mucho más 

computación que la de un árbol de decisión corriente. Todos estos problemas, para Simon, 

pueden solucionarse computacionalmente a partir del desarrollo futuro de la informática. El 

gran problema como para todos los autores citados consiste en el supuesto de independencia. 

Un problema que las soluciones de Charniak y Szolovits parecen abordar de manera 

conveniente. Es interesante contrastar que, si bien el bayesianismo ha sido rechazado por los 

constructores de los programas Internist I y Mycin, luego dicha perspectiva fue incorporada en 

su funcionamiento mediante la interpretación de la resolución de los problemas realizada por 

dichos programas.57  

Una conclusión que se puede extraer de estos análisis y debates es que la perspectiva 

bayesiana considerada por los autores citados es un punto de vista muy versátil y parece 

adecuarse a ámbitos de problemas muy variados. Pero además, dicha perspectiva representa 

de una forma u otra una herramienta formal y computacional que se aparece como conveniente 

a la hora de construir un sistema experto. A pesar de que los últimos años los desarrollos 

informáticos que tienden a concentrarse en elaboraciones de tipo exclusivamente algorítmicas 

o de problemas del tipo bien-estructurado, parece central considerar, desde contextos como las 

de la diagnosis médica, a los aspectos por-estructurar y a la perspectiva heurística. En este 

                                                
57

 Una cuestión pendiente es: ¿qué dijo Simon respecto a las soluciones propuestas de las redes 
bayesianas por Szolovits y Charniak? Es una buena pregunta ya que Simon fue lector de Pearl, 
específicamente de su libro Heuristic, y también lector de Szolovits porque lo cita en su artículo de 1985. 



  - 102 - 

sentido, parece difícil crear un programa que se concentre solo en uno u otro de estos aspectos 

sin que pierda las ventajas de ambos métodos. Por un lado concentrarse exclusivamente en 

algoritmos sólo parece conveniente para una cantidad limitada de problemas o de tareas muy 

específicas. Si el objetivo es construir un sistema experto para asistir a un médico durante el 

proceso de diagnosis, adoptar lo que hemos denominado una perspectiva algorítmica no 

parece lo más adecuado. Por otro lado las heurísticas si bien pueden ser útiles para especificar 

de manera más adecuada ciertos dominios del problema, no siempre constituyen la mejor 

estrategia. En ese sentido ambas perspectivas parecen necesitarse mutuamente y las redes 

bayesianas pueden comunicar estos dos mundos.  

En referencia a la resolución de problemas, el estatuto de los problemas por-estructurar 

y bien-estructurado pueden aportar respuestas a algunos interrogantes. Uno de ellos es el 

referido a la idea de pensar un “método general” que permita la mayor cantidad de problemas 

posibles. Esta cuestión se centra principalmente en torno a la forma en que construimos las 

nociones de problemas. Por ejemplo, en un autor como Jonassen (1997), que se dedica a la 

resolución de problemas en educación, la distinción entre problemas por- estructurar y bien-

estructurado parece antes que nada una cuestión formal.  

Se pueden hacer diversas críticas a Jonassen (1997) pero lo que nos interesa a 

nosotros es discutir la idea según la cual existiría un método que permite obtener una única 

solución a problemas bien-estructurados. Esta posición se puede criticar a partir de la forma en 

la cual Jonassen caracteriza los problemas por-estructurar. 

Los problemas por-estructurar58 conllevan, según Jonassen, una mejor versatilidad en 

los procesos de resolución del problema y tendrían dos características: a) poseen múltiples 

soluciones, diversos caminos para llegar a una solución. También es posible que en este tipo 

de problemas no se llegue a ninguna solución o que incluso no haya un acuerdo acerca de lo 

que constituye una solución apropiada.  Y b) no habría reglas generales o principios en la 

mayoría de los casos. Dadas dichas características se puede plantear de forma negativa que 

un problema bien-estructurado tendrá entonces un solo camino de solución y ofrece reglas 

generales o principios para su solución en la mayoría de los casos. Además también se puede 

inferir esta idea, de forma positiva, por medio de una de las características que da el propio 

Jonassen de los problemas bien-estructurados. Este tipo de problemas, de acuerdo con 

                                                
58

 Jonassen realiza un listado extenso de todas las características que se pueden atribuir a los 
problemas bien-estructurados y por-estructurar, del cual solo citaremos tres para los fines del argumento.   
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Jonassen, posee un proceso para una solución pre-establecida o resultado de una preferencia. 

Las claves para caracterizar entonces un problema bien-estructurado en estos términos es por 

medio de la especificación de un solo camino para lograr una solución óptima. De esta forma, 

un problema bien-estructurado contaría con un método o proceso para obtener una solución, 

mientras que el problema por-estructurar constaría con una cierta variedad de métodos o 

procesos para una o varias soluciones posible. Una forma de criticar esta perspectiva es, 

mediante algunos contraejemplos. Dichos contraejemplos parecen mostrar que algunos 

problemas bien-estructurados no cumplen con la característica de poseer un solo método o 

proceso para alcanzar una solución.  

Las dificultades en el planteo de Jonassen se puede ver en ciertos casos de 

complejidad computacional conocidos como “problemas NP-completos”59 (“Nondeterministic 

Polynomial-time” o tiempo polinómico no determinista). Los tratamientos más conocidos de la 

complejidad computacional, descansan en las nociones de tiempo y espacio, en donde la 

complejidad de un algoritmo es el costo, medido en “tiempo de ejecución” (running time) o 

espacio de almacenamiento, o cualquier unidad que sea relevante para resolver problemas 

computacionales60(Wilf, 2002, p. 1). A partir de esta caracterización es posible realizar una 

distinción entre problemas “fáciles” (easy) y “difíciles” (hard). Si un problema puede ser resuelto 

en un tiempo polinómico (P), es considerado “fácil”, en caso contrario es considerado difícil. 

Para Wilf (p. 2) en general se estipula que si el tiempo de ejecución (running time) es al menos 

una función polinómica (P) de una cantidad del input de datos entonces es un cálculo “fácil. Se 

dice entonces que un problema computacional es tratable si existe un algoritmo “rápido” que 

pueda realizar todas sus instancias, mientras es intratable si se puede demostrar que tal 

algoritmo no existe. Los problemas NP-completos son un conjuntos de problemas que son aún 

más difíciles que los problemas “difíciles” (hard) y que están contenidos en el conjunto de 

problemas NP (tiempos Polinómicos No determinable). Los problemas NP, corresponden a 

problemas que son resueltos por procedimientos no secuenciales (paso a paso) pero que su 

“solución” pueda ser “reconocida” en un tiempo polinómico (Aaronson, 2012, p. 7).  

Dentro de esta familia de problemas, un ejemplo muy trabajado es el del viajante. Tal 

problema busca responder a una pregunta simple: dada una lista de ciudades que un viajante 

debe recorrer para poder vender sus productos, ¿cuál es el camino más corto que el agente 

                                                
59

 Se busca con este ejemplo mostrar un caso de un problema bien-estructurado, los métodos 
tradicionales no lo resuelven, por lo que se apela a varios métodos en paralelo para tratar de resolverlos.  
60

 Para el tratamiento de este tipo de problemas tomaremos las perspectivas de Wilf (2002), Fortnow 
(2009) y Aaronson (2012). 
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debe tomar? No se conoce un algoritmo que permita resolver el problema del viajante de forma 

“eficiente”, sino que se requieren una serie de métodos combinatorios o heurísticos para poder 

lograr resolverlo con cantidades de ciudades relativamente limitadas. Podemos dividir los 

métodos de resolución en dos categorías, por un lado los algorítmicos o “métodos exactos” y 

por otro los métodos heurísticos o algoritmos de aproximación. El método algorítmico o 

“métodos exacto”: generalmente es reconocido por el uso del método de la fuerza bruta que 

busca analizar todas las combinaciones posibles a partir de un camino propuesto por algún 

algoritmo (por ejemplo usando extensiones del método de cutting-plane o método de los planos 

cortes)61. Pero las resoluciones por fuerza bruta pueden ser extremadamente lentas (tomó 22 

años62 y 6 meses para resolverlo con el método cutting-plane para 15 112 ciudades) y “pueden 

ser virtualmente imposible” de resolver en tanto que se le agreguen cantidades cada vez 

mayores de ciudades. También se usan métodos heurísticos y algoritmos de aproximaciones 

en tanto que persiguen la siguiente regla: “visitar a la ciudad más cercana que no se ha visitado 

hasta ahora” (algoritmo del vecino más próximo). Luego otro algoritmo de aproximación 

conocido como el “TSP Euclideo”63 (Euclidean Travel Salesman Problem) desarrollado por 

Arora y que, según los expertos, se aproxima considerablemente en dar “la mejor” solución 

posible (Fortnow, 2008, p. 82). (Cfr. Arora, S., 1998). El algoritmo del vecino más próximo en 

cambio puede resolver el problema en un tiempo más razonable para menos de un  millón y 

medio de ciudades.  

Se pueden relacionar las ideas de Geffner y Jonassen respecto de los problemas bien-

estructurados de la siguiente manera. Por un lado existe una dificultad en la forma de definir a 

los problemas bien-estructurados entre Geffner y Jonassen. La dificultad se ubica en el nivel de 

la aplicación de la resolución del problema. Geffner sostiene que la resolución de problemas 

bien-estructurados aparece como un método de resolución para problemas concretos y 

específicos (en tanto la generalidad se entiende a partir del grado de adecuación del problema 

con el modelo). Mientras que para Jonassen la resolución de problemas bien-estructurados 

está vinculada a problemas abstractos y de resolución general. Sin embargo, ambos acuerdan 

en que el formalismo matemático implica una manera de reformular a los problemas bien-

estructurados como procesos que pueden ser mecanizados (aplicados en computación) o bien 

                                                
61

 Este método matemático busca encontrar soluciones enteras a un problema lineal. La idea es ir 
refinando las soluciones a partir de las posibilidades que otorga el programa hasta llegar a la “mejor 
solución posible” en tanto que sea lineal y entera.  
62

 Años computacionales. 
63

 Este método busca el menor costo de un conjunto de puntos en un plano que maneja métricas 
euclidianas.  
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como procesos que pueden utilizar reglas generales para solucionar el problema.  

Por otro lado, esto nos lleva a preguntarnos: ¿es correcto caracterizar a los problemas 

por-estructurar como problemas que “poseen varios caminos o métodos de resolución”, siendo 

que en los problemas bien-estructurados se apela también a varios métodos de resolución? La 

respuesta parece ser negativa. Pero además hay dificultades en las formas de definir ambos 

tipos de problemas y en los métodos que se pueden utilizar para resolverlos. Una cuestión más 

general que se puede plantear a la perspectiva de la progresiva automatización de los 

programas de resolución de problemas es la siguiente. Dada la necesidad de la formalización 

de los procesos que van a ser implementados en una computadora mediante algoritmos, se 

podría plantear la cuestión de la autonomía de las computadoras. En otros términos esto podría 

ser visto como el problema del alcance de la automatización del proceso de toma de decisión 

en situaciones como las planteadas en esta tesis (diagnosis médica). Esta cuestión, como 

hemos visto, está directamente vinculada con la discusión acerca de lo que involucra la 

caracterización de un problema como bien-estructurado. Estimamos que estas cuestiones son 

cada vez más importantes por la ubicuidad de los sistemas computacionales en actividades de 

resoluciones de problemas. 

Siguiendo con el razonamiento, uno puede preguntarse también cual es el alcance de la 

capacidad computacional para resolver problemas. Una respuesta muy trabajada ha sido 

aquella que buscó especificar los límites de lo que las computadoras pueden hacer. Una 

cuestión a ser trabajada, y que está dentro de los intereses de la presente tesis, es la 

perspectiva heurística vinculada con la cuestión de los problemas bien y por-estructuar. Como 

hemos intentado mostrar en diversos capítulos de esta tesis, esta cuestión requiere de una 

investigación no solo empírica sino también filosófica.  

En los principios de la inteligencia artificial, se usó al concepto de problema bien-

estructurado (bien-definido) por McCarthy (1956) y Minsky (1961) para referirse a los métodos 

sistemáticos usados para validar soluciones correctas, mientras que los problemas por-

estructurar aparecían como una categoría residual que se caracterizaba por contraste con los 

bien-estructurados (Lynch et al., 2009). Esta forma de caracterizar a los problemas por-

estructurar y bien-estructurados van en la dirección de responder de manera afirmativa la 

pregunta anterior. Esta concepción no parece correcta debido a que no parece conveniente 

entender los problemas por-estructurar como una simple “etapa previa” sino que podrían 

constituir una clase de problemas por sí mismos. Por ejemplo, a partir de lo analizado en esta 
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tesis, la diagnosis médica plantea problemas para el modelar que pueden ser categorizados 

como del tipo por-estructurar (Pople, 1982). En este tipo de situación difícilmente todas las 

condiciones sintomáticas del paciente pueden ser descriptas por reglas claras (tanto respecto a 

la emergencia de los síntomas cómo del contexto individual del paciente). A nivel 

computacional, esta separación permite diferenciar entre problemas que puedan ser 

convertidos en “algoritmos” y otros que pueden ser caracterizados mediante recursos 

heurísticos. Esta situación puede ejemplificarse en el campo de la construcción de sistemas 

expertos o en la de los llamados solucionadores. Los primeros usan tipicamente una base de 

conocimiento para poder ejecutar las heurísticas mientras que los segundos se concentran casi 

exclusivamente en problemas bien-estructurados  que puedan ser resueltos por “algoritmos”. 

Geffner, como ya vimos, (2010, p. 16) plantea que: “[…] muchos investigadores se han 

desplazado desde antiguos paradigmas en el cual se escribían programas para problemas por-

estructurar a solucionadores para modelos matemáticos bien-estructurados”. Esta idea 

expresada por Geffner muestra nuevamente una tendencia similar a la propuesta por McCarthy 

y Minsky, esto es concentrarse de manera casi exclusiva en problemas bien-estructurados. Si 

bien es cierto que en ciertos campos el desarrollo de sistemas expertos ha disminuido, no 

parece adecuado inferir consecuencias conceptuales acerca de la relevancia de problemas 

bien-estructurados. Por ejemplo, como hemos visto, una manera de recrear una toma de 

decisión de un proceso de diagnosis médica por parte de una computadora se suele realizar 

principalmente desde una perspectiva heurística. Esta perspectiva suele ser fuertemente 

dependiente del contexto. Estas heurísticas se suelen obtener del análisis del desempeño de 

expertos humanos para luego programa computadoras construyendo una base de 

conocimiento. Estos constructos son importantes para resolver situaciones problemáticas muy 

específicas. En este sentido, las “máquinas” no son capaces de realizar este proceso de 

abstracción por si solas. Esto se debe principalmente64 a su incapacidad para poder “delimitar” 

un problema que no esté “pre-configurado”.  

Una forma de entender esta idea es a través de los “grados de vaguedad”65 que 

parecen separar estas formas de resolver problemas y de clasificarlos. Para muchos autores 

(Lynch et al. 2009, Reitman 1964, 1965, Simon 1973) la relación existente entre problemas 

bien-estructurados  y por-estructurar se pueden entender como un continuo en donde los 

                                                
64

 Por supuesto que podríamos pensar en otras limitaciones. Por ejemplo la incapacidad de la maquina 
en poder “elegir” los datos pertinentes para la conformación de la base de conocimiento. Cuando nos 
referimos por “incapacidad” de las maquinas estamos hablando de lo que pueden hacer los algoritmos 
implementados en una computadora.     
65

 Aquí grado de vaguedad se debe entender en el contexto de resolución de problemas específico. 
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problemas por-estructurar pueden ser co-extensivos con sub-partes que pueden caracterizarse 

como bien-estructuradas. El grado de vaguedad al que hacíamos referencia más arriba puede 

representarse de manera esquemática como la presentada en la figura 15. La flecha muestra el 

camino desde una representación más precisa hacia una representación más vaga. Se podría 

decir entonces que el problema bien-estructurado posee entonces “grados de vaguedad” 

menores que un problema por-estructurar. A partir de Reitman (1964) se puede asociar esta 

idea con la diferencia entre conceptos abiertos y cerrados. Un problema es considerado como 

bien-estructurado si quien lo debe resolver tiene acceso a una descripción completa de los 

requisitos del problema y a todos los conceptos o términos relevantes del problema. En cambio 

un problema puede ser considerado por-estructurar si uno o más de los mencionados 

componentes no están especificados o son abiertos. Por abierto se entiende aquí que el 

contexto de aplicación del problema requiere alguna interpretación habitualmente atada al 

contexto (Lynch et al. 2009).   

 

Figura 15. Grados de vaguedad entre problemas bien-estructurados y por-estructurar. 

 

Habitualmente y en los contextos como los discutidos en esta tesis, al enfrentar un 

problema por-estructurar se busca cerrar las restricciones abiertas “rellenando” con aquellos 

componentes que faltarían al problema. En este sentido se busca refinar el problema por-

estructurar convirtiendo ciertas partes en bien-estructuradas. Como se puede anticipar, la 
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precisión y vaguedad se excluyen mutuamente, por lo que pensar en un método de resolución 

general de todos los problemas bien-estructurados no parece adecuado como ya vimos. Esta 

“vaguedad” también se aplica a la relación entre heurísticas y algoritmos, por lo que estos 

métodos de resolución de problemas no deberían ser entendidos como dicotómicos, al menos 

al modo en el cual lo entendió Newell (Feigenbaum y Feldman, 1963). Por el contrario estas 

perspectivas se pueden entender como complementarias en tanto que se aplican a clases de 

problemas distintos. Esta relación entre problemas bien-estructurados, a partir de algoritmos y 

problemas por-estructurar, a partir de heurísticas puede verse en Simon (1973).  

Estas caracterizaciones muestran una manera de pensar las diferentes categorías que 

hemos utilizado en esta tesis como la relación entre heurísticas- problemas por-estructurar y 

algoritmos- problemas bien-estructurados. Ahora bien, visto la dirección de la vaguedad y estas 

caracterizaciones de problemas por-estructurar y bien-estructurados, que en tareas 

consideradas “cotidianas” prevalecen los problemas que hemos llamado por-estructurar. Estos 

problemas siendo abiertos lo que se considera su solución puede ser abordada de manera 

aproximada gracias al uso de métodos heurísticos. Además estos métodos heurísticos pueden 

ser utilizados para ir cerrando alternativas y por ende ir sumando restricciones conceptuales. 

Una acción de este tipo convierte a sub-partes del problema en bien-estructurado. Se considera 

que este proceso puede ser realizado por seres humanos con paciencia y trabajo, gracias a la 

capacidad de categorizar clases de problemas. Además por la capacidad de volver a abrir 

problemas cerrados si la solución no es satisfactoria66. Este paso es importante puesto que si 

consideramos que las máquinas no son capaces de realizar tal proceso de abstracción 

entonces tampoco serían capaces de poder delimitar la clase de problema a los cuales se 

enfrentan. Esto significa que las computadoras no podrían crear nuevos problemas para 

resolverlos. Esto quizás pueda ser resuelto permitiendo que estos sistemas interactúen con el 

medio de manera relevante. Este paso difícilmente podría darse en una maquina considerada 

como solucionadora en el sentido que maneje exclusivamente “algoritmos” para resolver 

problemas. Entre otras razones porque dicha maquina se concentraría exclusivamente en una 

clase de problemas: los bien-estructurados. Hacer hincapié en problemas bien-estructurados 

ha sido visto como una dificultad en campos específicos. Uno de ellos ha sido citado por 

Groopman (2007). En el campo de la enseñanza de la medicina se suelen confundir 

situaciones problemáticas de tipo por-estructurar con métodos de resoluciones algorítmicos 

                                                
66

 También puede darse la situación en la cual la cantidad de búsqueda que se requiere para alcanzar 
una solución sea excesiva para las capacidades humanas (Simon, 1973). 
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válidas para problemas bien-estructurados67.  

Volviendo a la pregunta inicial, ¿por qué las computadoras no pueden resolver todos los 

problemas? (nota al pie, tal como hemos ya comentado esta pregunta debe ser entendida en el 

ámbito de la resolución de problemas y no de los límites de la computabilidad) Uno puede 

perfilar un intento de respuesta a partir de lo dicho más arriba y está vinculada con lo que 

dijimos respecto a la dificultad de las implementaciones particulares de programas 

computacionales para delimitar un problema y poder ser capaz de clasificarlo. Al proceso de 

delimitación de un problema lo podemos pensar en al menos en dos sentidos. Primero desde 

nociones de abstracciones como las que se discutieron más arriba, en donde la carencia de un 

método general para solucionar todos los problemas, impulsa un aspecto dinámico en el 

continuo de las representaciones del problema. En este sentido no todos los problemas son 

bien-estructurados o por-estructurar. Esta idea tiene consecuencias respecto de lo que 

entendimos por el problema de que una máquina pueda ser capaz de clasificar ambos tipos de 

problemas. Lo que una maquina puede hacer es reconocer estos tipos de problemas en tanto 

que dicha maquina posee un modelo previo que le permite realizar esta tarea. En segundo 

lugar podemos pensar el proceso de delimitaciones a partir de la capacidad de poder cerrar o 

abrir restricciones conceptuales. Recién explicitamos un problema vinculado a la abstracción, 

otro problema es el de la representación del problema. En la figura 16 aparecen algunos 

aspectos de dificultad.  Si suponemos que no existe una dicotomía evidente entre problemas 

bien-estructurados y por-estructurar y que en realidad dicha relación es continua y dinámica, 

podemos, de esta manera, dibujar una flecha bidireccional que muestre el flujo entre ambos 

aspectos y así obtener un nuevo tipo de representación del espacio del problema. Uno puede 

notar que tanto un exceso de vaguedad como de precisión termina eliminando aspectos que 

consideramos valiosos de la noción intuitiva de problema. Romanicya y Pelletier afirman 

acertadamente (1985, p. 52): “un algoritmo supone un problema y un procedimiento preciso 

paso a paso que resuelve al problema o muestre que es insoluble. Si tenemos un problema y 

tenemos un algoritmo para este problema, entonces, por así decirlo, no deberíamos tener 

ningún problema.” 

                                                
67

 Los comentarios de Groopman deben ser entendidos en el contexto particular en el cual este autor se 
maneja. 
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Figura 16. Representación del continuo de la relación entre problema por-estructurar y bien-estructurado 

cuyo interciso delimitaría al problema. 

 

Por otro lado podemos decir algo similar: la falta de una estructura dificulta la 

conformación de un problema a causa de su excesiva vaguedad. Delimitar un problema 

representacionalmente puede ser una tarea compleja desde una perspectiva humana, pero si 

es exitosa logramos trazar ciertos límites en función de nuestra comprensión del problema y de 

nuestra capacidad para cerrar y explicitar las restricciones conceptuales. Una computadora 

difícilmente puede realizar tal proceso. Esto es, si pensamos que las maquinas que conocemos 

solo resuelven problemas formales, de tipo algorítmicos, entonces no existe el problema como 

“algo desconocido” al que se busca una solución, sino simplemente se trata de un mero cálculo 

que parece no aportar ninguna novedad genuina. La novedad aparecería en el resultado, pero 
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para que este resultado sea novedoso, necesita ser interpretado como algo novedoso. Tal 

aspecto interpretativo parece ser difícilmente implementable en un algoritmo. Por ejemplo, en el 

proceso de diagnosis parece darse determinadas situaciones en donde aspectos intuitivos 

parecen jugar un rol cognitivo. Es una cuestión a discutir si estos aspectos intuitivos pueden ser 

automatizados e implementados en un sistema experto. El uso de heurísticas, en cambio, 

genera la guía que necesita el algoritmo para poder delimitar su horizonte de cómputo. En este 

sentido es difícil pensar un uso exclusivo de algoritmos o de heurísticas, pues estos son 

claramente complementarios. El problema se desplazó a las heurísticas. Una cuestión 

entonces podría ser la siguiente ¿son las heurísticas una herramienta exclusivamente 

humanas, o las maquinas podrían “crear sus propias heurísticas”? En esta tesis, hemos 

adoptados una perspectiva de análisis que en cierta forma obviaba este problema. Las 

heurísticas de los sistemas expertos provenían, casi siempre, del análisis del experto humano.  

Sin embargo, existen heurísticas que son creadas por máquinas, en dominios muy particulares. 

Un ejemplo que suele ser citado, y que es considerado como un sistema experto basado en 

conocimiento, es metaDendral. Este programa ha sido creado con el objetivo de “generar 

nuevas heurísticas” a partir del descubrimiento de patrones. Otros programas que pueden 

servir para ilustrar este punto son los que tratan de optimizar  la toma de decisión, como las 

máquinas de aprendizajes que hemos citados en el capítulo 2. Pero tanto el descubrimiento de 

nuevos patrones como el proceso de optimización no parecen ser suficientes para decir que las 

maquinas sean capaces de construir sus “propias” heurísticas. En efecto, estas heurísticas 

surgen principalmente de la estructura de los datos. Estos datos dependen del modelo desde el 

cual se originan las heurísticas y los algoritmos, por lo que ya implican una interpretación 

establecida por el modelo. La computadora supone más que genera dicha interpretación. Las 

máquinas, al usar ambas formas de resolver problemas (algorítmicos y heurísticos) usan una 

representación del problema que puede guiarlas en la delimitación de un problema. Si la 

mencionada interpretación se entiende como una guía heurística, entonces parece que este 

tipo de heurísticas no es generado sino supuesto por las computadoras. Este nivel es 

semejante al de la heurística para construir grafos en las redes bayesianas (cfr. capítulo 3).  

Es en esta dirección que pensamos que este tipo de análisis puede ser de importancia 

para diversos ámbitos en donde se utilizan las computadoras para asistir en tareas de 

resoluciones de problemas. Este ámbito de trabajo involucra diversos tipos de problemas 

respecto de la naturaleza de los datos utilizados, la relevancia de nuevas arquitecturas 

(computacionales o no), y la importancia de la distinción entre problemas por-estructurar y bien-
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estructurado. Asimismo hay cuestiones más puntuales de las cuales que hemos solo 

comenzado a analizar en esta tesis tales como las implicancias de la implementación de las 

redes bayesianas en diversos ámbitos científicos. Hemos intentado destacar en esta tesis el 

fuerte vínculo que existiría entre las redes bayesianas y el manejo de problemas por-estructurar 

y bien-estructurados. Esta es una discusión metodológica y epistemológica acerca de la 

naturaleza de los problemas científicos, en la cual no es trivial las formas particulares de 

implementación de herramientas computacionales.  
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