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1. TODOApéndie on riterios de alidad para el �ltrado de imágenesTraduir las lases del portugués al español y no se que del inglés al español.Controlar nombres de las lases y de las araterístias.Apéndie A: on riterios de alidad para el �ltrado de imágenesApéndie B: Expliar q no pongo ódigo y se puede soliitar...Apéndie C: Diagrama de bloques on el split and merge, train y lassif.2. PrólogoEl presente doumento es mi trabajo �nal de la Lieniatura en Cienias de laComputaión de la Faultad de Matemátia, Astronomía y Físia de la UniversidadNaional de Córdoba. El mismo expone resultados y parte del trabajo realizado durante6 meses a modo de pasantía en el grupo de investigaión CLIME del Institute Naionalde Reherhe en Informatique et en Automatique (INRIA), en Roquenourt, Frania.3. IntroduiónEl grupo CLIME está involurado en el desarrollo de modelos y herramientas parael estudio de proesos de degradaión de la tierra (deserti�aión y deforestaión)utilizando datos e imágenes satelitales.En el mismo se ha desarrollado un sistema de proesamiento de imágenes satelitalespara lasi�ar la obertura terrestre. Diho sistema se basa en el análisis de per�lestemporales de datos obtenidos a partir de series temporales de imágenes.El sistema de proesamiento fue realizada en el maro de un proyeto, resultado deun auerdo frano-brasileño uyo objetivo es el de desarrollar ténias y herramientaspara apoyar las administraiones loales en la identi�aión y monitoreo de los proesosde degradaión ambiental a través del análisis de datos de teledeteion.Con foo en la uena el Taquarí (28.000 Km2), en el Pantanal Matogrossense(Reserva Mundial de Biósfera según la UNESCO), el trabajo es también parte de unesfuerzo internaional para el desarrollo de un modelo de las interaiones entre lossistemas humanos y naturales en toda la uena Río de la Plata (3.000.000 Km2), queinvolura a Argentina, Bolivia, Brasil, Paraguay y Uruguay.En la atualidad, además de Brasil, CLIME esta trabajando en ooperaión onItalia, Túnez y Marrueos para utilizar esta adena de proesamiento en dihos países,donde tienen serios problemas de deserti�aión.Existen diferentes adenas de proesamiento. El funionamiento de las mismas sebasa en el análisis de índies de vegetaión, los uales son obtenidos a partir de lasimágenes satelitales.Entre los objetivos de la pasantía estaban: mejorar iertas araterístias funda-mentales del sistema de proesamiento, implementar una nueva adena y evaluar losresultados. 3



Figura 1: Cuena del Tauarí en el Pantanal Matogrossense, Brasil4. Datos: Produtos MODISCada adena de proesamiento utiliza un gran número de imágenes: desde 26 hasta,potenialmente, más de 300. Esto representa un gran volumen de datos: entre 12GB y80GB.En sus diferentes versiones, las adenas usan distintos onjuntos de datos. Todosderivados del mismo sensor pero on araterístias ténias distintas. Fundamental-mente, el proeso de lasi�aión se realiza analizando la evoluión de un índie devegetaión (apítulo 5.1), en un período de un año.Las distintas adenas de proesamiento pueden dividirse en dos grupos: originalesy mejoradas. En las del primer grupo se pre-proesan y �ltran imágenes de re�etaniade la super�ie terrestre, y luego se alula el índie de vegetaión. En las adenas�mejoradas� se utilizan imágenes en donde la mayor parte del pre-proesamiento y elíndie de vegetaión ya han sido alulados.En este apítulo se explia de dónde se obtienen las imágenes y también las ara-terístias ténias de los distintos onjuntos de datos utilizados.4.1. Provisión de datosLas misiones prinipales de la NASA (United States of Ameria's National Aero-nautis and Spae Administration) se dividen en uatro administraiones: InvestigaiónAeronáutia, Sistemas de Exploraión, Cienia y Operaiones Espaiales.El Diretorio de Cienia involura a la omunidad ientí�a, �nania investiga-iones y desarrolla artefatos espaiales para responder preguntas fundamentales que4



Figura 2: Cuena del Río de la Platarequieran una visión desde y haia el espaio.Uno de sus mayores omponentes es el Sistema de Observaión de la Tierra (o EOSpor sus siglas en inglés: Earth Observing System).El EOS tiene tres omponentes prinipales: una serie de satélites de observaión dela Tierra, un avanzado sistema de datos y equipos de ientí�os quienes estudian losdatos. Es el primer sistema de observaión en ofreer mediiones integradas de proesosterrestres, basadas en observaiones globales de largo plazo, de la super�ie terrestre,biósfera, Tierra sólida, atmósfera y oéanos.El onjunto de instrumentos a bordo de los satélites del EOS se omplementanpara produir las observaiones deseadas. Los datos obtenidos de diferentes aparatosse ombinan, ya sea para re�nar mediiones de otros o para rear produtos derivadosde más de un instrumento.Los produtos del EOS se lasi�an de auerdo a su nivel de proesamiento:Nivel 0 - Datos del instrumental o arga útil, reonstruidos, no proesados, a máximaresoluión; todos los artefatos de omuniaión removidos (Frames de sinroni-zaión, enabezados de omuniaión, et).Nivel 1A - Datos del instrumental, reonstruidos, no proesados, a máxima resolu-ión, on informaión temporal e informaión auxiliar, inluyendo oe�ientes dealibraión radiométria y geométria y parámetros de georeferenia omputadosy agregados, pero no apliados, a los datos de Nivel 0.Nivel 1B - Datos de Nivel 1A proesados a unidades dependientes del sensor (notodos los instrumentos tienen un equivalente 1B).5



Nivel 2 - Variables geofísias derivadas a la misma resoluión y ubiaión que la fuentede datos de Nivel 1.Nivel 3 - Variables mapeadas en grillas uniformes, on esalas de espaio-tiempo,usualmente on algún requisito de ompletitud y onsistenia.Nivel 4 - Resultados de modelos o de análisis de datos de más bajo nivel (por ejemplo,variables derivadas de varias mediiones).El satélite Terra (antiguamente llamado EOS AM-1) es la primer plataforma del EOSy provee datos globales del estado de la atmósfera, tierra y oéanos, así omo tambiénsus interaiones on la radiaión solar y entre ellos mismos.Uno de los instrumentos lave a bordo del satélite Terra es el Espetrorradiómetrode Formaión de Imágenes de Resoluión Moderada o MODIS (Moderate ResolutionImaging Spetroradiometer). Los instrumentos del MODIS son de los mejores en laingeniería de hardware para vuelos espaiales de teleobservaión.Terra/MODIS miran toda la super�ie de la Tierra ada 1 o 2 días, adquiriendodatos en 36 bandas espetrales.[TODO: Info de las bandas MODIS?℄MODIS provee produtos espeí�os, entre los que se inluyen:Temperatura de la super�ie a 1Km de resoluión, día y nohe, on preisiónabsoluta de 0.2K para los oéanos y 1K para la tierra.Color del oéano.Fluoresenia de loro�la.Conentraión de loro�la.Produión oeánia primaria, diaria y anual.Condiiones y produtividad de la vegetaión/obertura:Produión primaria neta, índie de área foliar y radiaión intereptada fotosin-tétiamente ativa.Tipo de obertura terrestre on identi�aión de ambios e identi�aión.Índies de vegetaión on sensibilidad mejorada.Cobertura de nieve y hielo.Re�etania de la super�ie (on orreión de atmósfera) y albedo.Cobertura de nubes on 250m de resoluión diurna y 1Km de resoluión noturna.6



Propiedades de las nubes (tamaño de gota, espesor óptio, presión de tope denubes, emisividad, et)Propiedades de los aerosoles (Espesor óptio, tamaño de partíula, et.)Ourrenia, tamaño y temperatura de inendios.Distribuión global de agua preipitable,Et.La relaión entre los niveles de proesamiento y los diferentes produtos de tierra delMODIS puede verse en la �gura 4.1.Las distintas versiones de la adena de proesamiento están basadas en tres pro-dutos MODIS de tierra, estos son MOD09GQK, MOD09GST (Nivel 2) y MOD13Q1(Nivel 3). A ontinuaión, se detallarán las araterístias de ada onjunto de datos.4.2. Caraterístias ténias de los produtos MODISComo ya se ha menionado, las adenas del sistema de proesamiento pueden di-vidirse en dos grupos: originales y mejoradas. Una de sus diferenias es el tipo deimágenes que proesan. Las adenas en el grupo �original� trabajan on los produtosMOD09GQK y MOD09GST, que son de Nivel 2. A partir de ellos se omputa el índiede vegetaión. Las adenas de la serie �mejorada� trabajan on el produto MOD13Q1,el ual es de Nivel 3 y provee el índie de vegetaión ya alulado.Las ventajas y desventajas del uso de ada onjunto de datos se disute en el apítulo8. Veamos las desripiones de estos produtos:4.2.1. Re�etania de la super�ie, diaria: MOD09GQKCaraterístias(MODIS/Terra Surfae Re�etane Daily L2G Global 250m SIN Grid)Área = ∼ 10◦x 10◦lat/longDimensiones de la imagen = 2 (4800x4800 �las/olumnas)Tamaño promedio de arhivo = 262 MBResoluión = ∼ 250 metrosProyeión = SinusoidalFormato = HDF-EOSConjuntos de Datos Cientí�os = 5 (2 bandas más 3 niveles deinformaión de alidad)(Siene Data Sets, SDSs)
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Figura 3: Diagrama de los produtos MODIS de tierra
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DesripiónLos produtos MODIS de re�etania de la super�ie se omputan a partir de lasbandas 1 a 7 para proveer una estimaión de la re�etania espetral de la super�iepara ada banda, omo sería medida a nivel del suelo en ausenia de dispersión oabsorión atmosféria. Un esquema de orreión identi�a gases atmosférios, aerosolesy nubes irrus delgadas.Este produto ontiene datos de las dos bandas uya resoluión nativa es de 250m(bandas 1 y 2). La informaión de alidad de este produto es provista en tres nivelesde detalle: para pixels individuales, para ada banda y ada resoluión, y para todo elarhivo. Los datos de re�etania de la super�ie de Nivel 2 sirven de entrada para lageneraión de diversos produtos de tierra: Re�etania de la super�ie ada 8 días,índies de vegetaión, Anomalía Térmia, Hielo/Nieve, et.4.2.2. Calidad de la re�etania de la super�ie, diaria: MOD09GSTCaraterístias(MODIS/Terra Surfae Re�etane Quality Daily L2G Global 1km SIN Grid)Área = ∼ 10◦x 10◦lat/longDimensiones de la imagen = 2 (1200x1200 �las/olumnas)Tamaño promedio de arhivo = 9 MBResoluión = ∼ 1000 metrosProyeión = SinusoidalFormato = HDF-EOSConjuntos de Datos Cientí�os = 3DesripiónEl produto MOD09GST es una versión re-estruturada de los datos de alidadexistentes en el produto anteriormente desrito (MO09GQK). Resume la alidad delos produtos MOD09, inluyendo orreiones atmosférias y otras. El produto on-tiene informaión pertinente a nubes y sombra de nubes, designaión de tierra y agua,aerosoles, y la fuente de datos de las orreiones realizadas en el arhivo.4.2.3. Índies de vegetaión 16 días: MOD13Q1Caraterístias(MODIS/Terra Vegetation Indies 16-Day L3 Global 250m SIN Grid)
9



Área = ∼ 10◦x 10◦lat/longDimensiones de la imagen = 2 (4800x4800 �las/olumnas)Tamaño promedio de arhivo = 507 MBResoluión = ∼ 250 metrosProyeión = SinusoidalFormato = HDF-EOSConjuntos de Datos Cientí�os = 11DesripiónLos produtos de índies de Vegetaión (IVs) de MODIS usan omo entrada, losprodutos de re�etania MODIS/Terra (MOD09) orregidos por dispersión moleular,absorión de ozono y aerosoles.Dos IVs se produen globalmente. Uno es el IV de Diferenia Normalizada (NDVI:Normalized Di�erene Vegetation Index) estándar. El otro es el IV Mejorado (EVI:Enhaned Vegetation Index) on sensibilidad mejorada en las regiones de alta biomasay una mejora en el monitoreo de la vegetaión a través de una disoiaión de la señaldel fondo de las opas y una reduión de las in�uenias atmosférias. Ambos IVsse omplementan en los estudios globales de vegetaión y failitan la extraión deparámetros biofísios de la ubierta vegetal.Los IV inluyen maras de alidad on datos estadístios que indian la alidad delproduto y de los datos de entrada.5. Índies de vegetaiónUna de las maneras más omunes de obtener informaión a partir de datos satelitaleses mediante el álulo de índies. Los mismos busan resaltar alguna araterístiao variable de interés (vegetaión, agua, minerales, et) mediante operaiones entrebandas.Entre las metodologías de más amplio uso se enuentra el oiente de bandas, yaque permite separar aquellas variables on respuestas espetrales diferentes en dos omás bandas.En partiular el álulo de índies de vegetaión se ha desarrollado y utilizadoon importantes resultados. Estos pretenden proveer un riterio para deidir si unpixel determinado representa una zona on vegetaión. Algunos son más sensibles a losefetos del suelo, otros a los de la atmósfera, al estado hídrio de las plantas o a zonasquemadas.Los índies de vegetaión se basan en el partiular omportamiento re�etivo de lasplatas en las zonas espetrales del visible, más partiularmente del rojo (ρR, de 0.6 a0.7µ), y del infrarojo erano (ρIR, de 0.7 a 1.1µ).Las plantas en buen estado hídrio y sanitario absorben la radiaión solar en elespetro visible y la utilizan omo una fuente energía para la fotosíntesis. Al mismotiempo sus élulas han evoluionado para re�ejar y transmitir la radiaión en la franja10



Figura 4: Firmas espetrales de diversas oberturasdel infrarrojo erano (que ontiene aproximadamente la mitad de la energía provenien-te del sol). Esto se debe a que una gran absorión de este tipo de radiaión realentaríala planta, dañando sus tejidos. Ver �gura 4.Por eso, las plantas apareen relativamente laras en las imágenes del visible y másosuras en el infrarojo erano (ver �gura 5).

Figura 5: Imágenes en esala de grises. Re�etividad en el rojo (izquierda) e infrarojo(dereha). Las zonas más osuras en la imagen de la dereha representan vegetaión.El presente trabajo no pretende ser un atálogo de índies de vegetaión, sino quesolo se menionarán algunos a modo de ejemplo.Diferenia simple = ρIR − ρRCoiente simple = ρIR/ρRCoiente normalizado
NDV I = (ρIR − ρR)/(ρIR + ρR)Efeto del suelo
SAV I =

ρIR − ρR

ρIR + ρR + L
(1 + L)11



Efeto de la atmósfera
GEMI = η ∗ (1 − 0, 25η)−

ρR − 0, 125

1 − ρRdonde
η =

2 ∗ (ρ2
IR − ρ2

R) + (1, 5 ∗ ρIR) + (0, 5 ∗ ρR)

0, 5 + ρR + ρIRVegetaión en áreas on ontaminaión atmosféria (humo, enizas, poluión)Con datos del Themati Mapper (TM) a bordo del satélite Landsat:
AFRI2,1 = (TM4 − 0,5 ∗ TM7)/(TM4 + 0,5 ∗ TM7)Áreas quemadas

NDII = (ρNIR − ρSWIR)/(ρNIR + ρSWIR)El seguimiento temporal de estos índies aporta, entre otras osas, a:Identi�ar patrones de humedad y preipitaiones.Produtividad de la vegetaión.Monitoreo de variables omo el área foliar.Estudiar los efetos del alentamiento global sobre la vegetaión.Prediión de osehas.Identi�ar ondiiones de sequía.Evaluar riesgos de inendio.Según Chuvieo [1℄, para apliar estos índies on rigor deberán apliarse previa-mente las orreiones atmosférias y la onversión de ND (numero digital, es el valorque devuelve el sensor) a re�etividades. De todas maneras, siempre que no se pretendaoneder un valor físio a los resultados, el índie puede apliarse diretamente a losND originales de la imagen. En este aso la valoraión será relativa, pero sigue mante-niéndose el mismo prinipio: uanto mayor sea el resultado obtenido, tanto mayor serel vigor vegetal presente en la zona observada.5.1. NDVILas adenas de proesamiento menionadas en este proyeto trabajan on el índiede vegetaión de diferenia normalizado: NDVI (por sus siglas en inglés, NormalizedDi�erene Vegetation Index ). El mismo es un oiente entre las bandas del rojo y delinfrarrojo erano:
NDV I =

ρIR − ρR

ρIR + ρR

(1)12



Una de sus ventajas prinipales, además de su simpliidad, es que toma valoresdentro de margenes onoidos (−1, 1), lo que hae más fáil su interpretaión.Se utiliza prinipalmente para distinguir vegetaión sana de otras ubiertas. Ademásde lo menionado anteriormente, permite:Identi�aión de áreas Forestadas-deforestadas;Evaluaión del estado de la vegetaión y su grado de estés hídrio;Separaión entre distintos tipos de masas vegetales;Monitoreo de plagas;Aparte existen numerosas variables que se pueden derivar de este índie omo porejemplo: ontenido de agua en las hojas, produtividad neta de la vegetaión, ontenidode loro�la en la hoja, dinámia fenológia, evapotranspiraión potenial, et.En prinipio, las adenas funionarían on otros índies. Uno de los que se probó fueel Índie de Vegetaión Mejorado o EVI (por sus siglas en inglés, Enhaned VegetationIndex ) ya que es provisto omo un produto MODIS (al igual que el NDVI, ver apítulo4). El EVI es mejorado en el sentido que inluye fatores de orreión tendientes aatenuar los efetos del suelo y de la dispersión atmosféria.
EV I =

ρIR − ρR

ρIR + C1 ∗ ρR − C2 ∗ ρBlue + L
(2)Donde:

L es un fator de orreión del suelo y
C1 y C2 intentan orregir efetos de la dispersión atmosféria.Fuente:Autor: Matías Hernán ParimbelliUniversidad CAECE - Ténias Espaiales de Análisis Tutorial reado para la Cá-tedra Ténias Espaiales de Análisis de la Lieniatura en Gestión Ambiental- Uni-versidad CAECE[1℄ http://aee.edu.ar/tea/Tutoriales/Tutorial%20Multispe.%20Calulo%20de%20NDVI.pdf[2℄ geoagris01.om.ar/_aerodreams/indies-vegetaion.pdf6. Per�les temporales y araterístiasLa super�ie terrestre tiene distintas ubiertas: iudades, ultivos, Florestas, ríos,oéanos, et. Cada una de ellas puede lasi�arse en funión de la vegetaión que poseey del omportamiento de la misma on el paso del tiempo. Por ejemplo, un Florestatiene una gran antidad de vegetaión durante todo el año, mientras que un río es elaso opuesto. 13



Si para la misma zona geográ�a se alula el NDVI durante un período determina-do, a intervalos regulares de tiempo, para ada pixel queda de�nido un per�l temporalque representa la evoluión de la vegetaión durante diho período.

Figura 6: Ejemplo de un per�l temporal de NDVI.El proeso de lasi�aión realizado por CLIME se basa en el análisis de dihosper�les temporales. El omportamiento natural de la vegetaión en los distintos tipos deobertura de la super�ie terrestre, se mani�esta omo propiedades o �araterístias�estadístias del per�l temporal. A modo de ejemplo podemos menionar que para lospixels on Florestas el NDVI promedio será alto, mientras que en las montañas o eldesierto, el promedio será muy bajo.Luego, uno de los omponentes prinipales de la adena son las denominadas a-raterístias(features, en inglés).En la prátia, a pesar del pre-proesamiento apliado a las imágenes, los per�lesson ruidosos. Luego, para el álulo de algunas araterístias, es neesario que el per�lsea suavizado. Por eso, para ada pixel, se aproxima el per�l temporal on un polinomio.

Figura 7: Ejemplo de un per�l temporal de NDVI y su polinomio de ajuste.Luego, un per�l temporal de NDVI se modela a partir de las siguientes araterís-tias:
14



Id Nombre Desripión1 Media Promedio2 FehaMax Feha del máximo valor de NDVI enel per�l.3 Delta45Dias Promedio del NDVI de los últimos 45 días -promedio del NDVI de los primeros 45 días4 ValAbsPendiente Media de los valores absolutos de laderivada de la urva, en ada feha.5 nModos Número de modos6 Min Mínimo valor de NDVI7 DeltaMaxMin Máximo valor de NDVI - Mínimo valorde NDVI8 StdDev Desvío estándar de los valores de NDVI9 Modo - fehaPio Feha del pio del modoprinipal10 Modo - duraión Días desde el iniio al �nal del modo prinipal11 Modo - amplitud Medida de la altura del modo prinipal.12 Modo - pendienteDereha Cantidad de Días entre el pio del modoprinipal y la mitad de su amplitud,haia la dereha.En partiular para el álulo de nModos y sus araterístias derivadas, la aproxi-maión polinomial es fundamental.El uso de las araterístias, además de ayudar aumentando la interpretabilidad,es una onoida ténia de reduión de dimensionalidad uyo desarrollo se esapa alalane de este proyeto.La seleión del onjunto �nal de araterístias no es arbitraria. además de ser lasque mejor representan los per�les temporales, deben poseer iertas propiedades (omohomogeneidad y separabilidad) que serán expliadas más adelante (ver apítulo 7).Para mayor informaión sobre el álulo y seleión de araterístias y maro teó-rio omo estrategia de reduión de dimensionalidad, referirse a [1℄ (Tesis de Milton).7. ClasesCada adena implementa un lasi�ador supervisado para disriminar distintas la-ses a partir de una serie de imágenes. Los lasi�adores supervisados deben ser �entre-nados� en el reonoimiento de ierto onjunto prede�nido de lases. Luego el onjuntode lases de interés debe ser onoido de antemano y es neesario tener �muestras1� deada una de ellas.Este es un tema muy importante y en el uál se diferenian las distintas adenasde proesamiento. Para este trabajo, los datos de ampo neesarios para la validaión1Una muestra de una lase es un onjunto signi�ativamente grande de pixels perteneientes a esalase. 15



de los resultados y para el entrenamiento de los lasi�adores provienen de la uenadel Taquarí 2 (Ver 3). Las lases de�nidas en la verdad de ampo son:1. Agriultura2. Agua3. Eualiptus4. Sabana tropial5. Sabana Florestada6. Floresta7. Floresta Estaional8. Vegetaión Ciliar9. Sabana tropial + Vegetaión Ciliar10. Sabana tropial + Floresta11. Floresta + Sabana tropial12. Sabana + Floresta Estaional13. Pasturas14. Urbana Cuadro 1: Listado de lases originalesEstas lases fueron provistas en una imagen Landsat por el gobierno de Brasil.Luego, el objetivo prinipal del sistema es el de identi�ar la mayor antidad delases de ese onjunto, en el Área de interés.Pero existen serias restriiones impuestas por los datos que no permiten disri-minar todas esas lases (Ver 8.1). Teniendo en uenta el apítulo 6, los pixels de unamisma lase deberían tener similares araterístias y, al mismo tiempo, pixels de la-ses diferentes deberían tener araterístias diferentes. Esas propiedades se denominanHomogeneidad y Separabilidad y se formalizan de la siguiente manera:2N. del A.: Durante el transurso de la pasantía se iniiaron las pruebas para utilizar el sistemaon datos de Túnez y del sur de Italia.
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Figura 8: Imagen Landsat provista por el Gobierno de Brasil on las 14 lases originales.Usada omo verdad de ampo.7.1. HomogeneidadHay muhas formas de interpretar la homogeneidad. Básiamente deimos que unalase es homogénea si los pixels de diha lase evoluionan de manera similar on eltiempo.Esto se tradue en que los per�les temporales de los pixels de una misma lase sonsimilares.Luego, sea C una lase de tamaño n. Sean xd
1,. . . ,xd

n los valores de los pixels de Cen la feha d.Entones, sea σd
C el desvío estándar de la lase C en la feha d. Sea N la antidad deimágenes (equivalentemente, la antidad de das). Luego, la homogeneidad de la laseC se de�ne omo:

σC =
1

N

N
∑

d=1

σd
C (3)Luego, un valor bajo de σC india que la lase es homogénea.7.2. SeparabilidadAsí omo una misma lase debe ser homogénea, es deseable que lases diferentes seomporten diferente. Luego, los per�les temporales de pixels de distintas lases deberíanser diferentes.El tema de la separabilidad de lases es uno muy tratado en el ámbito de la te-ledeteión. Entre las medidas más utilizadas para determinar la separabilidad entre17



dos lases,  y s, abe nombrar Je�ries-Matusita (JM) y Divergenia Transformada(Transformed Divergene) (TD):Sean pc(x) y ps(x) las densidades de las lases  y s, X el espaio de las araterís-tias. Luego se de�ne
JM(c, s) =

∫

X

[

√

pc(x) −
√

ps(x)
]2

dx (4)
TD(c, s) = 2

[

1 − exp

(

−
D

8

)] (5)Donde
D =

∫

X

[pc(x) − ps(x)] ln
pc(x)

ps(x)
dxEl desarrollo y fundamento teório de estas medidas esapan el alane de estetrabajo, para más informaión referirse a [1℄3A los �nes prátios de este trabajo, se de�nió una medida de separabilidad propia.Sea F el número de araterístias seleionadas para alular la separabilidad.Sean 1 . . .N las lases, Si el tamaño de la lase i, xc

1 . . . xc
Sc

los vetores de la lase
c. Luego:

x̄c
f =

∑Sc

i=1 xc
i,f

Sc
(6)es la media de la araterístia f en la lase c, para f ∈ [1, F ], c ∈ [1, N ]

σc
f =

√

∑Sc

i=1(x
c
i,f − x̄c

f )
2

Sc − 1
(7)es el desvío estándar de los valores de la araterístiaf en la lase c, para f ∈ [1, F ],

c ∈ [1, N ]Luego, se de�ne la separabilidad entre las lases  y s omo:
d(c, s) =

F
∑

f=1

√

(x̄c
f − x̄s

f )
2

MAX(σc
f , σs

f)
(8)De esta forma, las lases on per�les diferentes estarán separadas en el espaio delas araterístias y su separabilidad será mayor. El fator MAX(σc

f , σ
s
f) in�uye detal forma que una lase no homogénea (on altos valores de desvío estándar en susaraterístias) tendrá poa separabilidad en general.3P. H. Swain y R. C. King �Two e�etive feature seletion riteria for multispetral remote sensing�,Presented at The International Joint Conferene on Pattern Reognition (1973), Washington, D.C.,U.S.A.
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8. Cadenas de proesamientoComo ya se ha menionado, las adenas pueden dividirse en originales y mejoradas.Estas se diferenian prinipalmente en el tipo de datos que proesan pero esto a su vezin�uye en toda la adena. En el presente apítulo se desriben ambos tipos.8.1. Cadenas OriginalesLas adenas originales proesan imágenes on datos diarios de re�etania de lasuper�ie, en los anales rojo e infrarrojo (a partir de los uales se omputa el NDVI,ver apítulo 5). Además utilizan datos de alidad para �ltrar las imágenes. Para mayordetalle, referirse al apítulo 4 y a [1: Tesis de Milton℄.Las etapas de proesamiento en una adena original son:1. Reproyeión y reorte.2. Filtrado de imágenes de mala alidad.3. Creaión de las seuenias temporales y de la másara de nubes.4. Cálulo del NDVI y orreión atmosféria.5. Cálulo y normalizaión de araterístias6. Clasi�aión.7. Evaluaión de los resultados.Fuera de la adena : Entrenamiento del lasi�ador.Cuadro 2: Pasos de proesamiento de las adenas originalesSe proederá a la desripión de ada etapa:8.1.1. Reproyeión y reorteLas imágenes MODIS provistas por la NASA usan una proyeión geográ�a Sinu-soidal (ver apítulo 4) y abaran un área del globo terrestre muho mayor que el áreade estudio. El software desarrollado por el grupo CLIME trabaja on la proyeiónMerator.Por eso, las imágenes deben ser reproyetadas y reortadas para poder ser proesa-das y para disminuir el volumen de datos.8.1.2. FiltradoGraias al produto MOD09GST, se tienen datos de alidad para ada imagen. Apartir de los mismos se de�nió un riterio (ver apéndie XXX) que sirve para �ltrar las19



imágenes de mala alidad: ontaminadas por nubes, sombras de nubes, irrus y altasantidades de aerosoles.Esto permite disminuir el volumen de datos a proesar ya que, para un año típioen la zona de estudio, el número de imágenes resultantes es de aproximadamente 71(ontra 365).8.1.3. Creaión de las seuenias temporales y de la másara de nubes.A partir de las re�etanias y los metadatos del produto MOD09GQK, se reapara ada feha una másara de nubes: es una imagen on 0 en los pixels despejados y1 en los pixels ubiertos por nubes.Además, se alula el NDVI en ada feha, para ada punto y se rea una seueniatemporal de NDVI.8.1.4. Cálulo de NDVI y orreión atmosfériaA partir de las másaras de nubes, se eliminan los pixels ontaminados de la se-uenia de NDVI y estos son orregidos apliando una interpolaión temporal.Luego, pueden apliarse distintos �ltros a ada punto, basados en su per�l temporal(por ejemplo, �ltros de mediana o de varianza).8.1.5. Cálulo y normalizaión de araterístiasUna vez obtenidos per�les temporales de buena alidad para ada punto, se ompu-tan las araterístias. El onjunto utilizado es:Id Nombre Desripión1 Media Promedio2 FehaMax Feha del máximo valor de NDVI enel per�l.3 Iniio Valor de NDVI el primer día4 DeltaIniioFin NDVI del último día -NDVI del primer día5 Delta150Dias Promedio del NDVI durante los últimos 150 días -Promedio del NDVI durante los primeros 150 días6 ValAbsPendiente Media de los valores absolutos de laderivada de la urva, en ada feha.7 nModos Número de modos8 Min Mínimo valor de NDVI9 DeltaMaxMin Máximo valor de NDVI - mínimo valorde NDVI10 StdDev Desvío estándar de los valores de NDVI11 Modo - fehaPio Feha del pio del modoprinipal12 Modo - duraión Das desde el iniio al �nal del modo prinipal20



Debido a la naturaleza del lasi�ador (ver 8.1.6) y a las diferenias intrínseas delas araterístias, se proede a normalizar los valores de las mismas para que poseanuna distribuión Normal on media 0 y varianza 1.Una vez obtenidos per�les temporales de buena alidad para ada punto, se ompu-tan las araterístias. Debido a la naturaleza del lasi�ador (ver 8.1.6) y a las diferen-ias intrínseas de las araterístias, se proede a normalizar los valores de las mismaspara que posean una distribuión Normal on media 0 y varianza 1.8.1.6. Clasi�aiónEl algoritmo de lasi�aión en una adena original implementa un lasi�ador demáxima verosimilitud. Este es un abordaje puramente estadístio que asume que todaslas variables (en este aso las araterístias) son de origen ontinuo y tienen una distri-buión Normal o Gaussiana multi-dimensional, en ada lase. Estas propiedades fueronorrobordas mediante un análisis estadístio de los datos, uya desripión esapa aldesarrollo de este trabajo.Para un pixel (representado on el vetor de araterístias), se alula la probabi-lidad de que perteneza a ada lase. Luego, se asigna diho pixel a aquella lase onmayor probabilidad (puede dejarse el pixel no lasi�ado, si la máxima probabilidadno supera un umbral determinado. El tema de los pixels no lasi�ados no se trata eneste trabajo, para mayor informaión referirse a [1℄tesis de Milton).Luego, el método se basa en la fórmula de Bayes, desrita por la euaión 9:
P (wj|x) =

p(x|wj)P (wj)
∑

i p(x|wi)P (wi)
(9)Donde:

P (wj): probabilidad a priori para la lase wj

P (wj|x): probabilidad a posteriori para la lase wj dada la variable x de entrada.
p(x|wj): funión de densidad de probabilidad de la variable x, dada wj.Por la suposiión de Normalidad de la distribuión de las araterístias, puedemodelarse p(x|wj) omo una Normal on media y matriz de ovarianza estimadas apartir de los datos de la zona de entrenamiento (el entrenamiento del lasi�ador setrata en el apítulo 8.2).Pero debido a la existenia de araterístiasde naturaleza disreta (omo el númerode modos), el modelo de máxima verosimilitud debe modi�arse para adaptarse a esteheho. Luego el modelo extendido para admitir la existenia de una variable disretaes:

P (wj|x) =
p(xcont|wj, xdisc)P (xdisc|wj)P (wj)

∑

i p(xcont|wi, xdisc)P (xdisc|wj)P (wi)
(10)Donde:

xcont: Variables ontinuas en el onjunto de datos.21



xdisc: la variable de naturaleza disreta (omo el número de modos).
p(xdisc|wj): funión ondiional de masa de probabilidad de la variable disreta,dada una lase wjPara mayor informaión sobre este tema referirse a [1℄tesis de Milton.8.1.7. Conjunto �nal de lasesPara que el lasi�ador de máxima verosimilitud d buenos resultados, es neesarioque las lases a disriminar sean separables y homogéneas (ver apítulo 7). Por eso nopueden identi�arse todas las lases del apítulo 7.En la imagen de abajo puede verse un ejemplo de varias lases del onjunto originalque se omportan de manera similar, de tal forma que no pueden ser disriminadas.

Figura 9: Media del NDVI, por feha, para distintas lases.Uno de las prinipales falenias en las adenas originales y mejoradas es que elanálisis y seleión del onjunto �nal de lases no fue automatizado sino que es elresultado de un proeso �manual�, realizado por los desarrolladores del sistema deproesamiento.Luego, mediante un proeso de separaión y mezla (split & merge) que ser expli-ado más adelante (ver apítulo 9), el onjunto �nal de lases on el que trabaja laadena original es4:Agriultura 1Agriultura 2Agriultura 3FlorestaPasturas4Uno de los objetivos prinipales de la pasantía que da origen al presente trabajo fue el de automa-tizar este proeso de seleión del onjunto �nal de lases. Ver apítulo REFERENCIA CAPITULOCADENA NUEVA 22



UrbanaA ontinuaión se muestran ejemplos de per�les temporales típios de ada una deestas lases:

Figura 10: Per�les temporales típios de ada lase prinipal. De izquierda a dereha,de arriba a abajo: Vaa, Perro, Gato...8.2. EntrenamientoDe forma general, un lasi�ador supervisado es aquel que requiere de muestras deada lase a disriminar, a partir de las uales �aprende� sobre ada una de ellas.En el aso de una adena original, ada lase wj se modela mediante una funiónNormal multi-dimensional, N , en el espaio de las araterístias. Para ello debe-mos determinar dos parmetros: la media, µ(wj) y la matriz de ovarianza Σ(wj) de talforma que la funión de densidad de probabilidad dada una lase wj (ver euaión 9)es:
p(x|wj) ∼ N(µ(wj), Σ(wj)) (11)donde

N(µ, Σ) =
1

(2π)1/2 det(Σ)1/2
e

1

2
(x−µ)tΣ−1(x−µ)Luego, en la adena original, la prinipal tarea en la etapa de entrenamiento es lade alular los parmetros µ(wj) y Σ(wj) para ada lase.Para ello es neesario ontar on muestras de ada lase. A partir de las mismas,se estiman los parmetros busados. REFERENCIA SPLIT y MERGE23



Lo que se hizo fue dividir la zona de interés en dos: se utiliza la zona inferior (sur)omo área de entrenamiento y la superior (norte) omo área de prueba.[Imágenes másara training and testing áreas℄De esta manera, se utilizan los pixels del área de entrenamiento para entrenar ellasi�ador y el área de pruebas para testearlo y veri�ar los resultados.Es importante lari�ar que el entrenamiento no es una etapa más dentro de laadena de proesamiento. Una vez delimitada la zona de interés, se obtiene un área deentrenamiento a partir de la ual se alulan los parmetros neesarios para el lasi�a-dor. Luego, las lases quedan ompletamente modeladas y la adena puede utilizarseuantas vees sea neesario sin tener que volver a repetir el entrenamiento.Es importante notar que el entrenamiento de las adenas originales y mejoradassigue siendo un proeso manual, basado en el análisis estadístio de las araterístiasy de las lases (su separabilidad y homogeneidad). Esto es uno de los puntos quese mejoran en la nueva adena (ver apítulo REFERENCIA CAPITULO NUEVACADENA).8.3. Cadenas mejoradasEl esquema de proesamiento de las adenas mejoradas es muy similar a las ori-ginales. Funionalmente, se simpli�a el preproesamiento de las imágenes ya que seutiliza el produto MOD13Q1 (ver apítulo 4) el ual:Provee una imagen ada 16 das, asegurando altos niveles de alidad.Provee el NDVI, por lo que no hay que alularlo.Viene orregido por efetos atmosférios, de aerosoles y nubes.Por esas razones, el software que implementa una adena mejorada ambia (sesimpli�a) on respeto a una original.Si bien se mantiene el método de lasi�aión (ver apítulo 8.1.6) y el onjunto�nal de lases, ambian un poo las araterístias on que trabaja. El onjunto �nalde araterístias de las adenas mejoradas es:
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Id Nombre Desripión1 Media Promedio2 FehaMax Feha del máximo valor de NDVI enel per�l.3 Delta45Dias Promedio del NDVI de los últimos 45 días -promedio del NDVI de los primeros 45 días4 ValAbsPendiente Media de los valores absolutos de laderivada de la urva, en ada feha.5 nModos Número de modos6 Min Mínimo valor de NDVI7 DeltaMaxMin Máximo valor de NDVI - mínimo valorde NDVI8 StdDev Desvío estándar de los valores de NDVI9 Modo - fehaPio Feha del pio del modoprinipal10 Modo - duraión Das desde el iniio al �nal del modo prinipalLuego, el esquema de trabajo es:1. Reproyeión y reorte.2. Creaión de las seuenias temporales y de la másara de nubes.3. Correión atmosféria.4. Cálulo y normalizaión de araterístias5. Clasi�aión.8.3.1. NDVI o EVI?El produto MOD13Q1 on el que trabajan las adenas mejoradas, provee otroíndie de vegetaión además del NDVI: el EVI (Enhaned Vegetation Index ).Este índie mejorado orrige el efeto de la señal de fondo en zonas de alta biomasay algunos efetos atmosférios. Se de�ne omo:
EV I = 2

(ρnir − ρred)

(L + ρnir + C1ρred + C2ρblue)
(12)donde

ρ son re�etanias,
L es un termino de ajuste para la señal de fondo,
C1 y C2 son valores de ajuste para el anal azul usado en la orreión de aerosolespara el anal rojo.Si bien puede usarse la adena utilizando el EVI en vez del NDVI, en la prátia seobtienen mejores resultados on el segundo. De todas formas, el EVI sigue siendo unaalternativa y es partiularmente prometedor en zonas on menos vegetaión.25



9. Separaión y Mezla: (Split & Merge)Como ya se ha expliado en apítulos anteriores es importante que el onjunto �nalde lases posea iertas propiedades de homogeneidad y separabilidad. Para lograr esto,en las adenas existentes se realizaba un trabajo previo de análisis de los datos. Elusuario a este nivel de�nía el onjunto �nal de lases proveiendo muestras de ada una,para el entrenamiento.Uno de los objetivos para este trabajo fue el de automatizar ese proeso o de�nirriterios para failitarlo. Esto es extremadamente ompliado si se tienen en uentatodos los posibles esenarios de apliaión del sistema: las lases de interés en una zonaomo el Amazonas serán neesariamente distintas a aquellas lases que pueden de�nirseen una región semi-desértia omo el sur de Italia.Iniialmente la metodología de separaión y mezla (split and merge) que se desa-rrolló propone el siguiente proedimiento:1. Separaión: dividir ada lase en sub-lases de tal forma que estas sean homogé-neas.2. Mezla: rear una jerarquía on todas las sub-lases en la base. En ada nivelse unen las dos lases on menor separabilidad. Finalmente, en el nivel superiorquedará solo una lase (unión de todas las otras).Debido a un profundo onoimento de las lases y luego de muhos análisis queesapan alane de este trabajo, de enontró que esa metodología no puede ser apliadatal ual. Debido a las diferenias entre las lases, no tiene sentido, por ejemplo, intentarmezlar sub-lases de agriultura on sub-lases de Floresta.Además, apliar el mismo método de separaión para lases tan diversas no esonveniente, ni hae falta mezlar todas las lases.Finalmente, la metodología de separaión y mezla implementada fue la siguiente:9.1. SeparaiónPrimeramente, para realizar la separaión se investigaron diversos algoritmos deolesterina5 pero �nalmente, ambiando generalidad por desempeño, se optó por utili-zar un método más espeializado, basado en el onoimento de las lases y las arate-rístias.Entones, las lases se separaran en grupos:la agriultura,las lases Forestadas: Sabana tropial, Sabana Florestada, Floresta, Floresta Es-taional, Vegetaión Ciliar, Sabana tropial + Vegetaión Ciliar, Sabana tropial+ Floresta, Floresta + Sabana tropial, Sabana + Floresta Estaional,5ver Añil K. Jaén and otear, Testíulo Paterna Preogniión: A Reviene, IEEE Transaiones nopaterna análisis and mahín inteligenia, vil. 22, No. 1, Jaguar 200026



las Pasturas.Algunas lases (omo el agua y las zonas urbanas) no son separadas.9.1.1. AgriulturaLa agriultura se separa de auerdo al número de Modos. Cada modo en el per�ltemporal de un pixel de esta lase representa un ilo de siembra-oseha.Después, pixels on solo un modo son separados en dos, de auerdo a la feha delpio del modo. De esta manera se diferenian ultivos en diferentes époas del año:ultivos tempranos y ultivos tardíos.

Figura 11: Distintos per�les temporales de pixels perteneientes a agriultura.9.1.2. Las lases FlorestadasLa separaión de las lases Florestadas no se hae para identi�ar nuevas �orestas,sino para identi�ar la deforestaión. El per�l temporal de un pixel perteneiente auna lase Florestaada se arateriza por mantener altos valores de NDVI durante todoel año. Pero el per�l de un área deforestada se pareerá a una lase Florestaada alprinipio y luego presentará un laro desnivel en el per�l temporal, a partir del ualmantendrá bajo (más similar a las pasturas). En la �gura 9.1.2 pueden verse los per�lestemporales de dos pixels: el de la izquierda representa una lase Florestaada y el de ladereha representa la deforestaión.Para identi�ar esta ualidad, se utilizan las araterístias DeltaMaxMin y Del-ta45Dias. En la �gura 9.1.2 se pueden ver los valores de dihas araterístias paralos pixels perteneientes a la lase 10. Prinipalmente, se araterizan por bajos valoresde DeltaMaxMin y valores de Delta45Dias eranos a 0. Esto se debe a que, parala misma époa, ada año, el nivel de biomasa será similar.Pero en el reuadro rojo podemos ver un onjunto de pixels on altos valores enambas araterístias. Estos representan las áreas deforestadas. La separaión se apliaa ada una de estas lases por separado.
27



Figura 12: Per�les temporales de NDVI: el de la izquierda representa una lase Flores-taada y el de la dereha deforestaión.

Figura 13: Valores de los pixels de la lase 10 para dos de sus araterístias: en el ejehorizontal DeltaMaxMin y en el eje vertial Delta45Dias9.1.3. Las pasturasPasturas es la lase más extensa. Se arateriza por un bajo nivel de NDVI, on poavariaión durante el año. Pero en oasiones de detetan modos en el per�l temporal deestos pixels, por lo que se deidió dividir esta lase de auerdo on el número de modospara lograr mayor separabilidad.9.2. MezlaLa mezla solo se aplia en el grupo de las lases Florestadas. Se busa identi�ar lamayor antidad de lases Florestadas y deforestadas omo sea posible. La metodologíaapliada es:1. Iniio: Sub-lases Florestadas2. Si hay más de una lase:3. Sabana tropiala) Computar la separabilidad entre todos los pares de lases.b) Mezlar las dos lases on menor separabilidad.28



) goto 2La medida de separabilidad utilizada se introdujo en la euaión 8 (apítulo 7), estoes: Sea F el número de araterístias seleionadas para alular la separabilidad.Sean 1 . . . N las lases, Sc el tamaño de la lase , xc
1 . . . xc

Sc
los vetores de la lase. Luego:

x̄c
f =

∑Sc

i=1 xc
i,f

Sc
(13)es la media de la araterístia f en la lase , para f ∈ [1, F ], c ∈ [1, N ]

σc
f =

√

∑Sc

i=1(x
c
i,f − x̄c

f )
2

Sc − 1
(14)es el desvío estándar de los valores de la araterístiaf en la lase , para f ∈ [1, F ],

c ∈ [1, N ]Luego
d(c, s) =

F
∑

f=1

√

(x̄c
f − x̄s

f )
2

MAX(σc
f , σs

f)es la separabilidad entre las lases  y s.Luego, el método propuesto no es más que un algoritmo jerárquio. En ada nivelde la jerarquía se de�ne un onjunto de lases tal que, más abajo están todas las lasesiniiales y en la ima solo hay una.Una forma de de�nir un onjunto �nal de lases es esogiendo un límite, t, tal queel onjunto �nal de lases es el primer nivel de la jerarquía en que, para ada par delases, la separabilidad es siempre mayor que t.10. Nuevos métodos de lasi�aiónUno de los prinipales objetivos de este trabajo es el de de�nir e implementar nuevasmetodologías de lasi�aión, para reemplazar el algoritmo de Máxima Verosimilitudexistente (ver apítulo 8.1.6).A diferenia del anterior, basado en la teoría de las probabilidades, los nuevos mé-todos se desarrollaron dentro del ámbito del pattern reognition. Debe quedar laroque no se investigó en profundidad esta rama de la informátia, sino que se inursiónde forma super�ial, explorando nuevas y posibles metodologías de lasi�aión.Finalmente, se rediseñaron las fases de entrenamiento y lasi�aión (Ver el listado2 en el apítulo 8) y se implementaron 3 proedimientos distintos.En la �gura 14 podemos ver un diagrama de las nuevas etapas de entrenamiento ylasi�aión. La imagen de entrenamiento es la que resulta de la separaión y mezla(ver apítulo 9), que ontiene muestras de todas las lases. Cada proedimiento delasi�aión se arateriza por: 29



Figura 14: Diagrama del nuevo esquema de entrenamiento y lasi�aión.el entrenamiento,la de�niión de las lases,la asignaión de membreías.Utilizando los datos de la imagen de entrenamiento y del arhivo de on�guraión,el entrenamiento onluye on la de�niión de las lases. Luego, ada pixel obtieneuna membreía a ada lase. Finalmente, se asigna el pixel a una sola lase en base alanálisis de las membreías. En la prátia se siguiendo un riterio muy simple: la laseon mayor membreía.10.1. Modelo para representar imágenes y sus propiedadesUna imagen se representa on un onjunto de pixels: I = {x1...xN}.Sean f1, . . . , fM las araterístias.Cada pixel se modela mediante el vetor de sus araterístias:x = [f1(x), . . . , fM(x)]Una lase es un subonjunto de pixels de la imagen. La imagen de entrenamientode�ne un onjunto C = {c1, . . . , cn} de lases disjuntas:
∀i = 1 . . . n : ci = {xci

1 , . . . , xci
si
} ⊂ I

∧
∀c, s ∈ C : c 6= s ⇒ ∀i, k : xc

j 6= xs
kLuego,de�nimos: 30



c̄ = [f̄ c
1 , . . . , f̄

c
tc ] es el denominado prototipo de la lase  donde

f̄ c
k =

∑

j

f c
k(x

c
j)

sc

Σc es la matriz de ovarianza , donde
• qij = 1

sc−1

tc
∑

k=1

(f c
i (x

c
k) − f̄ c

i )(f
c
j (x

c
k) − f̄ c

j )A ontinuaión se desribirá ada uno de los métodos por separado.10.2. Método basado en la distania Mahalanobis y la distri-buión χ2En las adenas anteriores, para representar ada lase se utilizan todas las arate-rístias y se asume que estas presentan una distribuión Normal.El siguiente método se basa en:el heho que ada lase puede ser representada por un subonjunto partiular dearaterístias yse mantienen la asumpión de que la distribuión de las araterístias es Gaus-siana en ada lase.Asumiendo estas osas, el método se basa en lo siguiente ([n℄6).Sean:
Fc = {f c

1 , . . . , f
c
tc} el subonjunto de tamaño tc de araterístias que mejor repre-sentan la lase .

x = [f c
1(x), . . . , f c

tc(x)] la representaión de x on las araterístias de Fc.Una medida de separaión entre el pixel x, y la lase  es la denominada distaniaMahalanobis al uadrado:
Z2

c (x) = (x − c̄)T Σ−1
c (x − c̄) (15)

Σ−1
c es la inversa de la matriz de ovarianza de  o matriz de preisión (ver seión10.1).Asumiendo que los pixels de una dada lase  tienen una distribuión Normal(multivariable), entones Z2

c tiene una distribuión χ2 on tc grados del libertad (o dof,por sus siglas en inglés degrees of freedom).A partir de esta informaión el método se implementó de auerdo on la siguienteseión.6Timothy S. Moore y otros, A fuzzy logi lassi�ation sheme for seleting and blending satelliteoean olor algorithms 31



10.2.1. Entrenamiento, de�niión de lases y membreíasEl entrenamiento implia alular el prototipo y la matriz de preisión paraada lase. El arhivo de on�guraión provisto debe indiar para ada lase, ualesson las araterístias que mejor la representan y diferenian del resto.Luego, ada lase queda de�nida a partir de c̄ y Σ−1
c .Finalmente, para un pixel x dado, la membreía a una lase  se de�ne omo:

mc(x) = 1 − F (Z2
c (x)) (16)donde F es la funión de distribuión aumulada de una χ2 on tc dof.En la �gura 15 pueden verse algunos ejemplos de la forma de esta funión.

Figura 15: Ejemplos de la funión de distribuión aumulada χ2 on distintos dof.10.3. Fusión de la informaiónLos siguientes métodos se basan en el onepto de fusión de la informaión. Dentrode este maro teório utilizamos prinipalmente las llamadas funiones de masa (omasa elemental de reenia).Se extenderá el formalismo del apítulo 10.1 basándose en la Teoría de la Evi-denia de Demspter-Shafer7 8.7Shafer Glenn, A mathematial theory of Evidene, Prineton University Press, 19768Shafer Glenn, Dempster-Shafer theory, Wikipedia?32



Para ada par (lase,araterístia), (,f), se de�ne una funión de masa, mc,f :
I → [0, 1]. Esta funión mide la reenia o evidenia que aporta f on respeto a lapertenenia de un pixel a la lase . La únia restriión es que:

∀x, c, f : 0 ≤ mc,f(x) ≤ 1En el maro de la teledeteión, la fusión de la informaión se utiliza prinipalmentepara mezlar los resultados de varios lasi�adores y así generar una lasi�aión �nalon mejores resultados91011Para este trabajo se interpreta de una manera algo distinta, tomando ada arate-rístia omo un lasi�ador (ya que ada araterístia brinda informaión sobre adalase, en distinta medida).En la prátia, para implementar las funiones de masa se utilizó el heho que lasaraterístias tienen una distribuión Normal en ada lase :Sea Nµ,σ la funión de densidad de probabilidades Normal on media µ y desvíoestándar σ.Sean µc,f y σc,f la media y el desvío estándar de los valores de f en los pixels de lalase .Entones, se de�ne:
mc,f(x) =

Nµc,f ,σc,f
(x)

Nµc,f ,σc,f
(µc,f)

(17)

Figura 16: Ejemplo de la funión de masa para la lase Pasturas y la araterístiaAmplitud.9H. Laanaya y otros,Classi�ation des sédiments marins par fusion de lassi�eurs binaires SVM, CMM'06 - Caraterisa-tion du milieu marin, 16 - 19 Ot. 200610Pierre Loonis and others, Multi-lassi�ers Neural Network Fusion versus Dempster-Shafer's ort-hogonal rule, IEEE International Conferene on Neural Networks, 1995. Proeedings, pags. 2162-2165vol.4, De 1995, Australia11Nikunj C. Oza and Kagan Tumer,Key Real-World Appliations of Classi�er Ensembles, Informa-tion Fusion - Speial Issue on Appliations of Ensemble Methods, volume 9, number 1, pages 4-20,2008 33



Esta de�niión de mc,f está motivada en:generalidad, ya que sirve para todas las lases y araterístias.
∀x, c, f : 0 ≤ mc,f(x) ≤ 1Valores eranos a la media de la lase devolverán valores altos (eranos a 1) demasa.Valores alejados de la media de la lase devolverán valores bajos (eranos a 0)de masa.Por ejemplo, en la �gura 16 podemos ver el aso del par (Pasturas, Amplitud). Sien el per�l de un pixel, el valor de la amplitud es erano a 0.35 entones la araterístia

Amplitud brindará muha evidenia a favor de la lase Pasturas. Caso ontrario, unaamplitud extremadamente baja o demasiado alta (mayor a 0.5) brindará poa (o nula)evidenia a favor de la lase Pasturas.Pero la asumpión de Normalidad en la distribuión de los valores de las arate-rístias no es neesaria. La forma en que una araterístia representa una lase puedemodelarse de manera más preisa. Por ejemplo, en la implementaión se utilizaronfuniones sigmoideas:
mc,f(x) =

1

1 + e−a(x−b)
(18)Donde a y b determinan la posiión y forma de la urva y dependen de la lase yaraterístia partiulares.

Figura 17: Ejemplo de la funión de masa para la lase Floresta y la araterístiaMedia.En la �gura 16 podemos ver el aso del par (Floresta, Media). Si en el per�l deun pixel, la media del NDVI es mayor a 0.7 entones la araterístia Media brindarámuha evidenia a favor de la lase Floresta. Caso ontrario, una media baja (menor a0.5) brindará poa (o nula) evidenia a favor de la lase Floresta.
34



10.3.1. Método basado en la regla de ombinaión de Dempster[Agrego el formalismo y desarrollo la teoría de la Evidenia deDempster-Shafer?℄La regla de ombinaión de Dempster sirve para ombinar piezas independientes deinformaión obtenida a partir de las evidenias que proveen las funiones de masa.La regla, adaptada a nuestro modelo, es:Dada una lase , la fusion de la informaión provista por las araterístias s y tes:
mc,s ⊗ mc,t =

mc,smc,t

|1 − Ds,t|
(19)donde

Ds,t =
∑

q,r=1...n
q 6=r

mq,smr,t (20)es una medida del on�ito entre las masas s y t.Como establee Smets12 el operador ⊗ es asoiativo. Luego, las masas de todas lasaraterístias pueden ser fusionadas en un solo valor, on el siguiente proedimientoreursivo:Sea:
Gc,2 =

mc,1mc,2

|1−D1,2|
= mc,1 ⊗ mc,2 (21)

Gc,k+1 =
Gc,kmc,k+1

|1−Dc
k+1

|
= mc,1 ⊗ . . . ⊗ mc,k+1 (22)donde

Dc
k+1 =

∑

r,s=1...n
r 6=s

Gr,kms,k+1 , n ∈ [2; M − 1] (23)Entrenamiento, de�niión de lases y membreías Para poder omputar lasfuniones de masa, es neesario tener, para ada lase  y araterístia f , la media ydesvío estándar de los valores de f en los pixels de la lase . Estos datos son estimadosen el entrenamiento. El arhivo de on�guraión no es utilizado en este aso.Para un pixel x dado, la membreía a una lase  es la fusión de las evideniasaportadas por todas las araterístias:
mc(x) = Gc,M−1(x)

= mc,1(x) ⊗ mc,2(x) ⊗ . . . ⊗ mc,M(x)
(24)12Phillipe Smets, The ombination of evidene in the transferable belief model, IEEEtransations on pattern analysis and mahine intelligene, vol. 12, No. 5, pp. 447-458, Mayo de 199035



10.3.2. Método basado en la fusión mediante una Media PonderadaFinalmente, utilizando el onoimiento de que algunas araterístias ayudan adisriminar iertas lases más que otras, se implementó otro método de fusión de lainformaión: la media ponderada.El método es extremadamente simple y e�iente. El problema es que requiere deuna serie de valores o pesos que miden en qué grado ontribuyen las araterístiaspara disriminar ada lase.En de�nitiva, para ada par (,f), se neesita un peso 0 ≤ wc,f ≤ 1 que mide enque grado aporta f para disriminar la lase  del resto.Entrenamiento, de�niión de lases y membreías Este método utilizando lasmismas funiones de masa que el anterior (Ver apítulo 10.3) y pratiamente realizael mismo entrenamiento pero además utiliza una matriz de pesos que debe ser provistaen el arhivo de on�guraión:
wc1,f1

. . .wc1,fM. . .
wcn,f1

. . .wcn,fMLuego, para un pixel x dado, la membreía a una lase  se de�ne omo:
mc(x) =

M
∑

i=1

(mc,fi
(x) ∗ wc,fi

)

Nc
(25)donde

Nc = ♯{wc,f |wc,f > 0} (26)Es la antidad de araterístias on peso mayor a 0.Como ya se verá en el próximo apítulo, on este último método se pueden obtenerexelentes resultados. El problema es que la onstruión de la matriz de pesos es unproeso manual que depende del onoimiento de las lases, las araterístias y de laexperienia del usuario. Trabajo futuro podría ser de�nir riterios para la reaión dediha matriz o diseñar algún proedimiento para generar dihos valores automátia-mente, a partir de los datos.11. Análisis y omparaión de resultados11.1. Matriz de onfusiónA ontinuaión se mostrarán iertos resultados obtenidos on las distintas adenas.36



La forma de analizar los resultados es mediante matries de onfusión. Estas serean a partir de dos onjuntos de lases:
C = {c1, . . . , cn}, el resultado de una lasi�aión y
V = {v1, . . . , vn}, la verdad de ampo.De tal forma que se espera que ∀k : ck = vk. Esto suederá en el hipotétio asoque la lasi�aión sea perfeta.Luego la matriz de onfusión será una matriz M de n × n tal que

Mi,j = #(ci ∩ vj) (27)y se interpreta omo �la antidad de pixels de la lase j que fueron lasi�ados omo i �.Entones, los pixels bien lasi�ados en una lase k serán los que pertenezan a ck ∩ vk(representados en M por los elementos de la diagonal).

Figura 18: Matriz de onfusión de ejemplo.En la �gura 18 podemos ver una matriz de onfusión de ejemplo. Ahí se puede verque hubieron 9139 pixels bien lasi�ados omo Agriultura, pero hubieron 860 pixellasi�ados omo Agriultura que perteneen a Pasturas.11.1.1. Medidas de preisiónA partir de los datos de la matriz de onfusión pueden alularse iertas medidas depreisión que informan sobre la �abilidad de la lasi�aión. Estas medidas se expresanomo porentajes: 37



Preisión General (Overall auray): Es la proporión del total de pixels bienlasi�ados en el total de pixels lasi�ados:
OA =

ΣD

T
(28)Donde

ΣD =

n
∑

i=1

Mi,i, es la suma de los elementos de la diagonal. Representa latotalidad de pixels bien lasi�ados.
T =

n
∑

i=1

n
∑

j=1

Mi,j es el total de pixels lasi�ados.Es una medida del desempeño general del lasi�ador.Preisión del Produtor (Produer's auray): Se realiza una letura de la ma-triz por olumnas. Para una lase k determinada, la antidad de pixels bienlasi�ados omo k sobre la totalidad de pixels k en la verdad de ampo se de-nomina Preisión del Produtor :
PAk =

Mk,k

Vk

(29)Donde
Vk =

n
∑

i=1

Mi,k es la antidad de pixels en vk.Mide que tan bien se disrimina la lase k o la apaidad del lasi�ador deidenti�ar los pixels de la lase k.Preisión del Usuario (User's auray): Se realiza una letura de la matriz por�las. Para una lase k determinada, la antidad de pixels bien lasi�ados omo ksobre la totalidad de pixels lasi�ados omo k se denomina Preisión del Usuario:
UAk =

Mk,k

Ck
(30)Donde

Ck =
n

∑

j=1

Mk,j es la antidad de pixels en ck.Es una medida de qué tan bien representa la lase k la verdad de ampo.
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Coe�iente Kappa: Algunos pixels pueden estar bien lasi�ados por una uestiónde suerte o de asualidad. El oe�iente Kappa intenta brindar una medida ge-neral del desempeño del lasi�ador, teniendo en uenta ese fator de azar oasualidad.
K̂ =

T ∗ ΣD −

n
∑

k=1

(Vk ∗ Ck)

T 2 −
n

∑

k=1

(Vk ∗ Ck)

(31)
11.2. ResultadosDebe tenerse en uenta que durante la duraión de la pasantía que dio origen aeste trabajo, se realizaron muhísimas lasi�aiones y pruebas, on distintos onjun-tos de araterístias y de lases. Aquí solo se presentarán alguno resultados �nales,omparables en funión de que se realizaron las pruebas on el mismo onjunto dearaterístias y lases.Primero se ompararán los resultados de una adena original y una adena mejora-da. Finalmente se analizarán los mejores resultados obtenidos on los nuevos métodosde lasi�aión on las mismas ondiiones que los anteriores.11.2.1. Condiiones generales de las pruebas[araterístias, onjunto de lases. Expliar trade-o� entre número delases y performane general: algunas lases son demasiado hias para unpixel de 250 mts (agua), algunas tienen poos pixels (Eualiptus). expliarmatriz asimétria y fusión de lases para analizar los resultados℄11.2.2. Cadena original11.2.3. Cadena mejorada11.2.4. Mahalanobis y χ211.2.5. Regla de ombinaión de Dempster11.2.6. Promedio ponderado[Haer notar la diferenia de performane entre Urbana y Florestas, porejemplo℄12. Conlusión y trabajo futuroLa deforestaión puede busarse en un paso posterior, on el riterio enontrado.La lase Urbana puede saarse de la lasi�aión y disriminarse mediante másaraso datos (geográ�os) externos. 39



La matriz de pesos debería poder alularse usando informaión de los histogramasde las araterístias.
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